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Avant-propos

Structure de ce document
Ce document résume l’ensemble des travaux de recherche que j’ai réalisé durant

toute ma carrière de 1999 à aujourd’hui, (i) lors de mon DEA (Diplôme d’études
Approfondies en écologie et évolution) et ma thèse sous la direction d’Arnaud Es-
toup et François Rousset de 1999 à 2004, (ii) de mon post-doctorat à l’Université de
Californie, Berkeley, avec Monty Slakin en 2005, (iii) de mon séjour au Muséum Na-
tional d’Histoire Naturelle en tant que maître de conférence de 2006 à 2010, puis (iv)
en tant que chargé de recherche INRAE au CBGP de 2010 jusqu’à aujourd’hui. Ces
travaux ont été initiés par des longues discussions d’introduction à la génétique des
populations, avec Arnaud Estoup lors de mon stage de maîtrise réalisé à l’Université
du Queensland en Australie dans le laboratoire de Zoologie dirigé par Craig Moritz,
sur l’estimation de la dispersion chez le crapaud de la canne à sucre (Figure 1),
espèce de lutte biologique devenue envahissante.

Je me permets de repartir d’aussi loin car depuis cette première expérience de
recherche, ma carrière a été extrêmement linéaire et cohérente, toujours axée sur
le développement méthodologique, le test et l’application de différentes approches
d’inférences démographiques et historiques à partir de données génétiques, avec un
fort accent sur la génétique spatiale des populations et l’estimation des paramètres
locaux et actuels de dispersion, de tailles et de densité des populations.

Du point de vue de sa forme, ce document de synthèse comprend trois parties
principales et deux annexes :

— Une première partie, courte, résumant l’ensemble de mes travaux dans l’esprit
de l’HDR de faire un bilan de la trajectoire des recherches passées.

— La seconde partie, la plus scientifique, développe en 5 chapitres la partie
de mes recherches portant sur l’inférence de paramètres démographiques ac-
tuels et locaux sous des modèles spatialisés de génétique des population dit
d’“isolement par la distance”. Ça a été le fil directeur de toute ma carrière, et
ce le sera probablement jusqu’à ma retraite. Après avoir introduit les princi-
pales notions de génétique des populations nécessaires pour la suite, ce second
chapitre reprend les principaux arguments théoriques et expérimentaux qui
ont servi de base à mes travaux et les replace dans un contexte global et
historique de la (“ma” ?) génétique spatiale des populations.

— La troisième partie est la continuation directe des deux précédentes, et pré-
sente mon projet de recherche à court et moyen terme.

Les partie 1 et 3 ne sont pas indispensable à la compréhension du document scien-
tifique, et peuvent donc être lu indépendamment. J’ai tenté de rédiger la partie 2
comme une introduction à la génétique spatiale des populations, et plus spécifique-
ment l’inférence de la dispersion et des densités de population à partir de données
génétiques, à destination par exemple des étudiants de master ou en thèse.

Une première annexe comporte la “fiche de synthèse” ainsi qu’un résumé de mes
collaborations, productions, financements obtenus et étudiants encadrés, la seconde
présente un recueil d’articles de génétique spatiale des populations auxquels j’ai
participé, essentiellement en lien avec la partie 2. Ces deux annexes ainsi que les
parties 1 et 2 représentent donc la partie administrative demandée pour l’HDR. La
partie 2, la plus importante pour moi, s’inspire de certaines partie de ma thèse, des
mes publications, de la thèse de Thimothée Virgoulay (Virgoulay, 2022) ainsi que
du livre de Rousset (2004).



2 Structure de ce document

Figure 1 – Un beau spécimen de crapaud de la cane a sucre (“cane toad”, Rhinella
marina ). © Queensland Department Of Environment and Science/Reuters.
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Vocabulaire
Précisons dés à présent quelques termes et notations utilisées dans ce document :

On appellera gène la copie d’une information génétique. Cette définition a un sens
immédiat lorsque l’on s’intéresse à la partie du patrimoine génétique qui contribue
à l’expression du phénotype des individus. La notion de variation (ou de polymor-
phisme) génétique implique que les différentes copies d’une même information (ou
gènes) ne sont pas nécessairement identiques. Pour certains marqueurs génétiques
dits évolutivement neutres (qui, par définition, ne codent pas d’information géné-
tique), on ne retiendra de cette définition du gène que la notion de copie de matériel
génétique. Un individu diploïde possède deux copies de la même information géné-
tique. Chez une espèce où l’hérédité est biparentale, l’une des deux copies provient
du père, tandis que l’autre copie provient de la mère. On appellera locus la classe
d’homologie d’un gène, en ce sens que seuls deux gènes homologues peuvent “sé-
gréger ”. Enfin, un allèle (ou état allélique) représentera une classe de gènes tous
équivalents. Selon ces définitions, deux gènes sont donc dans le même état allélique,
si l’information qu’ils portent est codée par la même séquence d’ADN, ou s’ils sont
la copie exacte d’un ancêtre commun.

Dans ce qui suit, nous considérerons un échantillon de gènes constitué de plu-
sieurs sous-échantillons. L’échantillon est pris dans ce qu’on appellera une popula-
tion, potentiellement structurée en sous-populations, ou dèmes, dans lesquelles sont
pris les sous-échantillons. Cette structuration peut être la conséquence d’une dis-
persion localisée (c.a.d. limitée dans l’espace) ou de barrières à la dispersion. On
considérera que la reproduction est panmictique (c.a.d. union aléatoire des gamètes
de la population) au sein de chaque sous-population et non dans la population en-
tière. Dans ce document, on supposera toujours que les gènes auxquels on s’intéresse
sont homologues (situés sur un même locus), et que les approches se généralisent
à un échantillon multilocus en considérant des locus indépendants, sauf si précisé
différemment.

Un modèle, servant à étudier un processus, est défini par des paramètres, dit
canoniques, tels que les tailles de populations (N), des taux de mutations (/mu)
et des taux des migrations (m). Nous considérerons que toutes quantités qui sont
uniquement fonction des paramètres qui définissent le modèle (e.g. les paramètres
composites comme θ = 2Nµ, les probabilités d’identité ou les F -statistiques), sont
aussi des paramètres. Les valeurs prises par ces paramètres dans une population
“vraie” seront des statistiques ou des estimations, que l’on pourra mesurer dans
cette population à l’aide d’estimateurs. L’estimateur et les statistiques sont alors
traités comme des variables aléatoires. Les espérances de ces variables aléatoires sont
fonctions des valeurs des paramètres du modèle. Si un estimateur est sans biais, son
espérance correspond alors exactement aux valeurs des paramètres du modèle.
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Cycle de vie

Tous les organismes passent par une séquence de changements se répétant de ma-
nière cyclique à travers les générations : on parle de cycle de vie (Bell & Koufopanou,
1991). Dans le cas des organismes sexués ce cycle est dit “haplo-diploïde” puisqu’il
consiste en l’alternance d’une phase haploïde à n chromosomes et d’une phase di-
ploïde à 2n chromosomes (Figure 2, à l’exception notable de certaines algues rouges
tel que Antithamnionella sp. pour lesquels il existe une phase supplémentaire). Ce
cycle de vie peut être, en termes de temps passé dans chaque phase, majoritairement
haploïde (comme chez de nombreuses algues, e.g Spirogyra sp.), majoritairement di-
ploïde (comme chez la plupart des vertébrés e.g Homo sapiens) ou un équilibre entre
les deux (e.g Laminaria digitata, de nombreux insectes sociaux).

Figure 2 – Cycle de vie “haplo-diploïde” représentant le passage des chromosomes au
cours des différentes phases possibles d’un organisme. Ici un chromosome de la paire de
chromosomes maternels (en vert) et de la pair de chromosome paternels (en orange) échangent
du matériel génétique durant la méiose. Figure issue de la thèse de Thimothée Virgoulay, 2022.

Le cycle de vie considéré dans tout ce document est donc composé de 5 étapes
définissant une génération : (i) à chaque événement de reproduction, chaque adulte
donne naissance à une infinité de gamètes et meurt ; (ii) les gamètes subissent l’effet
de la mutation ; (iii) les gamètes dispersent (facultatif) ; (iv) dans chaque dème, des
juvéniles diploïdes sont formés à partir du pool de gamètes ; (v) les juvéniles dis-
persent (facultatif) et (v) la compétition ramène le nombre d’adultes à N .

Dans certains cas, nous considérerons que la dispersion n’est que gamétique, dans
d’autres que juvéniles, mais ne nous considérerons pas ici de cycles avec les deux
types de dispersions (par ex. la dispersion du pollen et des graines chez les plantes).
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Déclaration de valeurs et principes
" Je déclare avoir respecté, dans la conception et la rédaction de ce mémoire

d’HDR, les valeurs et principes d’intégrité scientifique destinés à garantir le caractère
honnête et scientifiquement rigoureux de tout travail de recherche, visés à l’article
L.211-2 du Code de la recherche et énoncés par la Charte nationale de déontologie
des métiers de la recherche et la Charte d’intégrité scientifique de l’Université de
Montpellier. Je m’engage à les promouvoir dans le cadre de mes activités futures
d’encadrement de recherche."





Courte synthèse de mon parcours
scientifique

Mon travail a toujours été partagé entre, d’une part, la mise au point, le test et
la mise à disposition de la communauté de nouvelles méthodes d’analyses de don-
nées de génétique des populations, et d’autre part, l’application de ces méthodes
(et d’autres) à des jeux de données réelles, le plus souvent en collaboration étroite
avec les chercheurs ayant produit ces données. A cela s’ajoute une participation rela-
tivement constante à différentes formations, notamment à travers l’organisation de
différents modules d’enseignement, et l’encadrement régulier d’un à quatre étudiants
par an.

Je me suis toujours placé à l’interface entre les théoriciens (généticiens des po-
pulations théoriques, statisticiens, mathématiciens) et les empiristes, place que je
trouve spécialement importante et intéressante. Ceci a été possible grâce à cette
répartition de mon temps de travail entre les aspects méthodologiques et les ap-
plications empiriques, toujours à travers des collaborations, que ce soit avec des
théoriciens à la pointe de ce qui se fait en statistiques/génétique des populations ou
lors d’échanges poussés avec des spécialistes des modèles biologiques, de la mise au
point des projets à l’analyses finale des données, en passant par l’échantillonnage
sur le terrain.

Le fil directeur de mes recherches a toujours été l’estimation de paramètres démo-
graphiques à partir de données génétiques. Mes principales "ré-orientations" ont été
naturellement dictées par l’environnement scientifique dans lequel j’ai évolué. Ainsi,
lors de mon arrivée au Muséum, je me suis plus intéressé à des approches touchant
à l’inter-specifique (“Barcode ADN” et modèles de divergence avec flux de gènes)
et à des applications touchant principalement à la description de la biodiversité.
Cependant, j’étais assez isolé du point de vue méthodologique, et j’ai donc choisi
d’intégrer le CBGP, dont le cadre est plus favorable aux développements théoriques.
Cela a été une belle opportunité, j’évolue maintenant dans un cadre optimal pour
les développements méthodologiques. Petit à petit, je me suis donc aussi tourné
vers des collaborations plus locales pour des applications concernant des organismes
d’intérêt agronomique, des espèces envahissantes et/ou importantes pour la santé
humaine, étudiées au CBGP.

Dans le même temps, la génération de gros jeux de données NGS est devenue
possible sur des organismes non-modèles et je me suis donc naturellement mis à
l’analyse de données NGS. Plus récemment, depuis maintenant 5 ans, j’ai repris
des travaux de développements méthodologiques en génétique des populations spa-
tialisées, un des aspects de la génétique des populations que je préfère mais que
j’avais mis un peu de côté. Pour cela, j’ai décidé de me focaliser sur des approches
d’inférences par simulation basées sur le développement d’un nouveau simulateur
de données génomiques en populations spatialisées le plus flexible possible. C’est
maintenant mon principal axe de travail et cela le sera probablement pendant de
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nombreuses années puisque la génétique des population spatialisées est en plein es-
sor au CBGP et s’ancre bien dans une thématique qui m’est chère : l’utilisation de
la génétique des populations pour mieux comprendre la fonctionnement actuel et
récent des populations ; et ainsi participer à la mise au point de nouveaux outils de
gestion durable des populations dans des contextes agro-écologique, de santé ou de
biologie de la conservation.

Motivations
Mes recherches concernent la génétique des populations et je m’intéresse donc

aux mécanismes qui sous-tendent l’évolution des gènes dans les populations, non
seulement pour mieux comprendre l’histoire évolutive des populations et des espèces,
mais également pour participer à la mise en place de mesures efficaces pour la gestion
d’un grand nombre d’espèces d’intérêt socio-économique.

Le développement des techniques de biologie moléculaires durant les 20 dernières
années a permis d’augmenter considérablement la masse des données disponibles
dans le cadre d’études du polymorphisme génétique au niveau des populations. La
nécessité d’un traitement efficace de ces données est plus que jamais d’actualité.
Parallèlement à cette explosion de données génomiques, les outils d’analyse en géné-
tique des populations ont connu ces dernières années une évolution importante, du
fait notamment de l’utilisation croissante de techniques statistiques avancées, repo-
sant sur la vraisemblance, des méthodes d’inférences basées sur la simulation et/ou
sur des méthodes d’intelligence artificielle (IA). Ces méthodes « modernes », qui
nécessitent une puissance de calcul importante, permettent (1) soit de prendre en
compte de l’ensemble de l’information contenue dans les données de polymorphisme
(vraisemblance), (2) soit de résumer un maximum de cette information dans un large
ensemble de statistiques résumantes (ABC-like, IA) et sont donc beaucoup plus puis-
santes que d’autres méthodes fondées par exemple sur l’utilisation d’un petit nombre
de statistiques résumées (par ex. FST). L’objectif global de mes recherches est de
contribuer au développement de ces méthodes, qui ouvrent de nouveaux horizons
pour l’inférence démographique et historique à partir de données génétiques.

Enfin, la démocratisation des technologies de production de données génomiques
à haut débit autorise désormais l’application de ces méthodes à un nombre croissant
d’organismes qu’ils soient « modèles » ou « non-modèles ». Ceci ouvre des pers-
pectives immenses car un très grand nombre de domaines d’application possibles
concerne des questions d’ordre économique, sociétal et environnemental, notam-
ment :

• Pour les espèces invasives ou en déclin, l’inférence de l’histoire démographique
passée est primordiale pour proposer des mesures de gestion efficaces. Dans
ce contexte, comment identifier et dater les changements démographiques
passés, pour mieux analyser les dynamiques de populations en déséquilibre
démographique, caractéristiques des espèces invasives ou menacées ?

• Des analyses précises des dynamiques d’invasion d’espèces bio-invasives ou
d’agents pathogènes passent par une bonne compréhension des capacités de
dispersion des organismes. Dans ce contexte, comment mieux caractériser
l’organisation spatiale de la diversité génétique ? Comment mesurer de façon
précise, à partir de cette organisation spatiale, les capacités de dispersion des
individus ?

• L’application d’approches agro-écologiques à un agrosystème nécessitent sou-
vent de mieux connaître la biologie des organismes d’intérêt agronomiques,
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notamment le fonctionnement démographique local de leurs populations afin
de mieux comprendre les dynamiques populationnelles à différentes échelles,
de la parcelle au bassin de production. Peut-on alors, grâce aux outils de
la génétique des populations, avoir accès à de l’information précise sur les
tailles de populations, leurs densités ainsi que les capacités de dispersion de
ces organismes, notamment en lien avec les éléments du paysage au voisinage
des cultures ?

Axes de recherche
Historiquement, la génétique des populations s’est développée le long de deux

axes principaux : (1) la génétique des populations « théorique » s’est intéressée,
par le biais de modèles mathématiques, aux « forces évolutives » qui déterminent
l’évolution des gènes dans les populations ; (2) la génétique des populations « em-
pirique » s’est focalisée quant à elle sur la mesure, toujours plus précise, du niveau
et de la distribution du polymorphisme génétique dans les populations naturelles ou
artificielles. Le lien entre ces deux axes théoriques et empiriques n’a pas toujours été
aussi fort qu’il pourrait être, dans la mesure où les méthodes utilisées pour analyser
les données réelles reposent généralement sur des modèles démo-génétiques simples
et des hypothèses assez peu réalistes (équilibre démographique, populations claire-
ment délimitées dans l’espace, paramètres de dispersion constants dans le temps et
dans l’espace, etc.). De plus, l’organisation spatiale des individus et des populations,
bien qu’elle soit fondamentale pour la dynamique de la reproduction des individus
dans de très nombreuses espèces, n’est en général pas prise en compte dans les mo-
dèles. Enfin, d’un point de vue plus pratique, les méthodes statistiques d’analyses de
données développées par les théoriciens ne sont pas toujours faciles à appréhender
car souvent très complexes mathématiquement/statistiquement, ni faciles à utiliser
par les généticiens des populations empiriques car les outils mis à disposition de la
communauté sont parfois mal « carrossés ».

Pourtant, il est désormais possible (1) de développer des modèles qui permettent
l’analyse de scénarios démographiques complexes ; (2) d’utiliser ces modèles pour
l’inférence statistique de paramètres démographiques à partir de données de poly-
morphisme génétique. Ces avancées méthodologiques ont notamment été possibles
grâce à la combinaison de deux types de développements théoriques majeurs : (1) la
théorie de la coalescence, qui offre un modèle probabiliste des généalogies de gènes
dans les populations et qui permet ainsi de simuler des généalogies sous un grand
nombre de modèles démographiques ; (2) Des méthodes d’inférence statistique per-
formantes, utilisant au maximum l’information présente dans les données, telles que
(a) les méthodes de Monte Carlo, qui rassemblent un grand nombre d’algorithmes
comme l’ « échantillonnage pondéré » (Importance Sampling, IS), les algorithmes de
Monte Carlo par chaînes de Markov (Monte Carlo Markov Chains, MCMC-coa), les
algorithmes de Markov cachés (Hidden Markov Models, HMM) ou (b) les méthodes
d’inférence par simulation (par ex. Approximate Bayesian Computations, ABC) in-
corporant de plus en plus souvent des algorithmes d’intelligence artificielle (par ex.
Random-Forest, Résaux de neurones). Enfin, le développement de logiciels d’analyse
bien documentés et accompagnés d’interfaces graphiques permet une utilisation plus
large et plus aisée par des non-spécialistes.

Après avoir testé une méthode des moments, basé sur les F -statistiques, pour
l’inférence de la dispersion à partir de l’augmentation de la différenciation avec la
distance, j’ai commencé à utiliser ces méthodes dès mon travail de thèse sur l’estima-
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tion de la dispersion à partir de données microsatellites. J’ai continué dans la même
direction pendant mes 4 ans au MNHN, en essayant d’ajouter à mes recherches une
dimension inter-spécifique adaptée à la thématique « systématique » du MNHN.
Mes recherches actuelles au CBGP ont toujours pour ambition de développer des
méthodes d’inférence statistique innovantes et d’adapter celles déjà existantes, dans
le but d’augmenter le réalisme et la pertinence des modèles démo-génétiques sous-
jacents, mais aussi pour étendre leur champ d’application. Mes recherches visent
notamment à (1) contribuer au développement de méthodes d’inférence de la dé-
mographie actuelle et historique des populations ; (2) évaluer leurs performances
pour inférer la la dispersion et les densités à une échelle spatiale fine, potentielle-
ment en relation avec le paysage, à l’aide de données simulées et leur pertinence
lors d’applications à des données réelles ; tout cela en (3) mettant à disposition de
la communauté scientifique des logiciels d’analyse de données robustes et faciles à
utiliser.

Inférences démographiques intra-spécifique par vraisemblance

Les méthodes de maximum de vraisemblance (Maximum Likelihood) ont un rôle
central en statistiques, car elles permettent de capturer toute l’information contenue
dans les données. Leur développement en génétique des populations a été freiné par
l’absence d’expression mathématique simple pour la vraisemblance dans la plupart
des modèles. Dans les années 90, des algorithmes de simulation ont été développés
pour approximer la vraisemblance des données en utilisant la simulation de généalo-
gies des gènes échantillonnés basées sur la théorie de la coalescence. Ces algorithmes
appartiennent à une classe de méthodes de Monte Carlo par chaînes de Markov
(MCMC-coa), développés à l’origine par Felsenstein et ses collègues (Kuhner et al.
1995, Felsenstein et al. 1999), ainsi qu’à une classe de techniques d’échantillonnage
pondéré (IS-coa) des histoires généalogiques, introduites par Griffiths et ses col-
lègues (Griffiths et Tavaré 1994 ; De Iorio et Griffiths 2004a, b). Les algorithmes
MCMC-coa, plus simples à implémenter, ont été plus largement développés (voir,
par exemple Kuhner et al. 1998, Beerli et Felsenstein 2001, Hey et Nielsen 2007),
bien qu’ils soient en général plus lents et que leur convergence soit souvent difficile à
évaluer. Contrairement aux MCMC-coa, les algorithmes IS-coa sont parallisables, ne
nécessitent pas de convergence vers un état stationnaire, mais sont nettement plus
compliqué à adapter à différents modèles démographiques et mutationels (Rousset
et al., 2018).

J’ai commencé à utiliser ces algorithmes IS-coa pendant ma thèse avec F. Rousset
en collaboration avec R. Griffiths sur un modèle à deux populations échangeant des
migrants. Nous avons ensuite étendu la méthode pour considérer un modèle d’iso-
lement par la distance (IBD) en une dimension en 2007, puis en deux dimensions
en 2012. Ces travaux nous ont conforté dans notre choix de concentrer nos efforts
sur ces approches IS-coa. En effet, nos résultats montrent une très bonne efficacité
des méthodes IS-coa par rapport aux MCMC-coa, en termes de précision des esti-
mations, de couverture des intervalles de confiance, et des temps de calculs tout à
fait compétitifs. De plus ces approches ont l’avantage de pouvoir être complètement
parallélisables contrairement au MCMC-coa. Dans le contexte de l’augmentation
constante du nombre de cœurs des ordinateurs, c’est un avantage crucial qui nous
permet d’analyser des jeux de données en un temps raisonnable.

De 2010 à 2018, j’ai principalement travaillé sur l’extension de ces méthodes à
des modèles en déséquilibre démographiques, en commençant par un modèle simple
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d’une population ayant subi un changement passé de taille de population, c.a.d.
contraction ou expansion (Leblois et al. 2014). Cette méthode a l’avantage, par rap-
port aux méthodes existantes, de permettre non seulement une meilleure détection
des changements passés mais aussi d’être plus robuste aux processus mutationnels
complexes des marqueurs microsatellites grâce à l’implémentation d’un modèle de
mutation par pas généralisé (GSM, implémenté en collaboration avec P. Pudlo, sta-
tisticien à l’université de Montpellier qui a passé un an en délégation au CBGP).
Nous avons aussi implémenté : (1) avec Coralie Merle (Stagiaire de M2 en 2013,
puis en thèse de 2013 à 2016) de nouveaux algorithmes de ré-échantillonnage plus
efficaces (Merle et al. 2017) ; (2) avec Champak Reddy Beeravolu (Post doctorant
2011-2014), différents modèles mutationnels adaptés aux NGS (Séquences ADN et
SNPs) alors que nous avions jusqu’alors uniquement considéré l’analyse de données
microsatellites ; et (3) un modèle de type « Fondation-Expansion » à deux change-
ments démographiques dans lequel une nouvelle population est fondée à partir d’un
petit nombre d’individus issus d’une population ancestrale inconnue (effet de fon-
dation), et croit ensuite de manière exponentielle (phase d’expansion). Ce modèle
paraît très pertinent pour de nombreuses études, notamment dans le cadre des bio-
invasions, sujet d’étude majeur au CBGP. Tout ces développements ont été décrits
dans un article résumant nos travaux sur l’IS (Rousset et al. 2018) et appliqué, en
collaboration, à de nombreux jeux de données (par ex. Macedo et al. 2019, Juhel et
al. 2019 ; Tournayre et al. 2019, Ledoux et al. 2018, Pestopoulos 2018, Wereszczuk
et al. 2017, Lalis et al. 2016a, b, Berthier et al. 2016, Zenboudji et al. 2016, Vignaud
et al. 2014a, b). Enfin, tous ces développements sont implémentés dans notre logiciel
Migraine écrit en C++ et en R (voir section 3.2.2). Cette partie de mes recherche
sur l’inférence par vraisemblance à partir de données génétiques est détaillé dans le
chapitre 3.

Il existe cependant un grand nombre de situations où la vraisemblance ne peut
pas être calculée, ni même estimée par le biais de techniques IS-coa ou MCMC-
coa. Pour de telles situations, des méthodes reposant sur un calcul approché de la
vraisemblance ont été développées (voir Tavaré et al. 1997, Pritchard et al. 1999,
Beaumont et al. 2002). Certaines de ces méthodes sont connues sous l’acronyme
ABC (pour Approximate Bayesian Computations) et le CBGP est un des leaders
mondiaux dans ce domaine. Ainsi, j’ai commencé en 2018 à travailler sur des mé-
thodes d’inférence par simulation, en collaboration avec François Rousset (CNRS,
ISEM), Arnaud Estoup (INRA, CBGP) et Jean-Michel Marin (Université de Mont-
pellier, Statisticien), dans le cadre des modèles spatialisés d’IBD sur lesquels j’avais
déjà longuement travaillé.

Inférences démographiques populationnelles spatialisées

Depuis ma thèse, j’ai montré un intérêt certain pour l’utilisation de modèles
spatialisés de génétique des populations afin de caractériser finement les densités et
les caractéristiques de dispersion chez des espèces animales ou végétales. J’ai consi-
déré pour ces analyses spatialisées les modèles d’isolement par la distance (IBD) qui
prennent en compte le fait que, chez une majorité d’espèces, les individus résident
près de leurs lieux de naissance du fait d’une dispersion limitée dans l’espace. Une
telle dispersion localisée est un facteur majeur de la structuration spatiale des popu-
lations, notamment à petite et moyenne échelles géographiques, mais a toujours été
difficile à quantifier. Des méthodes basées sur les F-statistiques ont été développées
pour estimer certains paramètres de dispersion, à partir de l’augmentation de la
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différenciation génétique avec la distance géographique (méthode de la régression,
voir Rousset 1997, 2000, Watts et al. 2007). Des comparaisons entre estimations gé-
nétiques (par ces méthodes) et démographiques (par capture-marquage-recapture)
indépendantes sur une dizaine de jeux de données réels, ont montré une excellente
concordance entre les estimations génétiques et démographiques, validant ainsi la
méthode d’estimation (précision et surtout robustesse) et le modèle d’IBD (réalisme)
(Leblois 2004, Guillot et al. 2009). C’est la première fois qu’une telle concordance
entre estimations directes (démographiques) et indirectes (génétiques) est observée,
et ceci sur tous les jeux de données que nous avons trouvés comportant des données
génétiques et démographiques pertinentes pour de telles estimations, validant ainsi
le modèle d’isolement par la distance et la méthode de la régression. Ces travaux
sont présentés en détails dans le chapitre 2 du document scientique.

Cette méthode d’inférence basée sur les FST présente toutefois d’importantes
limitations : (1) elle ne considère pas de manière efficace toute l’information pré-
sente dans les données génétiques ; (2) elle ne permet pas l’estimation de la forme
de la distribution de dispersion ; enfin (3) elle fait l’hypothèse que la dispersion et la
densité sont homogènes sur tout l’habitat échantillonné. Pour essayer de pallier aux
deux premières limitations, nous avons implémenté avec F. Rousset des algorithmes
IS-coa sous un modèle IBD dans Migraine (Rousset & Leblois 2007, 2012, Rousset
et al. 2018) et nos résultats montrent de bonnes performances par rapport aux mé-
thodes existantes. Cette méthode a été appliquée en collaboration sur différents jeux
de données (Lippens et al. 2017, Gauffre et al. 2020), et d’autres applications sont
en cours. Les principales limitations de cette nouvelle méthode IS-coa d’inférence
de la dispersion sont (1) l’utilisation des approximations classiques du n-coalescent
(grandes tailles de populations, petits taux de migration) qui ne permettent pas de
considérer des population en IBD dans lesquelles les individus sont répartis de façon
homogène sur un habitat continu, sans sous-structuration en dèmes ; et (2) les temps
de calculs qui ne permettent pas de considérer un très grand nombre de marqueurs,
ni l’ajout d’hétérogénéités spatiales ou temporelles des paramètres démographiques.

Et maintenant...inférence par simulation de la dispersion et
des densités

Pour aller plus sur l’inférence des paramètres de dispersion et de densité à pe-
tite échelle spatiale, je souhaitais donc élargir les champs d’application des mé-
thodes d’inférences spatialisées en développant de nouvelles approches, pour pouvoir
prendre en compte des modèles IBD individuels en habitat continu, tout en utili-
sant au maximum l’information des données génétiques spatialisées. Le but à plus
long terme étant aussi de pouvoir considérer des modèles spatialisés plus complexes
intégrant par exemple des barrières à la dispersion (ex. barrière paysagère telles que
des rivières ou des montagne,... ; barrière écologique telles que différentes plantes
hôtes, différents écotypes,...) et/ou des changements temporels des paramètres dé-
mographiques (ex. une expansion spatiale). Enfin, tout cela nécessitait d’évaluer, en
profondeur pour chaque type de modèle, quels types de paramètres démographiques
fins (par exemples, la forme de la distribution de dispersion) peuvent être estimés à
partir de données génétiques/génomiques. Tout cela m’a poussé à me tourner vers
d’autres méthodes non basées sur le calcul de la vraisemblance mais utilisant des
approches statistiques d’inférences par simulation, adaptées à tout modèle complexe
sous lequel on peut simuler des données assez rapidement.

Cela nécessite donc la simulation de données sous des modèles spatialisés de gé-
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nétique des populations. Depuis 20 ans maintenant, j’ai développé, étendu et mis
à disposition de la communauté scientifique un logiciel de simulation de données
génétiques sous des modèles spatialisés d’IBD : IBDSim (Leblois et al. 2009). Ce
logiciel ne permet pas de prendre en compte la recombinaison, et simule donc uni-
quement des locus indépendants non-recombinant. De plus, j’ai commencé à écrire
ce programme de simulation en master, sans aucune formation en programmation,
le code n’est donc pas très propre. De ce fait, j’ai décidé en 2018 de développer avec
Thimothée Virgoulay (en doctorat) un nouveau simulateur de données génomiques
spatialisées basé sur les principes de l’IBD (Virgoulay et al. 2021). Parallèlement,
j’ai commencé à développer un pipeline d’inférence par simulation sous R pour es-
timer la densité, la dispersion et la taille d’une population sous IBD. Ce pipeline
permet de coupler les simulateurs GSpace et IBDSim à des librairies d’inférence par
simulation telles que abcrf développée par Jean-Michel Marin et Arnaud Estoup, et
Infusion développée par François Rousset. Nous avons tout récemment obtenue nos
premiers résultats d’inférences et ils sont extrêmement intéressant. Il semblerait en
effet, que l’on puisse inférer avec une très bonne précision la densité et la dispersion
de façon indépendante, et ceci même avec peu de marqueurs. C’est le principal axe
de recherche sur lequel je travaille en ce moment, et pour quelques années encore. . .
Ces travaux sont présentés en détails dans le chapitre 4 du document scientifique.

Applications et transfert méthodologique
Depuis le début de ma carrière, je porte donc une attention particulière à l’ap-

plication et au transfert des méthodes développées aux modèles biologiques étudiés
dans le laboratoire auquel j’appartiens mais également, en fonction des opportunités
de collaborations, aux modèles biologiques étudiés dans d’autres laboratoires. Il me
semble en effet essentiel d’appliquer, de tester et de valider les nouvelles méthodes
statistiques que je développe sur des données réelles : il existe non seulement un
premier intérêt, évident, qui concerne une communauté scientifique d’« empiristes
» en attente de solutions méthodologiques nouvelles ; mais aussi un second intérêt,
pas moins important, qui concerne les théoriciens eux-mêmes dans la mesure ou les
études de situations et jeux de données concrets sont très souvent à l’origine d’idées
nouvelles. L’expérience montre en effet que les collaborations étroites entre « théori-
ciens » et « empiristes » ont une influence positive très forte sur les développements
méthodologiques.

Pour faciliter ces transferts méthodologiques, nous nous efforçons au CBGP de
produire des interfaces logicielles claires, simples d’utilisation, et bien documentées
qui fournissent aux empiristes des outils leur permettant de réaliser sur leurs propres
modèles biologiques des analyses pertinentes et robustes de leurs données. Enfin ces
transferts méthodologiques sont également favorisés via l’élaboration de modules
d’enseignement de génétique des populations dans diverses formations académiques
ou bien d’organisation et de participation à des rencontres avec d’autres chercheurs
(écoles chercheurs, colloques/workshops de petite taille). Tous ces transferts sont
détaillés en Annexe.





Chapitre 1

Quelques notions de génétique des
populations

La génétique des populations étudie la répartition et l’évolution de la variation
(ou polymorphisme) génétique des populations dans le temps et dans l’espace. Cette
discipline est née de la synthèse des théories de Mendel, de Darwin et des biomé-
triciens du début du XX ème siècle, notamment Ronald A. Fisher, Sevall Wright
et John B. S. Haldane, qui en sont les fondateurs. Dans les années 30 à 60, ces
derniers ont chacun à leur manière posé les bases conceptuelles et une formalisa-
tion mathématique de l’évolution de la variation génétique dans les populations. Les
premiers travaux s’attachent essentiellement à décrire l’effet des forces évolutives
sur le polymorphisme génétique à travers divers modèles mathématiques (approche
“prospective”), et immédiatement émerge l’idée que la structure spatiale des popu-
lations est un facteur primordial dans les processus d’adaptation, notamment l’idée
que la dispersion limite la différenciation des populations. La dispersion pourrait
donc, dans une certaine mesure, limiter l’adaptation locale des population à leur en-
vironnement, voir les premiers stades de la spéciation allopatrique. Plus largement,
la dispersion, les densités et tailles de populations, entre autres facteurs démogra-
phiques, apparaissent rapidement comme des acteurs majeurs de l’histoire évolutive
et de l’adaptation des populations à leur environnement.

Ces paramètres démographiques ne sont pas faciles estimer avec des méthodes
démographique (par ex. par capture-marquage-recapture) et les estimer à partir
des patrons de structuration génétique, et donc de données génétiques (génotypes
multilocus caractérisés à l’aide de marqueurs génétiques) issues d’échantillons de po-
pulations structurées, a été rapidement un des buts de la génétique des populations.
De telles inférences de paramètres démographiques, dites “indirectes” car à partir de
données génétiques et non démographiques, ont été initiées dés les années 40, notam-
ment par Dobzhansky & Wright (1941), étude dans laquelle ils estiment le nombre
de migrant Nm dans un modèle en îles à partir d’échantillons de populations natu-
relles de drosophiles. L’inférence de paramètres démographiques à partir de données
génétiques a ensuite littéralement explosé grâce aux progrès de l’informatique et à
trois progrès majeurs de la biologie moléculaire ayant fortement affecté la génétique
des populations : (i) l’électrophorèse enzymatique dans les années 60 ; (ii) le géno-
typage en routine de marqueurs microsatellites dans les années 80 ; et surtout (iii)
le développement des nouvelles techniques de séquençage haut débit (NGS, pour
“Next Generation Sequencing”) dans les années 2000. Ainsi, la génétique des popu-
lation s’est largement tournée vers des approches d’inférences “retrospectives” pour
comprendre, à partir de données actuelles de polymorphisme génétique, le fonction-
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nement évolutif actuel des populations, mais aussi leurs histoires démographiques et
adaptatives passées.

Une caractéristique majeure de l’analyse du polymorphisme en populations na-
turelles, et plus généralement en biologie évolutive, est que l’on travaille sur des
données "expérimentales" sans réplicats et pour lesquelles les conditions initiales
de l’"expérience" ne sont pas connues. Ceci a des implications extrêmement impor-
tantes sur l’analyse des données. Ainsi, lorsqu’on étudie un échantillon d’individus
d’une population génotypés à plusieurs locus, les états alléliques des différents lo-
cus peuvent être statistiquement dépendants si les locus sont proches sur le même
chromosome (liaison génétique). De plus, pour chaque locus, les états alléliques des
différents individus sont statistiquement dépendants du fait de l’histoire généalo-
gique qu’ils partagent. Ces dépendances statistiques sont le résultat de l’histoire
commune des événements de mutation, de recombinaison et de coalescence des li-
gnées génétiques ancestrales de l’échantillon. Ces facteurs doivent être intégrés dans
l’analyse statistique des données. Une solution consiste à modéliser le passé (l’histoire
évolutive menant à l’échantillon observé) à l’aide d’un modèle stochastique appro-
prié, dont un exemple que nous détaillerons ci-dessous est le coalescent. Comme
nous allons le voir dans cette synthèse, (i) les histoires évolutives passées possibles
pour un échantillon sont souvent très complexes (grands espaces de paramètres) et
impliquent de nombreux processus stochastiques de forte variance même pour des
modèles relativement simples, et (ii) les échantillons sont (tout au moins étaient...)
de relativement petite taille La génétique des population s’est donc focalisée sur des
modèles simples associés à des méthodes d’inférence statistique performantes.

Au début des années 2000, de nombreuses études remettent en question la robus-
tesse des inférences démographiques “indirectes” du fait de l’inadéquation entre les
modèles utilisés et une réalité beaucoup plus complexe (combinaison de processus
démographiques actuels, passés, de processus mutationnels et des processus sélectifs,
peu ou mal pris en compte). Il est notamment considéré que les approches directes
permettent d’estimer les paramètres actuels tandis que les approches indirectes ne
permettraient d’estimer que les valeurs passées des paramètres (Boileau et al., 1992;
Koenig et al., 1996). Ces études soulèvent très justement des questions pertinentes
sur la robustesse des estimations de tailles de populations et de la dispersion. Nous en
discuterons en détails dans les sections suivantes, mais ce sentiment semble s’estom-
per dans les années 2000 avec la généralisation des données NGS qui permettent des
estimations plus précises sous des modèles plus complexes et donc potentiellement
plus réalistes (Luikart et al., 2003; Marchi et al., 2021). Si certaines de ces méthodes
ont pu donner des résultats raisonnables et parfois même impressionnants comme
l’inférence détaillée des variations passées de la taille d’une population à partir d’un
seul génome diploïde (Li & Durbin, 2011), elles ont encore de nombreuses limita-
tions. De plus, même si ces gros jeux de données permettent une compléxification
accrue des modèles, ils restent une description extrêmement simplifiée de la réalité
biologique des populations naturelles. La robustesse des inférence est donc toujours
une question centrale en génétique des populations.

Dans ce document, je présenterai une introduction à l’inférence de paramètres
démographique à partir de données génétiques, à travers la synthèse et la contextua-
lisation des principaux résultats issus de mes recherches collaboratives sur l’inférence
de la dispersion dans des modèles spatialisés. Je commencerai par introduire quelques
notions de génétiques des populations nécessaires à la compréhension des travaux
présentés par la suite. Ainsi, dans un premier chapitre, j’introduirai la théorie de
la coalescence, la notion d’identité génétique et de F -statistiques, puis je décrirai
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quelques modèles de population structurées permettant de modéliser la dispersion.
Cette introduction à divers outils classiques et centraux de la génétique des popula-
tions sera complétée par une présentation rapide de quelques principes d’inférence
statistique en se focalisant sur les méthodes qui seront ensuite explorées : l’infé-
rence par la méthode des moments, par vraisemblance et l’inférence par simulation.
Dans le second chapitre, je décrirai une méthode d’inférence de la densité et de
la dispersion par moment basée sur les F -statistiques et présenterai les détails des
tests de performances ayant permis de valider la robustesse de cette méthode pour
l’inférence des paramètres démographiques locaux et actuels des populations. Nous
verrons aussi comment ces différents tests permettent une certaine validation des mo-
dèles démo-génétiques d’isolement par la distance, qui apparaissent donc comme des
modèles adéquates pour étudier les processus de dispersion limitée en populations
naturelles. Nous nous intéresserons ensuite à d’autres approches d’inférences pour
essayer de palier certaines limites de l’inférence par F -statistiques mise en évidence
précédemment. Le chapitre trois présentera deux méthodes permettant l’inférence
par vraisemblance à partir de données génétiques, ainsi que des tests de performances
nous permettant encore une fois de mieux comprendre le comportement de ces mé-
thodes, leurs intérêts et leurs limites. Je finiraidans le chapitre quatre en présentant
mes travaux actuels sur l’inférence par simulation de la dispersion, des différents
outils que nous avons récemment développés dans ce but, et quelques résultats mal-
heureusement trop préliminaires mais ayant tout de même un impact très fort sur
tout ce qui a été vu et discuté précédemment.

Le but de ce document est de présenter la démarche scientifique sous-jacente à
l’ensemble de mon parcours de recherche en me focalisant donc sur l’inférence de
paramètres de dispersion et de densité dans des modèles spatialisés de génétique des
populations. Ce n’est donc pas une revue bibliographique de la génétique spatiale
des populations, mais plutôt une vision biaisée illustrant une démarche que je pense
pertinente et importante à transmettre (je me la pète...). Ainsi, j’espère que ce
document pourra aussi servir d’introduction à la génétique (spatiale) des populations
et à l’estimation de paramètres démographiques à partir de données génétiques, pour
des étudiants commençant un travail dans ce domaine.

Ce document est donc une présentation biaisée d’un champ de la “génétique
spatiale des populations“, notamment par le fait que l’on se soit focalisé sur (i) les
approches par coalescence, et (ii) des données issues de marqueurs génétiques ‘ìn-
dépendants” supposés neutres, et (iii) sur l’inférence de paramètres démographique.
Je n’évoquerai pas du tout la sélection et les processus adaptatifs, en considérant
qu’ils ont un effet négligeable à petite échelle géographiques et temporelles sur les
inférences décrites ici. Je ne parlerai pas non plus des méthodes que j’appellerai des-
criptives qui relient une description statistique des données (statistique résumante,
patron génétique, corrélations, inférence sous un modèle purement statistique, etc)
ne se basant pas clairement sur un modèle biologique (Beaumont et al., 2010). Je
ne présenterai pas non plus la multitude d’approches alternatives développées, no-
tamment ces dernières années, pour l’inférence de paramètres démographiques et
historiques en génétiques des populations. Le lecteur pourra se référer, entre autre,
aux livres de Gillespie (2004); Hein et al. (2005); Nielsen & Sltakin (2013) pour
des introductions plus générales à la génétique des populations, ainsi Hartl & Clark
(2007); Balding et al. (2007) pour une approche plus approfondie. Quoiqu’il en soit,
nous essayerons tout au long de ce document de se baser sur exemples précis mais
d’appliquer des raisonnements généraux et de tirer des conclusions ayant une por-
tée la plus générale possible, et potentiellement utile dans tous ces autres champs
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disciplinaires.

1.1 La théorie de la coalescence

Considérons un locus particulier dans le génome d’une espèce. Quel que soit
l’échantillon que l’on considère, toutes les copies à ce locus (les gènes homologues)
sont reliées entre elles et à un ancêtre commun (“most recent common ancestor”,
MRCA) par leur histoire généalogique, que l’on peut représenter sous la forme d’un
arbre généalogique, dit arbre de coalescence (Figure 1.1 et 1.2). Un intérêt majeur
de la coalescence est que la simulation de la généalogie peut s’effectuer sans prendre
en considération les gènes des autres individus de la population car les processus
démographiques (et reproductifs, par ex. l’auto-fécondation) ne dépendent pas de
la configuration génétique de la population entière, contrairement aux processus sé-
lectifs (Figure 1.1). En effet, par définition, le nombre de “descendants” d’un gène
et leur probabilité de disperser ne dépend pas de son état allélique. On peut ainsi
dissocier, sous l’hypothèse de neutralité des marqueurs génétiques utilisés, le pro-
cessus de mutation du processus généalogique. C’est le principe de la théorie de la
coalescence : on retrace la généalogie des gènes de l’échantillon suivant les processus
démographiques et on ajoute ensuite sur cet arbre de coalescence les effets des évé-
nements de mutation selon les processus mutationnel, ce qui détermine in fine les
états alléliques des gènes considérés.

Échantillon  de    gènes

Lignée  ancestrale

Coa lescences

Ancêtre  commun
   le plus récent

population entière

T
E
M
P
S

Passé

Présent

Figure 1.1 – Représentation du principe de la théorie de la coalescence. A gauche est
représenté le “trajet” des lignée ancestrales d’un échantillon de 5 gènes au sein d’une population
de Wright-Fisher de taille N = 20 gènes. A droite est représenté l’arbre de coalescence de ce même
échantillon.

Sur la Figure 1.2, le patron de polymorphisme de l’échantillon au locus consi-
déré reflète donc l’histoire des coalescences des lignées ancestrales, représentée dans
l’arbre, et l’histoire des mutations. Tout comme les mutations sont distribuées de fa-
çon aléatoire dans les processus évolutifs, la généalogie de gènes l’est aussi et on doit
donc considérer ces deux sources de variations dans les modèles. On a donc besoin
de modèles qui nous permettent de décrire des généalogies aléatoires de gènes. La
suite de cette section est une présentation succincte de quelques exemples classiques
de tels modèles.

La théorie de la coalescence est un cadre conceptuel naturel pour analyser les
modèles “démo-génétiques” de génétique des populations, et se dérive en plusieurs
catégories de modèles mathématiques et/ou simulatoires que l’on précisera par la
suite. Bien que l’idée originelle de la coalescence, pour une paire de gène, remonte à
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Gustave Malécot 1 et ses travaux sur “l’identité par descendance” (Malécot, 1972), la
théorie de la coalescence pour un échantillon de plus de deux gènes, a été formalisée
de façon indépendante à travers le n-coalescent, à la fin des années 80, par Kingman
(1982a,b) et Tajima (1983). Cette théorie repose sur l’unique principe énoncé ci-
dessus : le polymorphisme génétique observé à un locus neutre sur un échantillon de
gènes d’une même espèce est le résultat de l’histoire généalogique et mutationnelle
des lignées ancestrales de cet échantillon, qui peut être générée (i) en remontant dans
le passé jusqu’à l’ancêtre commun le plus récent des gènes de l’échantillon (MRCA)
à l’aide d’un modèle démographique pour créer l’arbre de coalescence ; puis (ii) en
y ajoutant les mutations en redescendant l’arbre. Les modèles qui en dérivent, tels
que le n-coalescent ou le coalescent structuré, reposent parfois sur des hypothèses
supplémentaires que nous discuterons dans les trois sections suivantes. Les intérêts
de cette théorie et des modèles qui en découlent sont multiples : (i) la structure
des données génétiques reflète, en grande partie, la généalogie sous-jacente aux don-
nées. De ce fait, l’étude de la généalogie permet une compréhension qualitative des
patrons de variation des données génétiques (voir Nordborg & Tavare, 2002; Niel-
sen & Sltakin, 2013), souvent plus intuitive que dans d’autres cadres conceptuels
de la génétique des populations tels que, par exemple, la théorie de la diffusion ;
(ii) les analyses quantitatives sont généralement plus faciles avec des méthodes gé-
néalogiques qu’avec les approches traditionnelles qui retracent la composition de la
population entière en avançant dans le temps, au moins pour l’analyse du polymor-
phisme neutre ; (iii) l’utilisation de la théorie de la coalescence donne des méthodes
de simulation extrêmement efficaces ; et (iv) la coalescence permet de faire des in-
férences utilisant toute l’information des données génétiques (sous réserve d’utiliser
des méthodes d’inférence par vraisemblance).

L’arbre généalogique d’un échantillon de n gènes pris dans une population pan-
mictique de taille constante N au cours du temps est modélisé par un processus
stochastique connu sous le nom de n-coalescent introduit par Kingman (1982a)
comme une approximation de la généalogie de gènes évoluant suivant le modèle
neutre de "Wright-Fisher". Ce modèle n-coalescent a une formalisation mathéma-
tique très simple que nous développerons dans la section suivante. Nous verrons
ensuite comment adapter ce modèle pour des populations structurée en développant
quelques aspects du coalescent structuré. De nombreux autres modèles ont été déve-
loppés pour s’ajuster à des situations biologiques plus complexes considérant de la
recombinaison, de l’autofécondation ainsi que des variations de tailles de populations
au cours du temps. Certains auteurs ont aussi développés des modèles non neutres
prenant en compte la sélection au locus considéré. Le lecteur pourra notamment se
référer à Hudson (1990), au livre de Wakeley (2008), et la revue de Nordborg (2001),
ainsi que Neuhauser & Krone (1997) et Wakeley (2010) pour la sélection.

Dans la littérature, le n-coalescent est souvent appelé le “coalescent”, et il n’y
pas de distinction claire entre les terme “coalescence” et“coalescent” pour caractériser
d’une par le principe de la théorie de la coalescence et d’autre part le modèle du
n-coalescent. Pour ce document, nous considérerons que le terme “coalescence” se
rapporte à un évènement de coalescence ou au principe de la coalescence, et que le
terme "coalescent", se rapporte au modèle du n-coalescent et ses approximations.

1. “Le lien de filiation qui unit l’un [des] individus à l’un des ancêtres [...] est une chaîne d’ascen-
dance. Deux chaînes d’ascendance aboutissant à un même ancêtre forment une chaîne de parenté
entre les deux individus pris chacun sur l’une des chaînes d’ascendance exclusivement.” Malécot
1966
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c   c    b   b     a

X

X

T(5)     {{1},{2},{3},{4},{5}}

T(4)     {{1,2},{3},{4},{5}}

T(3)     {{1,2,3},{4},{5}}

T(2)    {{1,2,3,4},{5}}

1  2    3   4     5
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Figure 1.2 – La généalogie, ou arbre de coalescence, d’un échantillon de gènes peut être
décrite en terme de topologie et de longueur de branche. La topologie peut être représentée
comme des classes d’équivalence des lignées ancestrales. La longueur des branches correspond aux
temps T (k) entre deux événements de coalescence. Le polymorphisme de l’échantillon, représenté
par les feuilles, numérotées de 1 à 5, ayant les état alléliques a, b et c, est du aux mutations (les
X) ayant eu lieu sur les différentes branches.

1.1.1 Le n-coalescent

Le n-coalescent est le premier modèle et toujours le plus standard pour décrire
la généalogie d’un échantillon de n gènes dans une population haploïde de Wright-
Fisher (WF) avec le cycle de vie présenté p. 4, c’est à dire dans une population
panmictique, isolée, de taille constante, avec des générations non chevauchantes et
dont tous les individus ont la même variance de succès reproducteur. Dans une po-
pulation de N gènes, la probabilité que deux lignées (c.a.d. gènes) aient un ancêtre
commun à la génération précédente et donc coalescent est 1/N (on choisi le premier
parent au hasard parmi les N parents possibles, puis la probabilité de choisir le
même parent pour la seconde lignée est 1/N). La probabilité qu’elles restent dis-
tinctes est donc 1− 1/N . Puisque les générations sont indépendantes, la probabilité
qu’elles restent distinctes plus de t générations dans le passé est donc (1−1/N)t. La
probabilité qu’une coalescence ait lieu à t générations dans le passé suit alors une
loi géométrique de paramètre (1− 1/N)

Pr(Ct|n = 2) = (1− 1

N
)t−1 1

N
, (1.1)

De cette formule, on peut facilement comprendre l’approximation standard en
temps continue du n-coalescent valable pour des grandes tailles de populations (N →
∞). Considérons un changement d’échelle du temps tel que la nouvelle unité de
temps τ corresponde à N générations. La probabilité que deux lignées coalescent à
τ unités de temps dans le passé est alors

Pr(Ct|n = 2) = (1− 1

N
)t−1 1

N
≈N→∞

1

N

(
e−

1
N

)t−1

=
1

N
e−

t−1
N

Pr(Cτ |n = 2) = (1− 1

N
)⌈Nτ⌉ ≈N→∞ e−τ ,

(1.2)



La coalescence 21

où ⌈Nτ⌉ est le plus grand entier plus petit que Nτ . Le temps de coalescence (ex-
primé en N générations) d’une paire de gène suit donc une loi exponentielle, e−τ ,
de moyenne 1 beaucoup plus “pratique” mathématiquement que la loi géométrique.

Considérons maintenant un échantillon de k lignées (dans lequel il y a donc
k(k − 1)/2 paires de lignées pouvant coalescer), la probabilité qu’aucune de ces
lignées ne coalesce à la génération précédente est

Pr(Ct > 1|n = k) =
k−1∏

i=1

(1− i

N
) = 1− k(k − 1)

2N
+O(

1

N2
), (1.3)

ou O( 1
N2 ) correspond à la probabilité des coalescences simultanées de plus de deux

gènes à une génération donnée (coalescence multiple de 3, 4,... lignées), que l’on peut
négliger quand N est grand. Définissons Tk, le temps de la première coalescence de
deux lignées dans un échantillon de k lignées (voir Figure 1.2). On a alors, selon le
même raisonnement que précédemment, l’approximation exponentielle des temps de
coalescence pour de grandes tailles de populations :

Pr(Tk = τ) ≈N→∞ k(k − 1)

2
e−τ 2

k(k−1) (1.4)

Sous l’approximation en temps continu, le nombre de lignées ancestrale d’un échan-
tillon décroît donc pas à pas en fonction des T (k) pour k = n, .., 2, les temps né-
cessaire pour passer de k à k − 1 lignées (Figure 1.2). En résumé, le modèle du
n-coalescent décrit la généalogie d’un échantillon de n gènes comme un arbre avec des
bifurcations aléatoires, où les n−1 temps de coalescence {T (n), T (n− 1), .., T (3), T (2)}
sont des variables aléatoires mutuellement indépendantes suivant des lois exponen-
tielles. Les mutations sont ensuite surimposées sur ces branches, en redescendant
le temps (du MRCA jusqu’au présent), selon une loi binomiale avec comme para-
mètres µ le taux de mutation par unité de temps et t ou τ la longueur de la branche
à la bonne échelle. Cette loi binomiale souvent approchée par une loi de poisson de
paramètre µt sous l’hypothèse µ→ 0.

On voit bien ici que la simulation d’un échantillon sous ce modèle du n-coalescent
est extrêmement efficace. Il suffit de simuler n− 1 variables aléatoires selon une loi
exponentielle, correspondant aux temps de coalescence, et de construire de façon
indépendante une topologie aléatoire des bifurcations, les coalescences, en choisissant
au hasard les paires de lignées qui coalescent. On ajoute ensuite sur l’arbre les
mutations.

Quelques propriétés importantes de génétique des populations se comprennent
facilement à l’aide de la coalescence et sont présentée dans de nombreux ouvrages
(voir par ex. Nordborg (2001); Wakeley (2008); Nielsen & Sltakin (2013)). Nous
évoquerons ici uniquement deux propriétés de l’échantillon génétique. Saunders et
al. (1984) ont montré que la probabilité que le MRCA d’un échantillon de taille
n soit le MRCA de la population entière est (n − 1)/(n + 1). On voit donc bien
qu’il n’est pas nécessaire de prendre un grand échantillon pour remonter le plus loin
possible dans le passé. Ceci implique également que les inférences sur des processus
démographiques anciens seront limitées du fait que le MRCA d’un échantillon peut
être récent, notamment lorsque les tailles de populations sont faibles. Enfin, il est
intéressant de noter que, dans la mesure où le nombre de mutations est proportionnel
à la longueur des branches et que les copies d’un gène sont étroitement liées du fait de
leur généalogie commune, une augmentation de la taille de l’échantillon (au dessus
d’une valeur relativement faible d’environ 20-30 individus) n’accroîtra que peu la
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puissance des analyses de génétique des populations sauf pour des processus très
récents et spatialisé qui repose plus sur la répartition spatiale du polymorphisme
(répartition spatiale des branches terminales) que sur les temps d’apparition des
mutations et leurs fréquences.

Enfin, le n-coalescent s’adapte facilement, grâce à des changements d’échelle
de temps judicieux, à de nombreuses extension du modèle de WF permettent de
prendre en compte des processus biologiques tels que des générations chevauchantes,
des sexes séparés avec biais de sexe ratio, et d’autres systèmes de reproduction dans
l’approche du n-coalescent. Ceci est dû au fait que ces processus biologiques ne
changent pas la topologie de l’arbre mais seulement les longueurs de branche. Par
exemple, il est possible de considérer que la variance du nombre de descendants n’est
pas 1 mais α avec une unité de temps de N/α au lieu de N . La considération d’une
échelle non linéaire avec le temps peut aussi permettre de prendre en compte cer-
taines variations simples (exponentielle) des tailles de population dans le temps (de
nombreux exemples de ces changements d’échelle sont revus dans Nordborg, 2001;
Wakeley, 2008). Enfin, des formulation alternatives peuvent facilement être dévelop-
pée pour de nombreux autres modèles de population, dont le coalescent structuré
décrit ci-dessous.

1.1.2 Le coalescent structuré

Considérons une population d’individus haploïdes de taille Ntot subdivisée en nd

sous-populations de tailles Ni telles que
∑

iNi = Ntot avec toujours le même cycle
de vie présenté en p. 4. A chaque génération, chaque adulte produit une infinité de
gamètes qui migrent de leur dème d’origine i vers le dème j avec la probabilité mij.
Enfin, la compétition entre juvéniles ramène le nombre d’individus à Ni adultes dans
chaque sous-population. On définit les quantités ci ≡ Ni

Ntot
et Bij ≡ Ntotbij, ou les

bij sont les probabilités de migration “arrière” (en remontant le temps). En d’autres
termes bij est la probabilité qu’un gène du dème i ait son parent dans le dème j.
Ces quantités sont définies en fonction des taux de migration “avant” mji par

bij =
Njmji∑
kNkmki

. (1.5)

Comme pour le n-coalescent, on suppose que ces quantités sont constantes quand
Ntot → ∞ et que le temps est mesuré en Ntot générations. C’est à dire que l’on
considère que les probabilités que plusieurs événements de migration et/ou de coa-
lescence aient lieu en une seule génération sont des O(1/N2

tot) et donc négligeables.
Dans la limite où Ntot → ∞, les seuls événements possibles sont donc une coales-
cence au sein d’un dème ou une migration entre deux dèmes. C’est ce qu’on appellera
les approximations du coalescent, aussi souvent dénommées approximation de diffu-
sion. Le temps d’occurrence d’un de ces événements (c.a.d. le temps attendu avant
qu’un événement se produisent, comme on a vu précédemment pour les évènements
de coalescence uniquement) suit alors une loi exponentielle de moyenne, r, le taux
d’événement global, somme des taux de chaque événement possible,

r(n) =
∑

i

(ki(ki − 1)

2ci
+
∑

j ̸=i

kiBij

)
, (1.6)

où ki est le nombre de lignées présentes dans le dème i au temps considéré et n =
{ki}, pour i ∈ [1, .., nd], est la configuration (répartition) globale des lignées dans
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les différents dèmes. Si un événement a lieu, c’est une coalescence dans le dème i
avec la probabilité

ki(ki − 1)/2ci
r(n)

, (1.7)

ou c’est une migration (“arrière”) du dème i vers le dème j avec la probabilité

kiBij

r(n)
. (1.8)

Avec ces modèles de structuration, il n’y a pas de changement d’échelle possible
pour se rapprocher du n-coalescent car la structuration des populations ne change
pas uniquement la longueur des branches mais aussi la topologie de l’arbre. Ainsi, si
la migration est faible, les lignées échantillonnées dans un même dème vont coalescer
rapidement entre elles et le temps nécessaire pour que deux lignées échantillonnées
dans deux dèmes différents coalescent va être beaucoup plus long que dans le modèle
panmictique. Intuitivement, on comprend que, si la migration est faible, ces lignées
mettront un certain temps avant de se retrouver dans le même dème pour pouvoir
coalescer. Cette caractéristique est illustrée par la figure 1.3. Une limite de ce mo-
dèle réside dans le fait que l’on peut considérer uniquement des grandes tailles de
populations afin de ne pas avoir à considérer d’événements multiples pour avoir une
expression simple de temps d’attente entre deux événements. Pour une lecture ap-
profondie sur le coalescent structuré, le lecteur pourra se référer à Takahata (1991)
et Wakeley (2010).

Figure 1.3 – Trois réalisations du coalescent structuré sous un modèle symétrique de
migration à deux dèmes avec Ni = 3. Les lignées ont tendance à coalescer au sein d’un dème
mais pas toujours comme le montre l’arbre de droite. (figure issue de Nordborg, 2001)

Il est intuitif de dire qu’une faible migration aura un effet important sur la
structure des généalogies. A l’inverse, une migration forte va, d’une certaine ma-
nière, nous rapprocher des généalogies obtenues sous un modèle panmictique. Une
migration forte implique que les événements de migration sont beaucoup plus fré-
quents que les événements de coalescence et limNtot Bij = limNtot→∞Ntotbij = ∞.
Dans le cas limite où Ntot → ∞, il y aura donc une infinité d’événements de migra-
tion entre deux événements de coalescence. C’est ce que l’on appelle une séparation
des échelles de temps : les événements de migration ont lieu sur une échelle de temps
beaucoup plus rapide que les coalescences. Les événements de coalescence ayant lieu
entre deux lignées présentes dans le même dème, ils sont alors fonction de la dis-
tribution stationnaire Π = {πi, i ∈ [1, .., nd]} des lignées entre les différents dèmes.
Selon ces notations, la coalescence d’une paire de lignées a lieu dans le dème i avec
la probabilité π2

i /ci, puisque la probabilité que deux lignées se retrouvent dans le
dème i est π2

i . En prenant comme échelle de temps Ntot/α avec α ≡∑i π
2
i /ci, le taux

de coalescence total de l’échantillon, on se ramène alors au modèle du n-coalescent
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(Nagylaki, 1980; Notohara, 1993). Cette séparation des échelles de temps simplifie
donc considérablement l’analyse mathématique du coalescent structuré mais ignore
certains effets spécifiques de la migration et, dans ce cas, l’utilisation du n-coalescent
avec la mise à l’échelle Ntot/α ne permet pas d’inférences sur les processus de mi-
gration. Cette notion de séparation des échelles de temps est discutée en détail dans
Fu (1997); Nordborg (1997); Nordborg & Krone (2002) et Rousset (2006).

Une notion similaire de séparation des échelles de temps sera retrouvée dans le
cadre de l’analyses des probabilités d’identité dans une population panmictique et
dans le modèle en îles en section 1.2, pour lequel on s’intéressera à la séparation
des événements de coalescence intra- et inter-classe (par ex. individu, dèmes). Nous
verrons que cette séparation des événements de coalescence intra- et inter-classe
permet une meilleure interprétation des propriétés de certains paramètres du modèle.
Ainsi lorsqu’une séparation des échelles de temps est possible, certains paramètres
s’inscrivent dans l’échelle de temps longs alors que d’autres sont dans l’échelle de
temps courts et seront de ce fait moins influencés par des processus passés.

1.1.3 Simulation par coalescence

Précédemment, nous avons vu que la théorie de la coalescence semble être un
moyen très efficace de simuler le polymorphisme d’un échantillon génétique sous
différents modèles démographiques et mutationnels car elle ne se base pas sur la si-
mulation de la population entière mais uniquement des lignée ancestrales de l’échan-
tillon. Il existe trois principes de simulation permettant de générer des échantillons
de gènes ayant évolué sous des modèles démo-génétiques plus ou moins variés, avec
plus ou moins d’approximations.

La première méthode, développée par Donnelly (1999) et proche de la formule
d’échantillonage de Ewens (“Ewens sampling formula”, Ewens, 2004), ne s’applique
que dans le cadre du n-coalescent. C’est une méthode qui s’apparente à un tirage de
boules de couleur dans une urne avec les couleurs correspondant aux états alléliques
des gènes de l’échantillon, et où les probabilités de tirage d’une boule de même
couleur est donnée par la probabilité de coalescence, et celle de tirer une boule d’une
autre couleur par le processus de mutation. Cette méthode de simulation considère
donc en même temps la mutation et la coalescence, et n’a pas de notion d’échelle de
temps ni de lignée ancestrale. L’avantage de cette méthode est son extrême rapidité,
puisqu’elle est plus rapide que l’approche directe du n-coalescent mentionnée dans
la section 1.1.1. Son inconvénient principal est qu’elle ne s’applique que dans des
modèles panmictiques de taille constante.

La seconde méthode, développée par Hudson (1990, 1993, 1998), s’applique dans
un cadre plus général pouvant comporter une structuration géographique et/ou des
variations des paramètres démographiques (par ex. Cornuet & Luikart, 1996; Estoup
et al., 2001) tant que l’approximation en temps continu est valide. Elle est par
exemple utilisable dans le cadre du coalescent structuré. Le principe est de remonter
le temps événement par événement, sans considérer les mutations (donc uniquement
les coalescences et migrations), selon les probabilités données par les équations (1.7)
et (1.8). Pour chaque événement de coalescence ou de migration, on tire le moment
dans le passé auquel cet événement s’est produit dans la loi exponentielle de moyenne
égale à l’inverse des probabilités mentionnées ci-dessus. Cela permet de décrire, en
même temps, la topologie et la longueur des branches de l’arbre de coalescence.
Lorsqu’on arrive au MRCA de l’échantillon, l’arbre de coalescence de l’échantillon
est complètement décrit et il suffit d’ajouter les mutations sur les différentes branches
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en redescendant dans le temps en tirant dans une loi binomiale ou de Poisson comme
vu précédemment.

La troisième méthode de simulation d’échantillons de gènes par coalescence cor-
respond aux algorithmes dits génération par génération, que nous utiliserons beau-
coup par la suite. Le principe est très simple et assez proche de la simulation en ap-
proximation continue de Hudson. La différence est que l’on ne remonte pas le temps
événement par événement mais génération par génération. En d’autres termes, on
envisage tous les événements possibles de coalescence ou de migration de tous les
gènes de l’échantillon à chaque génération pour créer l’arbre de coalescence. Les
mutations sont ensuite ajoutées sur l’arbre comme pour la méthode de Hudson. Un
exemple très détaillé d’un tel algorithme sera développé dans le chapitre suivant.

Ces trois méthodes différent essentiellement par leur rapidité et par la complexité
des modèles démographiques qu’elles peuvent prendre en compte. La plus rapide,
le modèle en Urne, ne s’applique que dans des situations simples s’apparentant au
n-coalescent. La méthode la plus lente, l’algorithme génération par génération, peut
s’appliquer sous n’importe quel type de modèle démographique de type WF sans
aucune approximation. C’est une description exacte des processus de Wright-Fisher
sous-jacents aux modèles démographiques considérés. Enfin, l’algorithme en temps
continu de Hudson peut s’appliquer à de nombreux modèles pour peu que l’on dis-
pose d’une loi donnant l’expression des temps d’attente entre deux événements. Ceci
n’est pas trivial dans de nombreux cas, par exemple lorsque l’on considère des petites
populations, des taux de migration forts ou encore des démographies très variables
dans le temps. Dans ces cas, seul l’algorithme génération par génération permettra
de simuler des patrons génétiques de manière satisfaisante.

De nombreux simulateurs de données génétiques implémentent ces algorithmes
de coalescence dans le cadre de différents modèles démo-génétiques plus ou moins
flexibles. Les plus classiquement utilisés sont : ms qui implémente l’algorithme de
Hudson en temps continue avec prise en compte de la recombinaison (Hudson, 2002) ;
SIMCOAL2 basé sur un algorithme génération par génération avec recombinaison
(Laval & Excoffier, 2004) ; et fastsimcoal2 (Excoffier & Foll, 2011) qui considère
un algorithme en temps continu prenant aussi en compte la recombinaison mais
selon l’approximation dite SMC de McVean & Cardin (2005) ; et plus récemment,
MSprime version améliorée de ms, qui implémente un algorithme en temps continu
plus efficace pour la simulation de gros jeux de données génomiques (Kelleher et
al., 2016) et a largement pris le dessus sur tous les autres. De notre coté, nous
avons implémenté IBDsim (Leblois et al., 2009) et GSpace (Virgoulay et al., 2021)
car nous trouvons qu’il est toujours plus confortable (voir nécessaire pour faire du
développement comme on le souhaite) d’utiliser ses propres outils. Ce sont deux
simulateurs générations par générations spécifiquement développés pour faire des
simulations spatiales, et dont nous détaillerons les caractéristiques dans les prochains
chapitres.

coalescence et recombinaison

Considérer la recombinaison dans un processus de coalescence n’est pas trivial,
complique fortement les calculs et ralentit les simulations. En effet, en remontant
dans le temps, la coalescence va “rassembler” les lignées ancestrales qui coalescent et
donc réduire le nombre de lignées ancestrales suivies. Au contraire, la recombinaison
va les “séparer” en créant deux arbres ancestraux de coalescence pour chacune des
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lignées ainsi séparées. Cette approche mène à reconstruire non plus un arbre mais un
ensemble d’arbres pour un échantillon donné, appelé graphe ancestral de recombinai-
son (“ancestral recombination graph” ARG, voir figure 1.4a ; Hudson 1983). Chacun
des arbres du graphe ancestral de recombinaison correspond à l’arbre de coalescence
d’une partie du génome n’ayant jamais recombiné entre le présent et les MRCA de
l’échantillon (appelé “segment non recombinant”, voir figure 1.4). J’évoquerai rapi-
dement la coalescence avec recombinaison dans le chapitre 4 mais le lecteur pourra
se référer au livre de Hein et al. (2005) qui illustre très bien la coalescence avec
recombinaison le long des génomes.

(a) Exemple de graphe ancestral de recombi-
naison pour un échantillon de 3 individus.

(b) Arbre de gène porté par le segment non
recombinant de gauche.

(c) Arbre de gène porté par le segment non re-
combinant central.

(d) Arbre de gène porté par le segment non
recombinant de droite.

Figure 1.4 – Exemple de graphe ancestral de recombinaison et de l’ensemble des arbres
de gène le composant. On peut remarquer que les topologies des arbres de gène portés par deux
segments non recombinants voisins ne sont pas indépendantes. Elles ne diffèrent qu’à partir du
moment (en remontant dans le temps) où un évènement de recombinaison va séparer les lignées
ancestrales portées par les deux segments. Les points mauves représentent les évènements de re-
combinaison et les points jaunes les évènements de coalescence. Figure issue de Virgoulay (2022).

Nous avons vu dans cette section le principe de la théorie de la coalescence, com-
ment elle permet de dériver des modèles stochastiques simples pour une population
panmictique ou une population structurée, et les algorithmes de simulation en dé-
coulant. Voir la génération d’un échantillon en remontant dans le temps est un peu
contre-intuitif, mais une fois que le raisonnement est rodé, c’est souvent la façon la
plus simple de comprendre l’histoire des populations ayant généré le polymorphisme
observé. Quelques exemples de raisonnements simples sur le polymorphisme attendu
dans un échantillon à partir de la théorie de la coalescence peuvent être trouvés dans
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Nielsen & Sltakin (2013), notamment p.56 pour les exemples classiques de popula-
tion ayant subi des contractions ou expansions passées. On peut noter ici que le
coalescent (avec approximation donc) est insensible (invariant) à des changement
de valeurs de certains paramètres canoniques du modèle de Wright-Fisher à produit
constant. Ainsi, le coalescent pour N ′ = 3N et µ′ = µ/3 sera strictement identique
(par homothétie) au coalescent pour N et µ. Cela indique que toute méthode d’in-
férence basée sur le coalescent ne pourra estimer que le produit Nµ et non N et
µ séparément. Ainsi, on peut définir l’inférence d’une méthode en termes de pa-
ramètres canoniques du modèle d’inférence, et non des paramètres canoniques du
modèle démo-génétique sous-jacent mais non-approché. Ceci est valable pour toutes
les méthodes d’inférences mais parfois oublié lors de l’application de ces inférences
sur données réelles.

Nous verrons par la suite comment la coalescence peut aider à l’interprétation
des performance de certaines méthodes d’inférence et notamment de la robustesse
de certaines estimations. Nous verrons aussi comment la coalescence peut être uti-
lisée pour estimer la vraisemblance d’un échantillon de gène sous certains modèles.
Cependant, cette estimation de la vraisemblance par coalescence est très complexe
et nous voyons tout de suite en quoi le calcul des probabilités d’identité d’une seule
paire de gènes, et non de l’échantillon complet, était et reste très utile en génétique
des populations.

1.2 Probabilités d’identité, F -statistiques, et temps
de coalescence

Dans cette partie, je m’attacherai à définir et discuter des concepts d’identité de
paires de gènes et des F -statistiques qui sont à la source de nombreuses analyses
de génétique des population et abondamment utilisés dans la suite de ce document.
Nous n’envisagerons ici que l’identité génétique à un locus, pour une extension à
plusieurs locus le lecteur peut lire par exemple Vitalis & Couvet (2001b,a). Une
brève description des probabilités d’identité entre paires de locus est aussi décrite
en section 4.2.2. Décrire les différents états alléliques et déterminer l’identité exacte,
au sens généalogique, des gènes d’un échantillon n’est pas tout à fait équivalent. En
effet, seule la description des états alléliques est envisageable en pratique, tandis
que la détermination de la vrai généalogie des gènes parait difficilement accessible.
Il s’agit là de la différence entre l’identité par descendance (“identity by descent”,
Crow, 1954) et l’identité par état (“identity in state”, Kempthorne, 1954), qui ne sera
que très brièvement discutée ci-dessous. La notation IBD, largement utilisée dans
la littérature pour désigner l’identité par descendance, sera ici strictement réservée
dans ce document aux modèles d’isolement par la distance (IBD = “isolation by
distance”) que nous décrirons dans les sections suivantes. Pour la suite, on s’inté-
ressera à la probabilité d’identité par descendance et, sauf précision contraire, on
omettra d’expliciter, mais non de discuter, l’effet des modèles mutationnels. Les dif-
férentes approches de l’analyse des modèles en terme de probabilités d’identité et
F -statistiques que j’ai choisies de présenter dans ce document proviennent en grande
partie de Rousset (2004) et de ses travaux antérieurs.
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1.2.1 Probabilités d’identité

Comme on le comprend intuitivement maintenant, toute paire de gène homo-
logues échantillonnée dans une même espèce est issue d’un évènement de coales-
cence. On cherche ici à calculer la probabilité que les deux gènes soient identiques
par descendance, et donc qu’il n’y ait pas eu de mutation depuis la génération t de
leur ancêtre commun. Cette notion de probabilité d’identité par descendance entre
paires de gènes, que l’on notera Q, a été utilisée pour la première fois par Gustave
Malécot (voir Nagylaki, 1989), puis repris par de nombreux généticiens des popu-
lations à partir des années 60 jusqu’à maintenant. Nous n’en donnerons ici qu’une
présentation minimaliste permettant de bien comprendre la suite de ce document.

Les probabilités d’identité par descendance peuvent donc directement être ex-
primées en fonction de la probabilité Ct que la paire de gène considérée coalesce t
générations dans le passé et de la probabilité qu’il n’y ait pas eu de mutation, par
l’équation Q =

∑∞
t=0Ct(1−µ)2t , ou µ est la probabilité (“taux”) de mutation par gé-

nération à ce locus (Malécot, 1975; Slatkin, 1991). En fonction du “type” de la paire
de gène que l’on considère (par ex., au sein d’un individu, entre deux individus, au
sein d’un même dème ou entre dèmes différents), ces probabilités d’identité peuvent
être facilement calculées en fonction des paramètres pour de nombreux modèles. Et
comme on peut en calculer des estimateurs sur des données réelles, elles peuvent
aussi servir à extraire de l’information des données génétiques et faire des inférences
à l’aide de la méthode des moments ou d’approches basées sur la simulation. C’est
un point que nous allons détailler dans divers sections de ce document.

Comme nous l’avons vu précédemment, dans une population panmictique consti-
tuée de N individus diploïdes et suivant le cycle de vie présenté p. 4, la probabilité
que deux individus partagent un même parent est de 1

N
, et la probabilité qu’ils aient

reçu une copie du même gène parental est alors 1
2N

puisque le parent est diploïde.
Par conséquent, on peut écrire la probabilité d’identité par descendance Q au temps
t + 1 (chez les descendants) de deux gènes pris au hasard dans la population, en
fonction de cette même probabilité Q au temps t (chez les parents), comme

Q(t+ 1) = (1− µ)2
[ 1

2N
+
(
1− 1

2N

)
Q(t)

]
. (1.9)

En notant γ ≡ (1−µ)2 la probabilité qu’aucun des deux gènes n’ait muté entre t et
t+ 1, on obtient à l’équilibre (c.a.d. en posant Q(t+ 1) = Q(t))

Q =
γ

2N(1− γ) + γ
≈µ→0 1

1 + 4Nµ
. (1.10)

La diversité génétique (ou hétérozygotie “attendue”) correspondant à He = 1−Q =
θ/(1 + θ), on a donc très facilement obtenu sa définition en fonction de θ = 4Nµ, le
produit de la taille de la population N et du taux de mutation µ, les deux paramètres
canonique du modèle panmictique.

Plus généralement, il est utile de définir des probabilités d’identité de paires des
gènes à différents niveaux hiérarchiques pour décrire différents modèles de popu-
lations, subdivisées ou non. Il est toujours possible de définir des classes de gènes
de telle sorte que le modèle est entièrement décrit par les probabilités d’identité
de paires de gènes intra et inter-classes, ceci pour n’importe quel type de structure
(voir par ex. Rousset, 1999a,b). Dans l’exemple précédent de la population panmic-
tique isolée, on définira Q0 la probabilité d’identité de paires de gènes pris au sein
d’un individu diploïde et Q1 la probabilité d’identité de paires de gènes pris dans
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deux individus différents de la population. Dans un modèle en population subdi-
visée, on ajoutera par exemple Q2 la probabilité d’identité de paires de gènes pris
dans deux sous-populations différentes. Ou encore, dans un modèle d’isolement par
la distance, on considéreraQr la probabilité d’identité de paires de gènes séparées
par une distance géographique r. Nous reviendrons plus en détails sur ces modèles
démographiques de populations structurées dans la section 1.3.

Ainsi, dans une population structurée en nd dèmes de taille identiques N indivi-
dus diploïdes échangeant des migrants à un même taux m/(nd − 1) pour toutes les
paires de dèmes (le modèle en îles... que nous verrons un peu plus tard), on s’inté-
ressera tout d’abord à l’effet de la migration. On appellera m le taux d’émigration,
représentant donc la probabilité qu’un individu disperse à chaque génération. Ainsi
dans le modèle en île, pour tout i et j, mij = m/(nd − 1). On peut tout d’abord
définir a = (1−m)2+m2/(nd− 1) la probabilité que deux gènes pris dans un même
dème soient (des copies de gènes) issus d’un même dème à la génération précédente.
De la même manière, pour une paire de gènes pris dans deux dèmes différents,
b = 2m(1−m)/(nd − 1) correspond à la probabilité qu’un des deux gènes n’ait pas
migré, et que l’autre provienne du même dème, et c = (n − 2)

(
m/(nd − 1)

)2 à la
la probabilité que les deux gènes aient migré à partir du même dème. Ainsi, la pro-
babilité que deux gènes pris dans deux dèmes différents soient issus du même dème
est donc d = b+ c = 2m(1−m)/(nd − 1) + (n− 2)

(
m/(nd − 1)

)2
= (1− a)/(n− 1).

Avec le même raisonnement que pour l’équation 1.10, on peut donc écrire

Q1(t+ 1) = γ

[
a
( 1

2N
+
(
1− 1

2N

)
Q1(t)

)
+ (1− a)Q2(t)

]
(1.11)

et

Q2(t+ 1) = γ

[
d
( 1

2N
+
(
1− 1

2N

)
Q1(t)

)
+ (1− d)Q2(t)

]
. (1.12)

Nous utiliserons ces récurrences dans la section suivante pour exprimer le FST en
fonction des paramètres N , m et nd du modèle en îles.

Dans le cas de données observées à un marqueur génétique par une certaine tech-
nique de biologie moléculaire, on dira que deux gènes sont identiques par état s’ils
appartiennent à la même classe allélique. Par exemple pour un locus microsatellite
(voir Estoup & Angers, 1998; Estoup et al., 2002), on dira que deux gènes sont iden-
tiques si les fragments d’ADN amplifiés sont de longueur identique (et donc migrent
à la même distance sur un gel d’électrophorèse). En revanche, les séquences de ces
deux gènes peuvent être différentes. Cet exemple illustre le concept d’homoplasie,
qui se défini plus généralement comme le fait que deux gènes sont identiques par état
mais pas par descendance, ce qui arrive aussi si une mutation qui survient après une
autre rétablit l’état initial (mutation reverse). L’homoplasie provient donc en partie
de notre perception des états alléliques des marqueurs génétiques mais aussi de la
nature des mutations. Pour des marqueurs SNP, l’homoplasie est le plus souvent
négligée du fait de la faible probabilité de mutation reverse sur un seul site à des
échelles évolutives pas trop grandes (c.a.d. populationnelles).

Plusieurs modèles ont été développés pour traiter les processus de mutation. Le
modèle à nombre d’allèles infini (“infinite allele model”, IAM, Kimura & Crow, 1964),
dans lequel chaque mutation créé un allèle différent de tous les allèles déjà présents
dans la population, décrit donc l’identité par descendance. Deux autres modèles
ont été développés pour traiter le polymorphisme enzymatique puis utilisés pour
d’autres marqueurs tels que les microsatellites. Ce sont le modèle à K allèles (“K
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allele model”, KAM, Crow & Kimura, 1970) et le modèle par pas (“stepwise mutation
model” SMM, Ohta & Kimura, 1973). Sous le modèle KAM, la mutation engendre
un allèle parmi K allèles possibles de façon équiprobable. Pour le modèle par pas,
les possibilités de mutation sont beaucoup plus restreintes que pour les modèles
précédents : une mutation diminue ou augmente, en proportions égales, le nombre de
répétitions d’une unité. Un quatrième modèle mutationnel, spécifiquement adapté
au cas des marqueurs microsatellites (mais le SMM est aussi bien adapté), est le
GSM (“generalised stepwise mutation”). Sous ce modèle, une mutation augmente ou
diminue le nombre de répétitions d’un certain nombre d’unités, tiré dans une loi
géométrique. Le principe de l’intégration des modèles mutationnels dans les calculs
d’identité par état à partir de l’identité par descendance est décrit dans Rousset
(1996, 2004), mais n’est pas nécessaire pour la compréhension de la suite.

1.2.2 F -statistiques et FST

Afin de quantifier la structure des populations, Dobzhansky & Wright (1941)
ont utilisé le rapport des variances des fréquences alléliques entre sous-populations
sur la variance intra-populations, Var(p)/[p̄(1 − p̄)] ou Var(p) est la variance et p̄
la moyenne des fréquences alléliques entre sous-populations, mieux connu sous le
nom de FST (Wright, 1951, 1969) et aussi appelés coefficients de consanguinité inter
populations (“inbreeding coefficients”). Bien que cette définition du FST en terme
de variance des fréquences alléliques soit la plus connue et la plus utilisée en géné-
tique des population, la relation entre la variance et la moyenne des fréquences allé-
liques avec l’apparentement des individus au sein et entre les sous-population n’est
pas évidente, et l’interprétation des fréquences alléliques comme variables aléatoires
ou comme paramètres du modèle peut mener à certaines confusions (voir Rousset,
2006). C’est pourquoi il peut paraître plus utile de considérer une définition alter-
native du FST, et plus généralement des F -statistiques, fondée sur les probabilités
d’identité, dont l’interprétation en terme de parenté, et le lien direct avec la théo-
rie de la coalescence, sont plus directs comme montrés ci-dessus. Depuis Wright, la
définition et l’estimation des F -statistiques ont fait l’objet d’un vaste débat (Cha-
kraborty & Danker-Hopfe, 1991; Excoffier, 2001; Rousset, 2001; Weir & Cockerham,
1984). Notons que l’appellation F -statistiques est en complète contradiction avec
notre terminologie puisque nous les considérons comme des paramètres, et seul leurs
estimateurs sont des statistiques. Nous retiendrons dans ce document uniquement
l’approche développée par Cockerham (1969, 1973). Le point important de ces dé-
veloppements est que la décomposition de la variance totale du modèle considéré
par Cockerham conduit naturellement à l’expression des F -statistiques en terme de
rapports de probabilités d’identité par état (Rousset, 2001). Ainsi, on peut définir
les paramètres FIS FST et FIT comme

FIS ≡ Q0 −Q1

1−Q1

; FST ≡ Q1 −Q2

1−Q2

; FIT ≡ Q0 −Q2

1−Q2

(1.13)

(voir Cockerham & Weir, 1987; Rousset, 1996). Ces expression mesurent la diver-
gence entre gènes inter-classes relativement à la divergence intra-classe. Les F -statistiques
définies par les équations (1.13) sont donc bien des paramètres et non des statis-
tiques. Cette écriture permet également de proposer des estimateurs de la forme

F̂IS ≡ Q̂0 − Q̂1

1− Q̂1

; F̂ST ≡ Q̂1 − Q̂2

1− Q̂2

; F̂IT ≡ Q̂0 − Q̂2

1− Q̂2

. (1.14)
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Rousset (2001) montre que ces estimateurs sont exactement identiques à ceux de
Weir & Cockerham (1984).

Les F -statistiques peuvent donc être définies en terme de probabilités d’identité
de paires de gènes intra- et inter-classes, qui elle mêmes peuvent être exprimées en
fonction des paramètres du modèle considéré, comme nous l’avons vu dans le section
précédente pour la diversité génétique He. Il est donc facile d’obtenir les expression
des F -statistiques en fonction des paramètres du modèle.

Ainsi, pour le FIS dans une population panmictique diploïde avec un taux d’auto-
fécondation s, l’équation de récurrence 1.9 est adaptée pour donner Q1(t + 1) =

(1 − µ)2
[

1
2N

Q0(t)+1
2

+
(
1 − 1

2N

)
Q1(t)

]
, et on peut aisément poser Q0(t + 1) = (1 −

µ)2
[
sQ0(t)+1

2
+
(
1 − s

)
Q1(t)

]
. On voit déjà que si s = 0 alors les deux équations

sont équivalentes et FIS sera nul. Pour s > 0, on obtient à l’équilibre FIS = γ(Ns−
1)/(2N − γ(Ns − 1)), et pour des taux de mutation faibles FIS = (s − 1/N)/(2 −
(s− 1/N)).

De manière équivalente, on peut calculer les attendus à l’équilibre des probabilités
d’identité Q1 et Q2 dans un modèle en îles. La résolution des équation de récurrences
1.11 et 1.12 par une analyse matricielle des probabilités d’identité permet notamment
d’exprimer les ratios de probabilités d’identité suivant, en fonction des paramètres
du modèle

Q1

1−Q1

=
1

2Nnd

( γ

1− γ
+ (nd − 1)

γ(1−m nd

nd−1
)2

1− γ(1−m nd

nd−1
)2

)
, (1.15)

et
Q2

1−Q1

=
1

2Nnd

( γ

1− γ
−

γ(1−m nd

nd−1
)2

1− γ(1−m nd

nd−1
)2

)
. (1.16)

La différence entre ces deux expressions amène à l’expression suivante, d’une forme
plus simple,

Q1 −Q2

1−Q1

=
FST

1− FST

=
1

2N

γ(1−m nd

nd−1
)2

1− γ(1−m nd

nd−1
)2
. (1.17)

Contrairement aux expressions (1.15) et (1.16), cette expression a une limite finie
quand µ → 0. On peut noter que toutes ces expressions sont fonctions du ratio
nd/(1 − nd) et ne dépendent donc que peu du nombre d’îles du modèle sauf si ce
nombre est faible. Dans le cas limite où nd → ∞, considéré par Wright dans son
modèle à nombre d’îles infini, on a

FST

1− FST

=
1

2N

γ(1−m)2

1− γ(1−m)2
≈ 1

2N

γ(1− 2m)

1− γ(1− 2m)
. (1.18)

De cette expression, on obtient facilement le fameux résultat de Wright

FST =
1

1 + 2N(2µ+ 2m)
≈µ→0

1

1 + 4Nm
. (1.19)

On peut aussi retrouver l’expression correspondante pour un nombre d’îles fini,
donnée par Li (1976),

FST =
1

1 + 2N(2µ+ 2 nd

nd−1
m)

≈µ→0
1

1 + 4N nd

nd−1
m
. (1.20)

Les F -statistiques ont fait et font encore l’objet d’une littérature très abondante
(voir par ex. les discussions de Jakobsson et al., 2013; Rousset, 2013). La première
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raison est qu’elles peuvent être utilisées pour estimer certains paramètres popu-
lationnels à partir d’un échantillon génétique avec les formules vues ci-dessus. La
formule de Wright de l’estimateur du nombre de migrants par génération, dans le
modèle à nombre d’îles infini, Nm = (1/FST − 1)/4 a été largement utilisée pour
décrire la structuration des populations naturelles, bien que les conditions d’ap-
plication de cette formule, liées aux hypothèses peu réalistes du modèle à nombre
d’îles infini, ne soient généralement pas remplies (Whitlock & McCauley, 1999),
voir section 1.5. Les expressions (1.19) et (1.20) ont aussi largement été utilisées
pour caractériser des taux de migration entre paires de sous-populations en calcu-
lant un F̂ST entre deux sous-populations et en exprimant le résultat en terme de
nombre de migrants, N̂m ≈ (1/F̂ − 1)/4 (inférence par la méthode des moments,
voir section 1.4). Ce type de raisonnement n’est en aucun cas correct puisqu’un FST

entre deux sous-populations n’est pas, dans le modèle en île, fonction du nombre
de migrants entre ces deux sous-populations, mais du nombre de migrants moyen
entre une sous-population et toutes les autres sous-populations du modèle. De plus,
il est attendu que deux sous-populations, n’échangeant aucun migrant entre-elles
mais échangeant des migrants avec d’autres sous-populations, aient entre-elles un
FST non nul et donc en apparence un nombre de migrants, Nm, non nul. C’est un
bon exemple de mauvaise compréhension des modèles en génétique des populations
et du manque d’exploration de la robustesse d’un tel raisonnement. La formule de
Wright FST = 1/(1 + 4Nm) a aussi largement contribué à imposer l’idée que la
différenciation entre sous-population est (uniquement) fonction du nombre de mi-
grants échangés à chaque génération. C’est vrai pour ce modèle en îles, mais nous
verrons par la suite que la distribution des distances de dispersion entre parents et
descendants, est aussi un aspect crucial mais souvent négligé de la différenciation
des populations naturelles. Enfin, la seconde raison, expliquant l’utilisation massive
des F -statistiques, est qu’elles apparaissent également dans les modèles d’adapta-
tion en populations subdivisées (Gandon & Rousset, 1999; Roze & Rousset, 2003;
Whitlock, 2003).

1.2.3 Liens entre probabilités d’identités, F -statistiques et
temps de coalescence

Comme nous l’avons vu ci-dessus, il existe une relation étroite entre les probabi-
lités d’identité par état de paires de gènes, les F -statistiques et les temps de coales-
cence (Malécot, 1975; Slatkin, 1991), notamment via la relation QI =

∑inf
t=1 γ

tCI(t)
ou I prenant la valeur 0 si les gènes sont pris au sein d’un même individu, 1 s’ils
sont pris dans deux individus distincts de la même population, 2 s’ils sont pris
dans deux populations différentes et r s’ils sont séparés par une distance géogra-
phique r. D’après cette définition des probabilités d’identité, et de la définition des
F -statistiques en terme de probabilités d’identité (éq.1.13), on peut exprimer les
F -statistiques en fonction des temps moyens de coalescence pour différentes paires
de gènes. Ainsi, pour FST on a

lim
µ→0

(FST) =
T2 − T1
T2

(1.21)

où TI =
∑∞

t=1 tCI(t) est le temps moyen de coalescence de paires de gènes dans la
classe I. On peut alors mieux comprendre et interpréter les propriétés des F -statistiques
à travers l’étude des probabilités de coalescence des paires de gènes pris dans diffé-
rentes classes (Figure 1.5).



1.3. VERS UNE DISPERSION RÉALISTE 33

10
2

10
4

10
6

10
-2

10
-4

10
-6

10
-8

Générations
p
ro

b
a
b
ili

té
s
 d

e
 c

o
a
le

s
c
e
n
c
e


C0(t)

 

 

 

C1(t)

C2(t)

Ne=10 000  m=0.0001

Figure 1.5 – Probabilités de coalescence en fonction du temps dans un modèle en îles.
Les probabilités de CI(t) que deux gènes coalescent au temps t sont représentées pour différentes
paires de gènes : 0 pour des gènes intra-individu, 1 pour des gènes intra-dème mais inter-individu
et 2 pour des gènes inter-dème. N=10000, m=0.0001 et n=100. Pour cette figure, nous avons
considéré un taux d’autofécondation de s = 0.5 afin d’avoir une différence marquée entre C0(t) et
C1(t). L’aire gris clair correspond au FIS et celle en gris foncée à FST. L’échelle des deux axes est
logarithmique. D’après Rousset (2004).

La figure 1.5 montre que, pour des temps anciens, la distribution des probabilités
de coalescence dans une classe de gènes, par exemple C0(t), est proportionnelle à la
distribution des probabilités de coalescence dans une classe de gènes moins apparen-
tés, par exemple C1(t). Au contraire, dans une période de temps assez récente, les
distributions différent. On peut donc décomposer la surface couverte par C0(t) en la
somme de la surface couverte par C1(t) et une surface représentée par la région gris
clair sur la figure 1.5. Cette surface gris claire représente une masse de probabilité
équivalente à FIS (Rousset, 2001). De même, FST (région gris foncé sur la figure 1.5)
est approximativement équivalent à la masse de probabilité correspondant à la dif-
férence des distributions C1(t) et C2(t) . D’après cette figure, on comprend aisément
que FIS ne dépend que des événements récents de coalescence et qu’il est donc très
peu influencé par la mutation (Rousset, 1996). Par contre, dans le modèle en îles
considéré ici, FST dépend des événements de coalescence plus anciens. Il sera donc
plus sensible à la mutation (c.a.d. taux de mutation et modèle mutationnel) que le
FIS. Nous verrons, dans la suite de ce document, comment différents facteurs dé-
mographiques (tailles de population et taux de migration) influencent ces courbes,
et comment elles nous permettent de mieux appréhender les effets des processus
mutationnels et démographiques sur les F -statistiques.

Cette interprétation des F -statistiques par la coalescence et une notion similaire
à celle de séparation des échelles de temps discutée précédemment. On retrouve,
par exemple, qu’une augmentation du nombre de dèmes diminuera la probabilité de
coalescence inter-dème tout en gardant une probabilité de coalescence intra-dème
constante. Dans le cas limite où nd → ∞, la probabilité de coalescence inter-dème
C2(t) va tendre vers zéro pour tout t. La figure 1.6 montre bien que lorsque l’on
augmente le nombre de dèmes , C2(t) diminue pour tout t.

1.3 Vers une dispersion réaliste

Comme nous l’avons vu en introduction, la distribution du polymorphisme peut
nous renseigner sur les paramètres démographiques et génétiques influant sur la
structuration des populations tels que les tailles (et/ou densités) des populations
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Figure 1.6 – Probabilité de coalescence dans un modèle en îles pour deux nombres de
dèmes. (a) 100 dèmes (b) 1 000 000 dèmes. Les probabilités de CI(t) que deux gènes coalescent
au temps t sont représentées pour différentes paires de gènes 0, 1, 2. Pour cette figure, nous avons
considéré un taux d’autofécondation de s = 0.5 afin d’avoir une différence marquée entre C0(t) et
C1(t). L’échelle est une double échelle logarithmique.

ainsi que sur les flux de gènes potentiels entre sous populations et/ou leurs carac-
téristiques de dispersion. Ces patrons spatiaux de polymorphisme sont complexes
et le développement de modèles en permet une meilleure analyse. Le premier mo-
dèle de populations structurées, le plus simple, est le modèle en îles de Wright.
Un des points faibles de ce modèle est la modélisation de la dispersion. En effet,
l’hypothèse est faite que la dispersion se fait de façon équiprobable entre toutes les
sous-populations, ce qui intuitivement semble en désaccord avec la réalité dans de
nombreuses situations biologiques. Malgré cette faiblesse, le modèle en îles a été,
et est toujours, largement utilisé pour comprendre les conséquences évolutives de la
dispersion, voir dans des procédures d’inférence.

Dans de nombreuses espèces, la dispersion est restreinte dans l’espace, et la dif-
férenciation génétique est plus faible à petite distance qu’à grande distance. Ceci
est la pierre angulaire des modèles d’isolement par la distance introduits par Wright
(1943, 1946). Dans cette section, je tacherai d’introduire ces différents modèles dé-
mographiques, en donnant les grandes lignes des analyses que l’on peut en faire et
les principaux résultats qui en découlent, ceci sans entrer dans les détails mathéma-
tiques que le lecteur pourra trouver, par exemple, dans Rousset (2004).

Gardons en mémoire que nous essayons le plus souvent d’analyser des échantillons
provenant de grands ensembles de sous-populations. Non seulement (i) en raison du
problème des populations existantes mais non échantillonnées, mais aussi (ii) parce
que de nombreuses populations naturelles peuvent être décrites comme un vaste
réseau de petits dèmes panmictiques reliées par une forte dispersion. Souvent même,
aucune sous-population n’existe vraiment et la population est décrite par un réseau
d’individus ou des couples, et non de dèmes, répartis sur un habitat continu avec
une dispersion forte mais localisée, c.a.d. à des distances beaucoup plus petites que
la taille de l’habitat (Sumner et al., 2001; Fenster et al., 2003; Watts et al., 2006).
Les valeurs typiques des scénarios biologiques nous intéressant serait donc des tailles
de dème de 1 à 100 individus, et des probabilités d’émigration de 0.2 à 0.5 sur des
distances assez faibles. Un exemple de répartition des individus dans l’espace en
populations naturelles est illustrée sur la Figure 1.7.

1.3.1 Modèle en îles et stepping-stone

Le premier modèle défini pour prendre en compte des populations structurées
est donc le modèle en île (Wright, 1931), représenté schématiquement en Figure 1.8
et déjà évoqué précédemment. Ce modèle considère une population constituée de
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Figure 1.7 – Distribution approximative des libellules demoiselles Coenagrion mercuriale
à travers le Royaume-Uni et localisation des sites d’étude de Watts et al. (2006). Les zones
agrandies montrent une distribution plus précise de C. mercuriale dans chaque site. Figure issue
de Watts et al. (2006)

nd sous-populations panmictiques (ou dèmes), chacune de taille constante égale à
2N gènes (ou N individus adultes diploïdes). Le cycle de vie est le même que celui
considéré précédemment (voir p.4). On considère qu’une proportion des gamètes
migrent de leur dème d’origine vers un des nd − 1 autres dèmes avec la probabilité
m/(nd − 1). On peut noter ici que le nombre de migrants n’est pas strictement égal
à Nm, mais est une variable aléatoire suivant une loi binomiale de moyenne Nm.
Enfin, la compétition entre juvéniles ramène le nombre d’individus à N adultes.
Ce modèle n’est pas spatial car les places des dèmes peuvent être échangées sans
aucune conséquence sur le modèle puisque les dèmes sont tous équivalents du fait
de la migration isotrope.

Ce modèle est toujours largement utilisé pour étudier théoriquement l’effet de la
migration (Mazet et al., 2016; Arredondo et al., 2021), et dans de nombreux modèles
d’inférence pour prendre en compte une structuration simple des populations mais
dans lesquels l’inférence précise de la migration n’est pas le but principal (voir par
ex. Vitalis et al., 2014). Comme nous l’avons vu précédemment, il a été largement
utilisé, à plus ou moins bon escient, pour estimer un nombre de migrants entre dèmes
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Figure 1.8 – Représentation schématique du modèle en îles avec 5 îles. Les cercles repré-
sentent les dèmes (sous-populations panmictiques) de taille N et les flèches la migration de taux
m′ = m/(nd − 1).

à partir d’un échantillon génétique grâce aux expressions (1.19) et (1.20) dans les
années 80 à 2000. Pour ces formules, et plus largement dans divers méthodes d’in-
férence, les approximations du coalescent (grandes tailles de populations et faibles
taux d’événements) ont souvent été appliquée lors de la considération du modèle en
île. Ainsi, dans la plupart des cas, le modèle en îles est défini par les deux paramètres
mis à l’échelle θ = 4ndNµ et M = 4Nm, avec N → ∞ et µ et m→ 0.
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Figure 1.9 – Probabilités de coalescence dans un modèle en îles pour deux taux de migra-
tion : (a) migration faible m = 0.0001 (b) migration forte m = 0.01. Les probabilités, CI(t),
que deux gènes coalescent au temps t sont représentées pour différentes paires de gènes 0,1,2. Pour
cette figure, nd = 100, Ne = 10000 et nous avons considéré un taux d’autofécondation de s = 0.5
afin d’avoir une différence marquée entre C0(t) et C1(t). L’échelle des deux axes est logarithmique.

Si l’on reprend les raisonnements basés sur les relations entre F -statistiques et les
temps de coalescence, on comprends bien que si les taux de migrations sont faibles et
les tailles de populations grandes, alors FST et le estimations qui en découlent, seront
fortement influencées par les processus du passés lointain. La figure 1.9 illustre bien
que le paramètre FST, correspondant à l’aire gris foncé, dépendra fortement de la
mutation, des changements démographiques et adaptatifs passés et ce d’autant plus
que la migration est faible. Au contraire, si les taux de migration sont forts et/ou si
les tailles de populations sont petites, il est attendu que l’estimation de Nm par les
FST corresponde plus à la valeur actuelle du paramètre qu’à une moyenne des valeurs
passées et elle sera moins influencée par les processus de mutation des marqueurs
génétiques (Rousset, 2004).
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L’application du modèle en îles avec les approximations du coalescent, ainsi que
la modélisation trop simpliste de la migration (c.a.d. isotrope), sont sans doute les
principales raisons pour lesquelles (i) Whitlock & McCauley (1999) concluent que le
FST ne peut pas être utilisé pour estimer correctement la migration dans une popu-
lation structurée ; (ii) Slatkin (1994) suggère qu’il y a une cohérence qualitative des
estimations de la dispersion à partir de données génétiques mais que les résultats
diffèrent quantitativement à cause de l’influence des processus passés ; et plus large-
ment, (iii) de nombreuses études des années 2000 remettent clairement en question
la pertinence des inférences démographiques “indirectes” du fait de l’inadéquation
entre les modèles utilisés et une réalité beaucoup plus complexe (combinaison de pro-
cessus démographiques actuels, passés, de processus mutationnels et des processus
sélectifs, peu ou mal pris en compte, Boileau et al., 1992; Koenig et al., 1996).

Le modèle en stepping stone (Kimura & Weiss 1964) a été développé pour palier
la dispersion non localisée du modèle en îles. C’est un modèle où les dèmes sont placés
sur une grille régulière et n’échangent des migrants qu’avec leurs voisins immédiats.
Il prend donc bien en compte la dispersion limitée dans l’espace et donc l’aspect
spatial. Cependant, bien que la dispersion soit limitée, il ne permet pas de simuler
d’événements de dispersion à longue distance qui, bien que rares, sont des évènements
impactant fortement l’organisation de la diversité au sein des populations (Endler
1977, Excoffier & Ray 2008).

Il est aussi possible de considérer un modèle en île non-homogène, et pouvant
donc considérer des situations plus complexes avec des hétérogénéités spatiales des
paramètres démographiques. Un tel modèle peut être défini par des tailles de dèmes
Ni et des taux de migration entre paires de dèmes mij tous différents. Cependant, le
nombre de paramètres explose rapidement avec le nombre de dèmes (par ex. 5+20
= 25 paramètres pour 5 dèmes) et il est statistiquement peu réaliste de vouloir es-
timer correctement chaque paramètre à partir d’un petit jeu de données. Comme
expliqué régulièrement dans ce document, nous préférerons chercher des “caracté-
ristiques communes” biologiques de dispersion et de densité implémenté dans des
modèles simple, donc souvent homogènes dans l’espace, en testant leur robustesse
par rapport à cette homogénéité. L’hétérogénéité spatiale des paramètres démo-
graphiques peut ensuite être ajouté à ces modèles, pour petit à petit prendre en
compte l’influence d’un habitat hétérogène, par exemple en lien avec des caractéris-
tiques paysagères. Nous expliciterons cela plus en détail à différentes reprises dans
ce document.

1.3.2 Dispersion en population naturelles

Une caractéristique majeure du modèle en îles est donc que les immigrants
peuvent provenir, de façon équiprobable, de n’importe laquelle des sous-populations.
Or, dans la réalité, la dispersion est le plus souvent localisée dans l’espace et se
fait donc préférentiellement entre deux sous-populations géographiquement proches.
Puisque l’on considère ici la dispersion des gènes et non les mouvements nets d’indi-
vidus, cela revient à dire qu’il y a une plus forte probabilité pour que des individus
se reproduisent avec d’autres individus nés à proximité qu’avec des individus nés à
plus grande distance.

Les jeux de données sur les distances de dispersion sont relativement rares, sans
doute parce que la dispersion est un facteur difficile à estimer de manière rigoureuse.
Endler (1977) a fait une revue extensive de la littérature de cette époque et a montré
que généralement la dispersion est très limitée dans l’espace. Portnoy & Willson
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Figure 1.10 – Fréquences des déplacements cumulés au cours de la vie des adultes de
demoiselles Coenagrion mercuriale. Regroupées par intervalles de distance de 25 m pour deux
sites étudiés en capture-marquage-recapture (a) le Lower Itchen Complex (LIC) et (b) Beaulieu
Heath, à la même échelle. En ordonnées, n est nombre d’individus recapturés ; * souligne qu’il y a
eu des individus recapturés à cet intervalle distance mais que l’échelle ne permet pas de bien les
distinguer, et illustre donc des déplacements peu fréquents (n = 1 ou 2). Figure issue de Watts et
al. (2006).
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(1993) et Bullock et al. (2017) se sont plus récemment intéressé à la forme de le
dispersion des graines dans de nombreux jeux de données, quelques autres études
ont aussi démontré des distances de dispersion restreintes chez les plantes (Fenster et
al., 2003; Crawford, 1984; Vekemans & Hardy, 2004) et chez les animaux (Rousset,
1997, 2000; Spong & Creel, 2001; Sumner et al., 2001).

Les distributions de dispersion peuvent être caractérisées par leurs différents
moments. Un moment Mk non centré d’ordre k est défini par Mk ≡ E

[
Xk
]
=∑

x x
k Pr(X = x), un moment centré est défini par M′

k ≡ E [X − E(X)]k =
∑

x(x−
x̄)k Pr(X = x). Parmi les moments communément utilisés, la moyenne est le mo-
ment non centré d’ordre 1 et la variance est le moment centré d’ordre 2, V (X) =
E [X − E(X)]2 = M2−M2

1. La kurtosis, définie par M′
4/M′

3−3, donne l’importance
de la dispersion à courte et longue distance par rapport aux dispersions intermé-
diaires (le −3 est une convention pour que la kurtosis d’une loi normale soit nulle).
Un autre moment qui apparaît souvent dans les modèles génétiques (par exemple
lors de l’étude des clines, Barton & Gale, 1993) est σ2, le moment d’ordre 2 2 de
la distance axiale de dispersion, ou encore la moyenne des carrés des distances 3 de
dispersion parents-descendants C’est un moment de la distribution de dispersion qui
nous intéressera spécialement par la suite.
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Figure 1.11 – Exemples de distributions de Pareto, Géométrique, Gaussienne discrétisée
et Sichel avec un taux de dispersion assez fort et un σ2 = 4. Le cadre en haut à droite
représente un agrandissement des ces distributions sur les plus grandes distances.

Une des distributions les plus utilisées est la loi normale du fait de la convexité
de la courbe à petites distances et qu’elle est “pratique” à considérer du point de vue
mathématique. Mais les distributions de dispersion en population naturelles sont

2. Il s’agit du moment non centré d’ordre deux si la dispersion est mesurée en valeur absolue ;
cependant puisque nous nous intéressons a la distance axiale (voir note suivante) la moyenne de
la distribution de dispersion est nulle et les moments centrés sont alors identiques au moment non
centrés.

3. nous considérerons ici et dans le reste du document que les distances correspondent à de
distances vectorielles (les coordonnées (x, y) d’une entité par rapport à une autre) et non les
distances euclidiennes (r ≡

√
x2 + y2), plus classiquement utilisées. x et y sont appelées distances

axiales et peuvent être négatives, contrairement à la distance euclidienne.
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souvent leptokurtiques, c’est à dire qu’elles ont un excès de dispersion à faible et
longue distance par rapport à la dispersion à des distances intermédiaires (Bateman,
1950; Clark et al., 1999; Nathan et al., 2012, revue dans Endler, 1977; Portnoy &
Willson, 1993; Kot et al., 1996; Bullock et al., 2017). Un bel exemple de distribution
empirique leptokurtique issu de l’étude de Watts et al., 2006 est présenté en Figure
1.10. On dit aussi qu’elles ont une longue queue, ou une forte kurtosis. Le problème
de la loi normale est qu’elle ne prend pas en compte cette caractéristique majeure des
distributions de dispersion. Une autre caractéristique des distributions de dispersion
est qu’elles doivent avoir une forte kurtosis tout en ayant un taux d’émigration glo-
bal assez fort (peu d’individus se reproduisent exactement où leurs parents se sont
reproduits mais beaucoup juste à coté...). Cette caractéristique fait que beaucoup de
distributions communément utilisées, telles que les distributions exponentielles ou
géométriques, ne sont pas non plus complètement pertinentes pour la modélisation
des processus de dispersion (nous utiliserons tout de même la distribution géomé-
trique pour certains développements). Certaines familles de distributions permettent
de combiner des taux de migration forts et une forte kurtosis, parmi celles-ci on peut
citer les distributions discrètes de la forme fk = f−k =M/kn, où fk est la probabilité
de migrer à une distance k. Pour ces distributions, M contrôle approximativement
le taux de migration global et n la kurtosis. Elles correspondent à des distributions
discrètes de Pareto (ou Zeta) tronquées (voir, par ex. Patil & Joshi, 1968). Ce sont
ces distributions que l’on utilisera pour la simulation dans la section 2.1.

Figure 1.12 – Exemples de formes que peut prendre la distribution Sichel en fonction
des valeurs de ses 3 paramètres a, b, p (réduits à 2 dans le texte, je ne sais plus comment...).

En pratique, les distributions de dispersion sont extrêmement diverses et il parait
donc préférable de ne pas se focaliser sur une famille de distributions, telle que la
loi normale, mais de considérer des modèles généraux applicables à n’importe quels
types de distributions, ou des distributions très souples avec plusieurs paramètres
permettant de jouer “indépendamment” sur les différents moments. Un exemple est
la distribution Gamma réciproque de Poisson (dite distribution de Sichel, Chesson &
Lee, 2005). Cette distribution est d’apparence gaussienne à courte distance, mais a
une grande queue de distribution (en puissance), et peut donc présenter une kurtosis
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élevée avec un taux de dispersion fort, typique de la dispersion chez de nombreuses
espèces. Ses deux paramètres γ < 0 et κ déterminent la puissance γ − 1 de la queue
et le second moment σ2 = −κ/[2(1 + γ)], et permettent ainsi de modéliser une
grande diversité de distributions de dispersion (voir figure 1.11). Nous l’utiliserons
en section 3.2.2.

1.3.3 Isolement par la distance sur un réseau

Le modèle en isolement par la distance (“isolation by distance” IBD, Wright 1943)
est un modèle permettant de décrire la dispersion des populations naturelles de
manière plus pertinente que les précédents. L’idée est de modéliser la dispersion non
plus uniquement par un taux d’émigration mais aussi par une distribution donnant
la probabilité qu’un descendant disperse (et se reproduise) dans un dème en fonction
de la distance entre ce dème et le dème de son(ses) parent(s). Ceci implique que les
modèles d’isolement par la distance “contiennent” les modèles précédents. En effet,
si la dispersion est uniforme sur l’ensemble de l’habitat, l’IBD est équivalent à un
modèle en île. Si cette dispersion est limitée aux dèmes adjacents, l’IBD équivaut
alors à un modèle en stepping-stone. Bien sûr, la distribution de dispersion peut
avoir d’autres formes permettant de modéliser à la fois de nombreux évènements de
dispersion à courte distance et de rares évènements de dispersion longue distance.

Figure 1.13 – Représentation graphique d’un tore

Les modèles considérés pour les analyses de l’isolement par la distance sont des
modèles en réseaux, dans lesquels un ensemble de dèmes sont placées sur une grille
régulière. Pour certaines analyses, notamment l’analyse sous IBD en terme de pro-
babilités d’identité et F -statistiques, le réseau forme un cercle, en une dimension, ou
un tore, en deux dimensions, pour éviter les effets de bord et avoir ainsi une surface
parfaitement homogène (un tore est représenté sur la Figure 1.13). Sinon, la grille
forme généralement une ligne ou un rectangle avec des effets de bords à spécifier, et
tout autre forme d’habitat est envisageable.

N individus adultes composent chacune des sous-populations, dont la position
sur le réseau est donnée par deux coordonnées, r ≡ (x, y). L’unité de longueur est
la distance inter-dèmes, c’est à dire la distance entre deux dèmes adjacentes. Pour
des données réelles, on pourra exprimer cette distance inter-dème en fonction des
distances géographiques mesurées entre les individus échantillonnés. Il suffira d’ex-
primer la densité dans la même unité de distance. Comme pour les autres modèles,
au cours du cycle de vie (4), chaque adulte produit une infinité de gamètes qui su-
bissent les effets de la mutation avec une probabilité µ. Chaque gamète migre ou
non de façon indépendante vers un autre dème et la compétition ramène le nombre
d’adulte dans chaque dème à N . Cette hypothèse de migration des gamètes sera
relâchée dans certaines analyses, notamment celle utilisant le simulateur GSpace
qui peut considérer que la dispersion se fait par les individus (juvéniles) et non les
gamètes. Un modèle de dispersion individuelle est plus pertinent pour les espèces
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animales car il prend en compte la corrélation plus forte entre histoires généalogiques
à différents locus du fait de cette migration jointe des deux haplotypes des juvéniles
diploïdes dispersant. Au contraire, les approches sans recombinaison, simulant sou-
vent des histoires généalogiques différentes pour chaque locus indépendant, comme
dans IBDsim ne considère pas du tout cette dépendance due à la migration d’ha-
plotypes. Nous verrons en section 4.2.4 que cela peut avoir des conséquences fortes
sur la précision des estimations, jusqu’ici peu prises en compte en génétique des
populations. Pour les végétaux, il faudrait considérer une dispersion gamétique par
le pollen, et une dispersion “individuelle” par les graines. Ce point n’est pas évoqué
dans ce document et le lecteur pourra se référer au chapitre 8 de Rousset (2004)
pour plus de détails sur la modélisation de la dispersion chez les plantes.

Figure 1.14 – Représentation graphique de deux modèle d’IBD individuels en habitat
continu (a gauche) et en dèmes (a droite), sur un réseau de 28x28 et 8x8, respectivement. La
dispersion est représentée à partir d’un unique point (ou dème) de l’habitat par les flèches bleues
dont l’épaisseur indique l’intensité (taux) de la dispersion à cette distance. Les cercles représentent
les dèmes, et les points les individus. Le cadre représente l’habitat.

Dans ce modèle, chaque dème se comporte comme une population panmictique
dans lesquelles tous les individus sont équivalents. Un tel modèle est bien adapté à
l’étude d’espèces vivant dans des habitats en petits patches pour lesquelles la disper-
sion est “illimitée” au sein d’un patche (et serait donc “panmictique”) mais limitée
par la distance entre les patches. On peut par exemple penser à des amphibiens se
reproduisant dans des mares, ou des animaux commensaux (par ex. la souris do-
mestique) vivant en petits groupes dans des maison ou des petits villages. Pour des
espèces vivant dans des habitats continus et pour lesquelles la dispersion est très
localisée par rapport à la taille de ces habitats, un modèle plus réaliste ne consi-
dérerait pas forcément de structure en dèmes et les individus pourraient se placer
n’importe où sur une surface continue définissant l’habitat. La position des individus
de la population varierait entre générations, entraînant une variation des densités lo-
cales entre générations. De tels modèles de populations continues ont été développés
(Wright, 1943, 1946; Malécot, 1967; Sawyer, 1977) mais ne suivent pas un ensemble
d’hypothèses biologiques et sont en ce sens non réalistes et difficilement utilisables
(Maruyama, 1972; Felsenstein, 1975). Le fait qu’il n’y ait aucune régulation expli-
cite des densités locales conduit, par exemple, à une certaine forme d’agrégation
des individus dans l’espace. Quelques tentatives ont été faites pour s’affranchir de
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ce problème (Sawyer & Felsenstein, 1981; Wilkins & Wakeley, 2002; Wilkins, 2004)
mais elles sont basées sur des hypothèses peu réalistes de régulation de la densité
et/ou entrainent des difficultés mathématiques (Nagylaki, 1986; Barton et al., 2010).

Dans ce contexte, Robledo-Arnuncio & Rousset (2010) ont formulé des récur-
rences exactes pour les probabilités d’identité dans des populations continues en
IBD, avec divers niveaux de fluctuations démographiques, permettant de définir une
dispersion efficace (σ2

e) et une densité efficace (De). Ces travaux permettent de géné-
raliser les résultats des modèles en réseau que nous verrons dans le chapitre 2. Ainsi,
la méthode d’inférence de la régression que nous détaillerons reste valide en popula-
tion continue mais les estimations de densité et dispersion, bien que robustes dans
la majorité des cas, pourraient être fortement biaisées dans des situations extrêmes
où les individus auraient une forte tendance à se regrouper spatialement.

Plus récemment, Nick Barton, Amandine Véber et leurs collègues on défini un
nouveau modèle, appelé le processus spatial Λ-Fleming-Viot, pour modéliser de l’iso-
lement par la distance dans un habitat continu (Barton et al., 2010, 2013; Véber &
Wakolbinger, 2015). Les auteurs décrivent la dynamique (“avant”) d’une population
évoluant dans un habitat continu non borné (c.a.d sans effets de bords, donc sur un
cercle ou un torre), mais aussi le processus de “coalescence” (arrière) correspondant
qui caractérise la généalogie des individus échantillonnés à partir duquel Guindon
et al. (2016) et Ringbauer et al. (2017) ont développé des méthodes d’inférences
de la dispersion. Du fait de la position variable et non prédictible des parents à la
génération précédente, la validité de leur approche par coalescence ne nous semblait
pas claire. Quelques comparaison d’estimations sur données réelles avec la méthode
de Ringbauer et al. (2017) et la méthode de la régression que nous décrirons ci-
dessous suggèrent que ce modèle estime bien les mêmes paramètres de densité et
de dispersion (Smith et al., 2022). Ces résultats étant très récents, nous n’avons
pas considérer ce modèle Λ-Fleming-Viot dans ce document mais il mérite sûrement
d’être plus largement exploré.

A part peut-être le modèle Λ-Fleming-Viot, et vu les conclusions de Robledo-
Arnuncio & Rousset (2010), le meilleur modèle de population continue que nous
avons à présent est donc le modèle en réseau avec un individu ou un couple par
nœud. Ce modèle peut être considéré comme une approximation de la population
continue avec une régulation locale de la densité (par ex. lorsque la compétition locale
est forte, Malécot, 1975; Rousset, 2000). Nous détaillerons l’analyse mathématique
de ces modèles d’IBD (en réseau) dans la section suivante. On peut noter dès à
présent que ces modèles d’IBD (en réseau) semblent plus réalistes, notamment du
point de vue de la dispersion, et que leurs caractéristiques, telles que de faibles tailles
de dème et une dispersion relativement forte mais limitée dans l’espace, semblent
favorable à l’inférence robuste des paramètres de densité et de dispersion locaux et
actuels.

1.4 Inférence par moment vs. vraisemblance vs. par
simulation

On peut distinguer deux approches principales pour l’inférence statistique (Cox
& Hinkley, 1974) : les méthodes des moments et les méthodes fondées sur la vrai-
semblance. Les méthodes des moments, dont nous avons évoqué des exemples à
travers l’estimation de Nm à partir du FST dans un modèle en îles, consistent
à estimer certains paramètres d’un modèle en égalisant certains moments théo-
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riques (qui dépendent de ces paramètres) avec leurs contreparties empiriques. Ce
qui revient à “approcher” une espérance mathématique par un estimateur empirique
(comme on l’a vu avec l’estimateur du nombre de migrant dans le modèle en îles,
N̂m = (1/ ˆFST− 1)/4, défini en terme d’estimateur du FST calculé sur l’échentillon).
En génétique des populations, l’approche des moment la plus courante est celle basée
sur les F -statistiques, et donc sur l’analyse des corrélations des fréquences alléliques
entre différents niveau hiérarchiques définis au sein de la population étudiée. Elle
suppose que l’on sait exprimer ces F -statistiques en fonction des paramètres du mo-
dèle considère et que l’on puisse en calculer un estimateur sur un jeu de données
génétiques. Elles n’utilisent ainsi qu’une partie des données résumées dans une seule
statistique pour l’inférence de chaque paramètre d’intérêt.

Les méthodes par vraisemblance nécessitent un calcul explicite de la probabi-
lité d’un échantillon génétique en fonction des paramètres du modèle ou des algo-
rithmes de Monte Carlo permettant d’estimer cette vraisemblance par simulation si
le calcul n’est pas possible. Ce sont des méthodes d’inférence optimales du point de
vue statistique car elles utilisent toute l’information du jeu de données et bénéficie
d’une cadre statistique rodé que ce soit en maximum de vraisemblance ou en infé-
rence Bayesienne. La démarche consiste simplement à considérer la vraisemblance
L(P ;D) ≡ Pr(D;P) d’un modèle défini par les valeurs prises sur l’ensemble de ses
paramètres P , sachant les données D 4. Il faut ensuite trouver le jeu de paramètres
PMLE pour lequel la vraisemblance est maximum. PMLE est alors l’estimateur par
maximum de vraisemblance.

De nombreuses méthodes ont été développées pour calculer ou estimer la vrai-
semblance de différents types de données génétiques selon différents modèles de
structuration de populations. Il est important de noter qu’il existe de nombreuses
méthodes d’estimation de paramètres démographiques et historiques par vraisem-
blance fondées sur les fréquences alléliques d’un échantillon n’utilisant pas la coa-
lescence. La plupart sont basées sur des approximations de la distribution des fré-
quences alléliques dans un modèle de Wright-Fisher par des distributions statistiques
instrumentales, c.a.d. des lois normales ou beta approchant les distributions sous le
vrai processus de WF, et donc pas directement reliées aux paramètres du modèle
démo-génétique (tout au moins dans le sens explicité dans ce document). De plus,
ces approximations, souvent dérivées dans le cadre de la théorie de la diffusion,
permettent principalement de considérer des modèles de pure dérive, et sont moins
adaptés à la modélisation de la migration et aux populations structurées. Nous nous
focaliserons donc sur l’estimation par vraisemblance des paramètres d’un modèle
démo-génétique à partir d’un échantillon de gènes par des méthodes fondées sur la
théorie de la coalescence. Le lecteur trouvera une synthèse détaillée de ces approches
alternatives et des références vers les méthodes d’inférence les implémentant dans
Tataru et al. (2016).

D’un point de vue purement statistique, un des aspects les plus intéressants
de la théorie de la coalescence est de permettre une analyse par vraisemblance du
polymorphisme de marqueurs neutres et donc d’utiliser l’information complète des
données génétiques. Mis à part quelques cas spécifiques comme pour une population
panmictique avec un modèle mutationnel à nombre infini d’allèles (“Ewens sampling

4. Par extension (ou abus de langage), on parlera aussi bien de la vraisemblance d’un modèle
sachant les données que de la vraisemblance des données sous un modèle, bien que la dernière
formulation corresponde moins à l’esprit du maximum de vraisemblance. En effet, puisque l’on
cherche les valeurs des paramètres qui maximisent la vraisemblance, ce sont les paramètres qui
varient et non les données.
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formula”, Ewens, 2004), il n’existe pas de formules explicites de la vraisemblance
pour les modèles démo-génétiques de populations structurées.

Ces méthodes ne considèrent donc pas de formules explicites pour la vraisem-
blance mais utilisent la simulation d’arbres de coalescence pour obtenir une estima-
tion de la vraisemblance d’un échantillon. Dans le contexte de la coalescence, on
peut écrire la vraisemblance des paramètres d’un modèle en fonction des données
comme

L(P ;D) =

∫

G

Pr(D|G;P) Pr(G;P), (1.22)

où l’intégrale représente une somme sur toutes les généalogies compatibles avec
l’échantillon. Un estimateur non biaisé de la vraisemblance est alors

L(P ;D) = E [Pr(D|G;P)] , (1.23)

où E correspond à l’espérance d’une chaîne de Markov de distribution stationnaire
Pr(G;P). En d’autre mots, l’estimation de L(P ;D) par l’équation (1.23) se fera
en calculant la moyenne de Pr(D|G;P) sur un grand nombre de généalogie simu-
lées selon la distribution stationnaire Pr(G;P). Cependant, simuler directement se-
lon la distribution Pr(G;P) peut s’avérer difficile techniquement ou peu efficace
(c.a.d. beaucoup de généalogies échantillonnées auront une probabilité Pr(D|G;P)
très faible).

L’équation (1.22) peut alors être mise sous la forme

L(P ;D) =

∫

G

Pr(D|G;P) Pr(G;P)

f(G)
f(G), (1.24)

où f(G) est ce que l’on appellera la fonction d’échantillonnage pondéré, ou d’impor-
tance (“Importance Sampling”, IS). Cette nouvelle distribution f impliquera que l’on
simulera les généalogies selon une distribution stationnaire différente de Pr(G;P).
Dans ce cas, un estimateur non biaisé de la vraisemblance est

L(P ;D) = E

[
Pr(D|G;P) Pr(G;P)

f(G)

]
, (1.25)

où E correspond à l’espérance d’une chaîne de Markov de distribution stationnaire
f(G). L’utilisation de fonctions d’échantillonnage d’importance permet d’explorer
l’espace des possibles (ici les différentes généalogies) par la simulation selon f de
façon plus efficace que directement selon la distribution stationnaire Pr(G;P) (c.a.d.
l’exploration de zones de forte probabilité sera favorisée au dépens des zones de faible
probabilité). Si l’on explore un grand nombre de généalogies {G1, G2, .., Gn} selon
la distribution f , on a alors

L̂(P ;D) ≈ 1

n

n∑

i=1

Pr(D|Gi;P) Pr(Gi;P)

f(Gi)
. (1.26)

Il suffit alors pour estimer L̂(P ;D) de déterminer la probabilité Pr(D|Gi;P) Pr(Gi;P)
d’un échantillon de gène D pour chaque généalogie Gi explorée.

Selon les implémentations, (i) l’espace des paramètres peut être exploré en même
temps que celui des généalogies en suivant un algorithme de Monte Carlo par Chaîne
de Markov (MCMC) sur l’espace joint des paramètres et des généalogies, générale-
ment implémenté dans une approche d’inférence Bayesienne, sinon (ii) les généalogies
sont explorées dans un premier temps par simulation pour estimer la vraisemblance
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en un certains nombre de points de l’espace des paramètres ; et l’espace des para-
mètres est ensuite exploré en interpolant une surface de vraisemblance à partir de
ces points (ou en utilisant des algorithmes de type “expectation-maximisation” si
l’on ne veut pas la surface de vraisemblance mais juste le maximum) pour trouver
l’estimateur par maximum de vraisemblance PMLE et construire des intervalles de
confiance.

L’inférence basée sur la vraisemblance est donc souvent limitée par la difficulté
de calculer ou d’estimer la vraisemblance sous les modèles d’intérêt. Ceci a motivé,
notamment en génétique des populations, le développement de nouvelles méthodes
d’inférence dont le but est d’approcher la vraisemblance, en utilisant des simulations
et non une formulation mathématique du modèle (Marjoram & Tavaré, 2006). C’est
ce que l’on appellera l’inférence par simulation, qui peut se décrire intuitivement
sous sa forme originelle simple (mais statistiquement peu robuste) de l’algorithme
de rejet appliqué en génétique des populations par Tavaré et al. (1997) et Pritchard
et al. (1999).

L’algorithme de rejet consiste tout simplement à (i) simuler un grand nombre
de jeux de données, avec les mêmes caractéristiques que le jeu de données réelles
(“observé”) que l’on veut analyser (c.a.d le même nombre d’individus et de locus,
et le même type de marqueurs) dans le cadre d’un modèle donnée. Les paramètres
des jeux de données simulés sont échantillonnés à partir d’une distribution a priori
définie par l’utilisateur ; (ii) les données simulées sont ensuite réduites à un ensemble
de statistiques, dites “statistiques résumantes”, et (iii) les paramètres de chaque si-
mulation sont acceptés ou rejetés sur la base d’une distance maximale entre les sta-
tistiques résumantes simulées et observées ; enfin (iv) le sous-échantillon des valeurs
acceptées de paramètres permet de construire la distribution marginale à posteriori
pour chaque paramètre. Le principe de l’algorithme de rejet est donc de générer un
grand nombre de jeux de données simulés, les réduire à un ensemble de statistiques
résumantes calculées sur chaque simulation, et puis de faire l’inférence à partir des
valeurs de paramètres des simulations retenues comme étant les plus proches du
jeu de données observé, par comparaison entre statistiques résumantes simulées et
observées.

Ce principe s’applique assez naturellement dans un cadre d’inférence Bayesienne,
et de nombreuses versions améliorées de cet algorithme de rejet ont été développées
sous le nom d’ “Aproximate Bayesian Computations” (ABC, Beaumont et al., 2002)
que nous détaillerons en section 4.1. Pour nos travaux, nous avons choisi d’utiliser
une approche alternative d’inférence par simulation, la vraisemblance résumée (“su-
mary likelihood” SL, Rousset et al., 2017), que nous présenterons et testerons dans le
chapitre 4. Par ailleurs, la coalescence, de part son efficacité et sa flexibilité à simuler
une grande variété de modèles démo-génétiques, a été naturellement utilisée pour
générer les jeux de données simulés dans une majorité des développements ABC de
génétique des populations.

Enfin, on peut noter que l’inférence par simulation repose donc sur (1) l’ana-
lyse incomplète des données, car résumées dans un (petit) ensemble de statistiques
résumantes décrivant les données, (ii) des algorithmes d’apprentissage automatique
supervisés permettant de trouver les paramètres correspondant au mieux aux don-
nées observées (réduites), sur la base de données d’apprentissage simulées. Ce lien
avec les méthodes d’apprentissage automatique et l’explosion récente des méthodes
dites d’intelligence artificielle (IA), ont naturellement conduit au développement ré-
cents d’approche d’inférence par simulations basées sur ce type de méthodes, plus ou
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moins intégré dans un cadre ABC (voir par ex. Sanchez et al., 2021). Ces nouvelles
approches ont notamment pour but d’améliorer l’apprentissage (et donc de réduire
les temps de simulation), et d’essayer de se passer des statistiques résumantes ou de
pouvoir en considérer un très grand nombre. En effet, l’apprentissage automatique,
notamment profond, semble particulièrement adapté à l’extraction d’informations
pertinentes à partir de données génétiques. Ainsi, Sanchez et al. (2021) montrent
que la combinaison de l’apprentissage profond par réseau de neurone et de l’ABC
peut améliorer les performances des inférences en tirant parti des deux approches.
Ce domaine d’inférence par simulation, notamment basé sur l’apprentissage auto-
matique, est en pleine explosion, et une des idées serait de se passer des statistiques
résumantes, et donc pourvoir utiliser toute l’information des données.

1.5 Robustesse des inférences

Une des spécificités de la biologie évolutive lorsque l’on cherche à étudier les
processus évolutifs à partir de données issues de populations naturelles est que l’ex-
périence menant aux données observées a été faite une fois, dans des conditions
initiales et de déroulement de l’expérience inconnues, qu’il est impossible de la re-
faire, et qu’il n’existe pas de réplicat. Il existe donc une incertitude quasi-totale sur
le déroulement du processus évolutif du passé infiniment lointain jusqu’au moment
de l’observation des données, que l’on considérera ici comme le présent. Dans de
nombreuses situations, cette incertitude sur l’histoire évolutive doit être prise en
compte lors de l’analyse des ces données.

En génétique des populations, de même que dans d’autres domaines de la biologie
évolutive, cette incertitude peut être prise en compte à l’aide de modèle stochastique
de l’évolution, dont les approches par coalescence et les modèles de Wright-Fisher
étendus que nous avons vu précédemment sont des exemples. Malgré une demande
potentiellement forte des empiristes pour des modèles complexes, quelques principes
de base, sur lesquels nous reviendrons régulièrement, suggèrent plutôt de se focaliser
sur des modèles simples mais robustes quand ils s’agit de faire des inférences à
partir de données issues de populations naturelles sur les processus évolutifs les
ayant générées.

Une première raison purement statistique est que plus un modèle à de para-
mètres moins ces paramètres peuvent être estimés avec précision à partir d’un jeu
de donnée de taille finie. Un corollaire est que plus le jeu de données est petit (moins
il “contiendra d’information”), plus il faut considérer des modèles simples.

De plus, les données issues de population naturelles, mais aussi de populations
très anthropisées de type agricole ou encore de populations Humaines, ont été géné-
rées dans des contextes beaucoup plus complexes que n’importe quel modèle même
complexe utilisé pour l’inférence. Il existe donc de nombreux facteurs non-contrôlés
pouvant influencer les estimations, en les biaisant, en augmentant leur variance ou
encore en compliquant ou invalidant l’interprétation biologique des paramètres esti-
més.

Enfin, comme nous l’avons vu pour le n-coalescent, de nombreuses méthodes
reposent sur les approximations de grandes tailles de populations et de petits taux
d’évènements, et il n’est alors pas toujours possible d’estimer séparément tous les
paramètres canoniques du modèle démo-génétique non-approché. Par exemple, nous
avons vu que le coalescent était invariant à des transformations de N et µ à produit
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Nµ constant, il est donc uniquement possible d’inférer le produit Nµ 5, et pas N
et µ séparément, sous ces hypothèses. Ce raisonnement peut être étendu à tous les
paramètres biologiques apparaissant dans le modèle d’inférence uniquement sous
forme de combinaison des paramètres canoniques du modèle démo-génétique non-
approché. Il est alors important de bien distinguer les paramètres estimables ou non à
partir des données selon les méthodes utilisées. Cette différence n’est pas forcément
toujours claire pour les utilisateurs des méthodes d’inférence, il paraît crucial de
paramétrer les modèles d’inférences en terme de paramètres estimables (c.a.d les
paramètres canoniques du modèle approché) et non des paramètres canoniques du
modèle démo-génétique non-approché. Cela sera abordé régulièrement dans les trois
chapitres suivants.

Pendant longtemps, les jeu de données génétiques pour les espèces non modèles
ont été de tailles très réduites, non seulement en terme de nombre d’individus (et
c’est encore le cas), mais surtout parce que l’on avait accès à un très petit nombre
de marqueurs génétiques. Les inférences de l’histoire adaptative des populations
étaient de fait limité à des modèles simples (et sous lesquelles les estimations ob-
tenues étaient en plus souvent très imprécises). Ceci n’a pas empêché l’émergence
de nombreuses “croyances” basées sur le manque de prise en considération de la ro-
bustesse des ces inférences. Ainsi, comme évoqué précédemment, il a souvent été
considéré que le FST estimé sur un échantillons issus de 2 “dèmes” échantillonnés
dans une population comportant de nombreux autres dèmes renseigne sur la migra-
tion entre cette paire de pop. Sauf si les 2 dèmes sont complètement isolés du reste
de la population, Ceci est complètement faux puisque c’est un estimateur de l’en-
semble des immigrants arrivants dans ces populations à partir de toutes les autres
populations. C’est même plus exactement un estimateur du nombre d’immigrants
moyen arrivant dans chacun de ces dèmes sous l’hypothèse que ce taux est équivalent
pour toutes les paires de dèmes, comme nous l’avons vu en section 1.3.1. C’est un
exemple assez caricatural mais non moins commun, et il en existe bien d’autres tout
aussi problématiques.

Un point important à prendre en compte est donc de développer et utiliser des
méthodes robustes vis à vis des écarts les plus probables au modèle. Nous verrons
dans les deux chapitres suivants de nombreux exemples de tests de robustesse de
l’inférence de la dispersion et de la densité en isolement par la distance. Quelques
exemples classiques de facteurs importants à tester sont l’influence des processus
anciens vs. récents, des processus locaux vs. avoisinants ou lointains, des processus
mutationnels des marqueurs utilisés, ou encore des processus d’adaptation. Un autre
point important de robustesse, illustré dans l’exemple du FST ci-dessus et sur lequel
nous reviendrons souvent, est le nombre de dèmes échantillonnés vs. nombre de
dèmes du système biologique, et plus largement la définition de (sous-)populations
dans les modèles de populations structurées.

Ainsi, malgré l’arrivée des NGS permettant maintenant des estimations extrême-
ment précises sous des modèles avec de nombreux paramètres, ces modèles restant
une extrême simplification de la réalité biologique, il parait toujours important de
privilégier la robustesse à la précision pour éviter d’aboutir à des conclusions erro-
nées. C’est ce type d’approche que je tenterai de décrire dans la suite de ce document,

5. Nµ est souvent (abusivement) appelé paramètre de taille de population mis à l’échelle de la
mutation, ce qui est en effet plus parlant quand on s’intéresse à l’inférence démographique et c’est
effectivement comme cela qu’il est généralement interprété, c.a.d on divise Nµ par µ pour avoir
accès à N . Cependant, c’est un taux de mutation mis à l’échelle de la taille de la populations,
comme tous les autres paramètres du coalescent.
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toujours partir de modèles simples et de méthodes statistiques adaptées et perfor-
mantes, que l’on teste profondément afin de bien comprendre leur comportement,
notamment la robustesse des estimations (ce qui peut durer très longtemps...). Puis
les complexifier petits à petits pour répondre à des questions biologiques différentes
ou de manière plus précise. J’espère que le lecteur comprendra bien tout au long
de sa lecture, qu’in-fine, ce sera toujours la robustesse qui déterminera ce que l’on
pourra inférer.

Enfin, par principe, toute inférence statistique devrait partir de la construction
d’un ensemble de modèles paraissant a priori convenir pour les données et le modèle
biologique considéré, choisir le ou les meilleurs modèles par une procédure de choix
de modèle, puis faire sous ce(s) modèle(s) l’inférence des paramètres d’intérêt et finir
par un test de qualité de l’ajustement de ce(s) modèle(s) aux données (“goodness
of fit” GOF). Par manque de temps et de place, mais aussi parce que ce sont des
questions que je n’ai pas directement traitées dans mes travaux, je n’aborderai pas
dans ce document ces aspects pourtant primordiaux. Je laisserai le lecteur trouver
la lecture statistique la plus adaptée à son niveau, dans l’immense littérature scien-
tifique statistique consacrée à ces questions (bien que Cox, 2006 semble être une
référence de choix :).





Chapitre 2

Inférences par F -statistiques sous
IBD

Nous avons vu dans le chapitre d’introduction comment l’ajustement de mo-
dèles démo-génétiques peut permettre, au moins dans certains cas, l’estimation de
paramètres démographiques à partir de données génétiques par la méthode des mo-
ments (cf. éq.1.19 par exemple) et que le modèle d’IBD permet une meilleur prise
en compte de la dispersion et de l’organisation spatiale des population naturelles.
Dans ce chapitre, nous nous focaliserons sur la “méthode de la régression” de Rousset
(1997, 2000), une méthode d’inférence de la dispersion et de la densité sous IBD en
réseau fondées sur l’augmentation de la différenciation génétique entre individus ou
entre dèmes en fonction de la distance géographique. C’est une méthode des mo-
ments reposant sur le calcul des probabilités d’identité et d’une F -statistique sous
isolement par la distance, introduits ci-dessous.

2.1 Structuration génétique en isolement par la dis-
tance et méthode de la régression

Si les premières analyses des modèles d’isolement par la distance ont été faite par
Wright (1943, 1946) et Malécot (1948), toutes les analyses rigoureuses découlent du
modèle en réseau formulé par Malécot (1950). Dans ces modèles, toutes les distribu-
tions de dispersion peuvent être considérées, à condition d’avoir des moments finis
jusqu’à l’ordre 3, impliquant une dispersion locale. On suppose également que la
densité (ou les tailles de dèmes) et la migration sont homogènes dans l’espace, c’est
à dire que la densité et la distribution de dispersion sont identiques en tout point du
réseau. Un point intéressant est que les modèles IBD en dèmes et en habitat continu
(dans lesquels il n’y a pas de dèmes mais juste des individus ou des couples à chaque
nœud du réseau) peuvent être traité de manière similaire. Nous considérerons donc
par souci de simplification que l’on parlera abusivement parfois de dème pouvant
avoir une taille N = 1 ou deux quand on ne souhaitera pas différencier les modèles
en dèmes ou individuel en habitat continu. Généralement la notation D sera utilisée
pour la densité dans le modèle individuel et N pour les tailles de dèmes dans l’autre
modèle mais si l’unité de mesure considéré est la distance inter-individuelle ou la
distance inter-dème, ce qui sera la cas dans tous ce document, les deux mesures
peuvent être vues comme équivalentes puisque D = N

unité2 = N
12

= N .
Comme pour les analyses en terme de probabilité d’identité des modèles de po-

pulation panmictique ou du modèle en îles présentée en section 1.2, l’analyse ma-
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thématique du modèle d’isolement par la distance permet l’expression des équations
de récurrences des différentes probabilités d’identité par descendance Qw au sein
d’un dème (Qwd) ou au sein d’un individu (Qwi) et Qr entre dèmes séparés par une
distance géographique r en fonction des paramètres du modèle et ce système d’équa-
tion est résolu à l’équilibre en utilisant les transformées de Fourrier. L’outil principal
dans l’analyse des modèles en réseau, notamment pour résoudre le système d’équa-
tion de récurrence des Q est l’analyse de Fourier, dont je ne donnerai pas les détails
car ils sont assez complexes. Pour l’application de l’analyse de Fourier aux modèles
d’isolement par la distance dont nous ne donnerons donc ici que les principaux ré-
sultats, le lecteur pourra se référer à Sawyer (1977) et Rousset (1997, 2004). Tous
les résultats que l’on présentera dans cette partie sont valables pour des réseaux de
taille infinie ou sans effet de bords, donc sur un cercle ou un tore. On a alors, tout
d’abord pour un modèle d’IBD en une dimension,

Qr

1−Qw

≈ e−
√
2µr/σ

4Nσ
√
2µ
, (2.1)

où σ est la racine carré du moment d’ordre deux de la distribution de distance de
dispersion parent-descendant, comme défini en section 1.3.2. L’équation (2.1) est
une approximation pour des grandes distances géographiques (c.a.d. r → ∞, mais
en pratique, r ≫ sigma). Pour r = 0, on a alors

Qw

1−Qw

≈ 1

4Nσ
√
2µ

+
A1

4Nσ
, (2.2)

où A1 est une constante, relativement compliquée, déterminée uniquement par la
distribution de dispersion (mais pas uniquement fonction de σ2). Sawyer (1977) en
donne la définition suivante

A1 ≡ 2σ

(
1

π

∫ π

0

ψ2(x)

1− ψ2(x)
− 1

σ2x2
dx− 1

π2σ2

)
, (2.3)

où ψ est la fonction caractéristique des probabilités de dispersion mr, ψ(z) ≡∑
rmre

ırz (où ı désigne la partie imaginaire d’un nombre complexe). De telles fonc-
tions caractéristiques sont couramment utilisées dans le cadre des analyses de Fourier
(voir Rousset, 2004).

En deux dimensions, pour deux gènes à la distance euclidienne r ≡
√
x2 + y2,

on a
Qr

1−Qw

≈ K0(
√
2µr/σ)

4Nπσ2
, (2.4)

où K0 est la fonction modifiée de Bessel de second type et d’ordre zéro (voir par ex.
Abramovitz & Stegun, 1972). L’équation (2.4) est aussi une approximation pour des
r grands et une autre expression doit être considérée pour r = 0 :

Qw

1−Qw

≈ − ln(
√
2µ+ 2πA2)

4Nπσ2
, (2.5)

où A2 est de la même nature que A1. Le lecteur pourra en trouver une expression
dans Sawyer (1977, éq.3.4). Pour le modèle en dèmes, Rousset (1997) montre que
la F -statistiques la mieux adapté pour décrire la différenciation en fonction de la
distance et des paramètres du modèle est FST/(1− FST) =

Qwd−Qr

1−Qwd
. On comprendra

tout de suite pourquoi ci-dessous. Pour le modèle individuel en habitat continu,
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Rousset (2000) définit le paramètre ar = Qwi−Qr

1−Qwi
, analogue à FST/(1 − FST) mais

entre paires d’individus et non entre paires de dèmes. Si l’on pose Fr correspondant
à FST/(1 − FST) ou ar selon le modèle, on a alors en réarrangeant les équations
ci-dessus

Fr ≡
Qw −Qr

1−Qw

≈ 1− e−
√
2µr/σ

4Nσ
√
2µ

+
A1

4Nσ

≈r et µ petit r

4Nσ2
+

A1

4Nσ
≈N→D r

4Dσ2
+

A′
1

4Dσ

(2.6)

en une dimension, et en deux dimensions on a

Fr ≈
− ln(

√
2µ)−K0(

√
2µrσ) + 2πA2

4Nπσ2

≈r et µ petit ln(rσ)− 0.116 + 2πA2

4Nπσ2
≈N→D ln(r)

4πDσ2
+

ln(σ)− 0.116 + 2πA′
2

4πDσ2

(2.7)

Les dernières expressions correspondent au passage des tailles de populations N à
la densité d’individus sur le réseau D. En deux dimensions, peu importe l’unité
de longueur utilisée, il suffit que la densité soit exprimée avec la même unité de
longueur que σ, et Dσ2 est exprimé en nombre d’individus. En une dimension,
l’unité de Dσ2 et un nombre d’individu fois l’inverse d’une distance (individus×m−1

par exemple). Une unité simple, que l’on utilisera ensuite, est la maille du réseau (la
distance entre deux dèmes adjacents). C’est l’unité qui est utilisée pour σ lorsque
l’on considère des tailles de populations N (modèle avec structure démique) et non
les densités. C’est à ce niveau que se fait le lien entre les modèles à structuration
démique dans lesquelles les individus sont regroupés en dèmes et les modèles en
populations continues dans lesquels les individus sont répartis de façon homogène
sur toute la surface définissant l’habitat. On notera aussi que Dσ2 = Nm dans
un modèle stepping-stone et prend une valeur infinie dans un modèle en îles. Les
modèles d’isolement par distance comprennent donc le modèle en îles et le modèle
stepping-stone comme sous-modèles “extrème” du point de vus de la dispersion.
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Figure 2.1 – Différenciation en fonction du logarithme de la distance en isolement par la
distance en deux dimensions avec : (i) une structuration forte ; (ii) avec une structuration moins
forte σ2

ii > σ2
i ; et (iii) dans un modèle en îles avec le même taux total de migration 4/9. Noter

l’échelle logarithmique de la distance géographique. Figure adaptée de Rousset, 2004.
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Figure 2.2 – Régressions linéaires entre la distance géographique et la différenciation gé-
nétique par paire d’individus ou de sous-populations de Coenagrion mercuriale dans trois sites
géographiques. Ces graphiques sont typiques des regressions obtenues dans le cadre de l’analyse
IBD par la méthode de la régression de Rousset (1997, 2000). Figure issue de Watts et al. (2006).
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Le résultat principal de ces analyses, illustrant la raison du choix de Fr =
Qw−Qr

1−Qw
,

est que l’on a donc une relation linéaire entre Fr et la distance géographique en une
dimension, et entre Fr et le logarithme de la distance géographique en deux dimen-
sions (Figure 2.1). On remarquera que les approximations sont faites en considérant
tout d’abord que les distances sont grandes (éq.2.1 et éq.2.4), et petites ensuite
(éq.2.6 et éq.2.7). La relation linéaire sera donc valide pour des distance intermé-
diaires. Que ce soit en une ou deux dimensions, la pente de cette relation linéaire
est fonction de Dσ2. Ces approximations permettent une description relativement
simple de la différenciation attendue sous ce modèle et permettent d’envisager une
estimation du produit Dσ2 par la pente de la relation entre la différenciation, obser-
vée sur des marqueurs génétiques et mesurée par une estimateur de Fr, et la distance
géographique (ou le logarithme de la distance pour le modèle en deux dimensions,
voir Figure 2.2). C’est la méthode d’inférence de Dσ2 dite “méthode de la régres-
sion” de Rousset (1997, 2000). Nous verrons en détail les caractéristiques d’une telle
estimation et testerons ses performances dans la section suivante 2.2.

On peut noter aussi que la différenciation sous ces modèles n’est pas uniquement
fonction de Dσ2 mais également d’autres caractéristiques de la dispersion “conte-
nues” dans les constantes A. Aucune méthode à ce jour ne permet d’extraire cette
information sur la dispersion contenue dans l’intercepte de la régression. De plus,
pour des taux de migration faibles, la différenciation entre deux sous-populations
adjacentes est proche de la différenciation attendue sous un modèle en îles avec le
même nombre d’émigrants (Figure 2.1). Ceci confirme que Dσ2 n’est pas la seule
caractéristique de dispersion jouant sur la différenciation génétique, mais que Nm
joue aussi un rôle important, et peut sans doute être co-estimé avec Dσ2 à partir
d’un jeu de données réel avec des méthodes autres que la régression (voir sections
1.4).

Il existe de nombreuses raisons de considérer d’autres statistiques de différencia-
tion que ar pour les inférences sous IBD. La relation entre la statistique utilisée et
les paramètres démographiques du modèle doit être bien définie ; et cette dernière
relation doit être, dans une certaine mesure, robuste aux processus de mutation et à
la conception de l’échantillonnage. Le lecteur trouvera des exemples de conception et
de tests statistiques différents dans Hardy & Vekemans (1999) et Hardy (2003) pour
les plantes, ainsi que dans Watts et al. (2006) pour une amélioration du ar pour les
populations avec un faible IBD (c.ad. avec Dσ2 grand). On peut également choisir
d’utiliser des statistiques biaisées avec une faible variance pour tester l’IBD avec
plus de puissance, puis utiliser des statistiques non biaisées pour faire des inférences
démographiques (ce qui peut être fait avec er puis ar, voir Rousset, 2008).

Ainsi, Slatkin (1993) avait mis au point la première méthode d’inférence par
régression du produit Nm dans un modèle stepping-stone, basée sur la régression
(linéaire) des estimateurs de M ≡ (1/FST − 1)/2 avec la distance géographique sur
une double échelle logarithmique (N̂m est donnée par l’ordonnée à l’origine). L’uti-
lisation de M présente deux intérêts principaux : (i) M est à peu près indépendant
des taux de mutation et du plan d’échantillonnage ; (ii) la relation entre M , Nm et
la distance géographique r est simple dans le modèle stepping-stone (M = Nm/r).
Cette méthode permet des inférences quantitatives de la dispersion dans le cadre de
ce modèles, mais pas dans le cadre de modèles IBD plus généraux, car la relation
simple entre M et le nombre de migrants n’est plus valable.

Sur la figure 2.3, l’aire gris foncé représente la masse de probabilité correspon-
dant à Fr. Sous isolement par la distance, la relation entre les F -statistiques et
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Figure 2.3 – Distribution des probabilité de coalescence sous isolement par la distance en
fonction du taux de migration et de l’éloignement des deux gènes considérés. C1(t) correspond
aux temps de coalescence de gènes intra-dèmes. C2(t) correspond aux temps de coalescence de
gènes inter-dèmes situé à 2 unités du réseau pour les figures (a) et (b) et à 8 pas de distance
pour (c). La migration se fait uniquement entre dèmes adjacents (stepping-stone) avec un taux de
migration de 1/4 pour (a) et (c) ; et 1/40 pour (b). Pour toutes ces figures, le réseau est en une
dimension, le nombre de dèmes est 100 et chaque dème est constitué de 10 adultes haploïdes. L’aire
gris foncée correspond à Fr. L’échelle de l’axe des ordonnées est logarithmique. Figure adaptée de
Rousset, 2004

les temps de coalescence nous indique les même tendances que pour le modèle en
îles. L’influence des mutations et des fluctuations démographiques passées sera donc
d’autant plus faible que les taux de migration sont forts (Figure 2.3a vs. b) et, dans
une moindre mesure que les tailles des dèmes (ou les densités) sont petites. On peut
aussi souligner que cette influence sera d’autant plus faible que les dèmes (ou les
individus) comparées seront proches géographiquement (Figure 2.3a vs. c).

2.2 Robustesse de la méthode de la régression

Les performances de la méthode de la régression ont été testées par simulation
par Leblois et al. (2003) et Leblois et al. (2004). Comme vu ci-dessus, cette mé-
thode repose sur une régression des estimateurs du paramètres Fr et le logarithme
de la distance géographique, dont la pente est utilisée pour estimer le paramètre
Dσ2, ou D est la densité d’individus adultes et σ2 le carré moyen de la distance de
dispersion parent-descendant. Cette méthode est en principe plus performante que
les méthodes précédentes traitant des modèles d’isolement par la distance pour au
moins deux raisons : (i) le modèle démographique sous-jacent, introduit en section
2.1, fait peu d’hypothèses quant aux distributions de dispersion et il est particuliè-
rement robuste pour des distributions leptokurtiques, une caractéristique commu-
nément observée dans les populations naturelles (voir la section 1.3.2 relative aux
distributions de dispersion) ; (ii) les variations des F -statistiques avec la distance géo-
graphique donnent des résultats plus facilement interprétables que les F -statistiques
en elles-mêmes. Ce dernier point peut être illustré par les équations (2.6) et (2.7)
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de la section 2.1 dans lesquelles on voit bien que les constantes “A”, entrant dans
la définition du paramètres ar, sont des fonctions complexes des distributions de
dispersion alors que la variation de ar avec la distance géographique n’est fonction
que de Dσ2.

Un autre intérêt majeur de cette méthode est que l’analyse de la différenciation
est faite à une petite échelle géographique (échelle géographique locale), ou plutôt,
devrait être faite à échelle intermédiaire pour respecte les hypothèse sous-jacentes
aux approximations considérée dans la méthode d’inférence. Cette notion d’échelle
géographique et de validité de la méthode ne sont pas très claires à ce stade de la
réflexion car basées sur des approximations mathématiques (en plus contradictoire,
r → ∞ des éq.2.1 et éq.2.4), et r → 0 ensuite (éq.2.6 et éq.2.7). Nous verrons par la
suite que cette échelle géographique intermédiaire peut être caractérisée relativement
à la valeur σ, permettant une interprétation plus aisée de ces contraintes spatiales,
et correspondra in fine à de très petites échelles géographiques.

Or les hypothèses de stabilité démographique sont moins critiques quand on
considère des petites surfaces (Slatkin, 1993). Plus précisément, les études à des
échelles géographiques locales donnent de meilleures estimations car l’hétérogénéité
des paramètres démographiques (tels que la densité ou la dispersion) est réduite et
leur influence sur l’hétérogénéité des processus génétiques tels que la dérive le sont
aussi (Rousset, 2001). Mais ceci ne fait qu’atténuer le problème de l’hétérogénéité
potentielle des paramètres démographiques. Dans le cas de fortes variations dans un
passé pas si lointain, il est légitime de se poser la question de la signification exacte
des paramètres de dispersion et de densité estimés. Plus précisément, obtient-on
un estimateur du paramètres actuel ou bien l’estimation subit-elle largement l’in-
fluence des variations antérieures ? D’autre part même si l’homogénéité spatiale est
plus probable à des échelles démographiques locales, il est possible que la présence
de zones présentant des densité plus fortes que d’autres ait une influence majeure
sur les estimations du produit Dσ2, en particulier si l’échantillon a été récolté en
partie ou totalement dans de telles zones. Enfin, le processus mutationnel des mar-
queurs génétiques sont souvent complexes et mal connus, et ne correspondent pas
aux hypothèse d’identité par descendance sur laquelle est basé la méthode de la
régression.

Il nous a paru intéressant de quantifier par simulation l’effet de tels écarts par
rapport aux hypothèses de base du modèle sur l’estimation de Dσ2 par cette mé-
thode des moments. Dans ce but, nous avons développé un algorithme de simulation
génération par génération fondé sur la théorie de la coalescence (voir section 1.1)
pour tester l’influence sur l’estimation du produit Dσ2 : (i) de l’échelle d’échantillon-
nage des individus, (ii) des processus mutationnels (taux et modalités de mutation)
des marqueurs utilisés, avec une référence spéciale aux microsatellites, et (iii) d’hé-
térogénéités spatiales et temporelles des paramètres démographiques.

Pour les modèles IBD, il n’existe pas de traitement analytique des probabili-
tés et temps de coalescence pour plus de deux gènes. Les modèles classiques du
n-coalescent et du coalescent structuré ne s’appliquent pas non plus puisque la mi-
gration est forte et les dèmes de très petite taille (un individu). Nous avons donc
utilisé un algorithme de simulation de coalescence génération par génération que
nous avons implémenté dans IBDsim (Leblois et al., 2009). IBDsim permet de simu-
ler de manière exacte le processus d’isolement par la distance sur un réseau dans la
cadre général des processus de Wright-Fisher décrit en introduction, en considérant
à chaque génération tous les évènements possibles de dispersion et de coalescence,
jusqu’au MRCA de l’échantillon.
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Notons que lorsque que l’habitat est hétérogène (réseau avec des tailles de sous-
populations différentes), IBDsim calcule les distributions de dispersion “arrière” à
partir des distributions “avant” choisies par l’utilisateur. Chaque point du réseau
a alors une distribution de dispersion “arrière” propre, dépendant de la densité en
chaque dème susceptible d’être le dème d’origine du gène considéré (à savoir l’en-
semble des dèmes situés à une distance du dème d’origine inférieure ou égale à la
distance maximale de dispersion). Soit Nx,y,G le nombre d’individus au dème (x, y)
à la génération parentale G. La probabilité de dispersion “arrière” de dx pas sur la
première dimension et dy pas sur la deuxième dimension au dème (xi, yi) est alors
de la forme

bdx,dy =
Nxi+dx,yi+dy,G · fdx,dy∑

dx,dy≤dmax
Nxi+dx,yi+dy,G, fdx,dy

. (2.8)

où f est la distribution de dispersion avant, et dmax représente la distance maxi-
male de dispersion.

La validation des outils que nous développons est un point essentiel, et IBDsim a
été testé par comparaisons des probabilités d’identité de deux gènes obtenues par si-
mulation avec celles obtenues analytiquement comme expliquée ci-dessus (différences
relatives < 10− 4).

Pour chaque question ci-dessous, nous avons donc simulé un échantillon de 100
(10× 10) individus caractérisés par leurs coordonnées sur un réseau de taille (100×
100) avec un individu par nœud, et génotypés à 13 locus polymorphes multi-alléliques
de type marqueurs microsatellites, sauf précision contraire. La distribution de dis-
persion est de la forme fk = f−k = M/kn avec σ2 = 4 et dont les paramètres
sont

M1 = 0.06, M2 = 0.03 et pour 2 < dx < 49, M = 0.802, n = 2.518. (2.9)

Des arbres de coalescence indépendants (donc des simulations indépendantes) ont
été utilisés pour simuler des données multilocus à des locus indépendants. Chaque
simulation a été répété 1 000 fois générant 1 000 échantillons multilocus pour 100
individus partageant la même histoire démographique (à l’indépendance des mar-
queurs prés). Pour chaque jeu de données simulé, la valeur de la pente de la droite
de régression entre âr et le logarithme de la distance géographique est calculée par
le logiciel Genepop (Rousset, 2008).

La qualité de l’inférence est évaluée par le calcul de son biais relatif (c.a.d.
moyenne de (observé - attendu)/attendu), du carré moyen des erreurs relatives
(“mean square error”, MSE), et la proportion d’estimations tombant dans un inter-
valle de facteur 2 par rapport à la valeur attendue (c.a.d. [attendu/2 ; 2× attendu])
sur la valeur de la pente, pour éviter les valeurs infinies de Dσ2 pour une pente nulle.
Pour tout le reste de ce document nous appellerons valeurs attendues les valeurs des
paramètres choisies pour les simulations.

Il est important de noter que les biais observés dans nos simulations peuvent
provenir : (i) d’un biais, inhérent à la méthode, dû à l’effet des forts taux de mutation
sur la valeur du paramètre (que nous appellerons “biais paramétrique”) ; (ii) d’un
biais dû à la déviation des estimateurs par rapport à la valeur du paramètre lorsque
l’on considère un échantillon fini d’individus et de locus (“biais d’échantillonnage”) ;
et (iii) d’un biais introduit par les écarts aux hypothèses du modèle démographique
(variations spatiales et temporelles des paramètres démographiques).
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2.2.1 Influence de l’échelle d’échantillonnage et de la taille de
l’habitat

Comme vu ci-dessus, la méthode de la régression repose sur l’hypothèse que la
différenciation est observée à une échelle intermédiaire vis à vis de σ2. De même, des
simulations (“avant”) antérieures (Rousset, 2000) ont suggéré que l’inférence est opti-
male si l’on échantillonne (100Dσ2) individus sur une surface d’environ (10σ×10σ).
Aussi, puisque le nombre d’individus à échantillonner est nécessairement limité, la
méthode considérée ici sera moins efficace si Dσ2 est grand.

 

Figure 2.4 – Influence de la taille du réseau sur l’estimation du produit Dσ2. Les barres
verticales représente l’erreur standard sur le biais. 500 répétitions par taille du réseau ont été utilisé
pour faire cette figures. Les paramètres utilisés sont décrit ci-dessus et l’échantillon est pris sur une
surface de (20× 20).

Les premiers tests ont été fait en considérant différentes tailles de réseau, et
montrent que la taille du réseau a peu d’effet sur l’estimation à condition que le
réseau soit plus de 10 fois plus grand que la dispersion moyenne (Figure 2.4). En
effet, à l’exception du cas où la taille du réseau est particulièrement petite (50×50), le
biais et la MSE sont proches de ceux obtenus pour un très grand réseau (1000×1000).

Table 2.1 – Influence de l’échelle d’échantillonnage sur l’estimation de 1/(4πDσ2). L’aire
d’échantillonnage est exprimée en unité du réseau (voir le texte pour les détails) et la taille du
réseau est de 500x500.

échelle d’échantillonnage (surface)
1 2 5 10

(10× 10) (20× 20) (50× 50) (100× 100)
Biais 0.219 0.130 -0.056 -0.205
(erreur standard) (0.0077) (0.0077) (0.0072) (0.0064)
MSE 0.106 0.0763 0.0554 0.082
Facteur 2 0.999 0.996 0.967 0.93

Quatre différents schémas d’échantillonnage de 100 individus ont ensuite été
testés : (i) tous les nœuds sur une aire de (5σ × 5σ, donc 10x10), (ii) tous les
deux nœuds sur une aire de (10σ × 10σ, c.a.d. 20x20), (iii) tous les cinq nœuds
sur une aire de (25σ × 25σ, c.a.d. 50x50), et (iv) tous les dix nœuds sur une aire
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de (50σ × 50σ, c.a.d. 100x100). Ces tests montrent que l’échelle d’échantillonnage
semble avoir un effet limité sur la MSE de l’estimation de Dσ2 (Tableau 2.1). Quelle
que soit l’échelle considérée, la MSE est petit (par ex. entre 5% et 12% dans les
cas étudiés). Par contre, l’échelle d’échantillonnage a un effet plus important sur le
biais. Un échantillon pris sur une aire deux fois plus petite que l’aire recommandée
entraîne un fort biais positif (22%) et donc une sous-estimation de Dσ2. Le biais
diminue ensuite lorsque la surface échantillonnée augmente et atteint de fortes va-
leurs négatives (c.a.d. sur-estimation de Dσ2) lorsque la surface recommandée est
largement dépassée (-21% pour la troisième colonne du Tableau 2.1). L’estimation
reste toutefois correcte même pour des échelles d’échantillonnage extrêmes puisque
une large majorité des estimations tombent dans l’intervalle de facteur 2 (>93%).

Pour la suite, nous considérerons un échantillon de 100 individus pris sur une
surface de (10σ × 10σ = 20× 20) évoluant sur un tore de (100× 100).

2.2.2 Influence des processus de mutation

Nous avons ensuite testé l’effet des processus mutationnels car la méthode de la
régression, reposant sur une analyse en probabilité d’identité par descendance et non
par état, ne prends pas en compte l’homoplasie. De plus, elle fait l’hypothèse que les
taux de mutations sont faibles. Elle pourrait donc être sensibles aux forts taux de
mutation et aux processus mutationnels complexes des marqueurs microsatellites,
largement utilisés à l’époque ou nous avons fait ces tests. Les microsatellites n’étant
plus tellement d’actualité, je ne résumerai que brièvement nos résultats et le lecteur
pourra se référer à Leblois et al. (2003) pour plus de détails.

Cinq modèles mutationnels (voir section 1.2.1) : (i) le modèle à nombre d’allèles
infini (IAM), (ii) le modèle à K allèles (KAM), avec un choix arbitraire de K = 10,
(iii) le modèle de mutation par pas (SMM), (iv) le modèle de mutation par pas
généralisé (GSM), avec une variance de la loi géométrique de 0.36 (correspondant à
une loi géométrique de paramètre pGSM = 0.22), correspondant à la valeur estimée
sur le grand jeu de données de mutation microsatellitaires de Dib et al. (1996) chez
l’homme, et (v) un GSM avec des contraintes sur les tailles des allèles (range de
taille de 10 ou 20 répétitions).

Table 2.2 – Influence des modèles mutationnels sur l’estimation de 1/(4πDσ2) à diversité
génétique constante.

modèle mutationnel
à diversité génétique constante 0.68

IAM KAM SMM GSM GSM borné GSM borné
(K = 10) (K = 10) (K = 20)

Taux de mutation 0.0001 0.000218 0.000342 0.00012 0.0005 0.0002
Biais 0.111 0.104 0.118 0.121 0.0997 0.108
(erreur standard) (0.01) (0.01) (0.015) (0.012) (0.0101) (0.01)
MSE 0.119 0.109 0.119 0.159 0.112 0.121
Facteur 2 0.96 0.97 0.96 0.938 0.976 0.962

Pour un taux de mutation donné, la diversité génétique (1 − Q0), correspon-
dant à la proportion attendue d’individus hétérozygotes dans la population, est
proportionnelle au taux de mutation mais varie en fonction du modèle mutationnel
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considéré. Puisque la diversité génétique peut avoir un effet important sur l’esti-
mation, nous avons considéré tous les modèles mutationnels précédents à diversité
génétique constante en ajustant les taux de mutations selon les calculs de Rousset
(1996) (Tableau 2.2). Les tests montrent que la nature du modèle mutationnel a
très peu d’influence sur l’estimation de Dσ2 (Tableau 2.2). Quel que soit le modèle
mutationnel considéré, le biais est positif et d’environ 10% et les différences de MSE
sont mineures. Pour tous les modèles mutationnels considérés plus de 93% des esti-
mations tombent dans l’intervalle de facteur 2. Les conclusions sont très similaires
quand on considère un taux de mutation fixé à 5 · 10−4 (voir Leblois et al. (2003)).

L’influence du taux de mutation, ou de la diversité génétique, a ensuite été
étudiée en considérant un des modèles mutationnels les plus réalistes par rapport
aux processus mutationnels des microsatellites, le GSM (Estoup & Cornuet, 1998,
voir section 1.2.1). L’interprétation est faite en terme de diversité génétique car c’est
une mesure facile à obtenir en pratique contrairement aux taux de mutation.

Nos résultats montrent que la diversité génétique a un effet important sur le
biais et la MSE de l’estimation de Dσ2 (Tableau 2.3). la MSE est plus fortement
influencé par la diversité génétique que le biais. Pour des diversités génétiques de
l’ordre de 0.5, le biais observé est positif et inférieur à 10% mais la MSE est forte
(c.a.d. supérieur à 20%). Cependant, pour cette diversité génétique plus faible que la
diversité génétique souvent observée aux locus microsatellites, 84% des estimations
sont dans l’intervalle de facteur 2.

Table 2.3 – Influence du taux de mutation sur l’estimation de 1/(4πDσ2). Le modèle muta-
tionnel est le GSM.

Taux de mutation
0.00005 0.00012 0.0005 0.005 0.05

Diversité génétique 0.56 0.68 0.77 0.82 0.85
Biais 0.0972 0.121 0.104 0.00946 -0.390
(erreur standard) (0.016) (0.012) (0.0086) (0.0062) (0.0055)
MSE 0.268 0.159 0.0852 0.0380 0.182
Facteur 2 0.84 0.94 0.99 0.99 0.761

Pour des diversités génétiques fortes (c.a.d. 0.85), le biais devient fortement né-
gatif et la MSE augmente rapidement avec la diversité génétique. Ce résultat traduit
le fait que pour des diversité génétiques fortes, le “biais paramétrique” (a priori du
à la violation de l’hypothèse de faible taux de mutation), qui est négatif (Rous-
set, 1997), devient plus important que le “biais d’échantillonnage” et le biais global
devient donc négatif.

Enfin, il est souvent considéré que les variations de taux de mutation entre locus
peuvent influencer la précision des estimations en génétique des populations (Take-
zaki & Nei, 1996; Gonser et al., 2000). Nous avons donc testé l’influence d’un taux
de mutation variable entre locus, indépendamment ou en fonction de la longueur
de l’allèle. Les résultats ne sont pas détaillé ici, mais ces tests montrent qu’un taux
de mutation variable a peu d’effet sur l’estimation du produit Dσ2 (Leblois et al.,
2003). Le biais et la MSE sont inférieurs à 12% ce qui diffère peu du cas avec un taux
de mutation fixe, et plus de 98% des estimations sont dans l’intervalle de facteur 2.
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2.2.3 Influence d’hétérogénéités spatiales et temporelles

On peut imaginer une infinité de scénarios intégrant des hétérogénéités spatiale
et temporelles, nous avons choisi de focaliser notre étude sur des scénarios démo-
graphiques souvent rencontrés en biologie de la conservation ou lors de l’étude de
bio-invasions. Dans ce contexte, nous avons évalué les effets sur l’estimation de Dσ2

(i) d’un changement au cours du temps de la dispersion, (ii) d’une réduction ou
d’une augmentation de la densité au cours du temps, (iii) d’une expansion spatiale
à densité constante, et (iv) d’un échantillonnage dans une zone de forte densité.

Variation temporelle de la dispersion

Nous avons étudié l’effet d’une diminution des capacités de dispersion au cours du
temps au travers d’une diminution du paramètre σ2 en choisissant deux distributions
de dispersion avec des σ2 très différents : σ2 = 4 pour le présent et passé récent et
σ2 = 100 pour le passé plus lointain, les autres paramètres de simulation étant
constants.

Nos simulations montrent que le biais (calculé sur la pente 1/4πDσ2) dû à une
réduction de la dispersion dans le temps est négatif (Tableau 2.4), et correspond
donc à une sur-estimation du Dσ2 actuel, attendue si la méthode d’inférence a une
certaine mémoire des caractéristiques de dispersion passées. Cependant, cette mé-
moire semble de courte durée puisqu’une réduction 100 générations dans le passé
introduit seulement un biais très faible compensé dans les simulations par les “biais
paramétrique et d’échantillonnage” (cf. première colonne du tableau 2.4). De plus,
même pour une réduction récente (Gc = 10), le biais est inférieur à 25%, une valeur
relativement faible par rapport à la forte amplitude de la variation de σ2 modélisée
(facteur 25, qui pourrait donc théoriquement introduire un biais négatif maximal de
-96% et pas 2500% car il est calculé sur l’inverse de σ2). Nos simulations montrent
donc que globalement la précision de l’estimation du Dσ2 actuel est assez robuste
aux changements temporels de dispersion.

Table 2.4 – Effet d’une diminution de la dispersion dans le temps sur l’estimation de
1/(4πDσ2). Une distribution de dispersion avec σ2 = 4 est utilisée du présent jusqu’au mo-
ment du changement dans le passé (Gc), puis de Gc à TMRCA, une distribution de dispersion avec
σ2 = 100 est considérée. Le changement de dispersion intervient à trois moments différents dans
le passé suivant les simulations (Gc = 10, 20, 100) et à un temps infini comme simulation témoin
(aucun changement).

Gc

∞ 100 20 10
Biais 0.444 0.0923 -0.0795 -0.234
(erreur standard) (0.0062) (0.0081) (0.0076) (0.0074)
MSE 0.228 0.0743 0.0642 0.109
Facteur 2 0.99 0.99 0.97 0.88

Variations temporelle de la densité

Une diminution et une augmentation de la densité dans le temps ont ensuite été
explorées en considérant quatre modèles de réseau avec chacun un nombre d’individu
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Table 2.5 – modèles utilisés pour évaluer l’effet de changements de densité dans le temps
sur l’estimation de 1/(4πDσ2). Gc indique le moment dans le passé auquel a lieu le changement
de densité. TMRCA correspond au temps de l’ancêtre commun le plus récent de l’échantillon.

Densité
Changement (Nombre d’individus par nœud du réseau)

démographique du présent à Gc de Gc à TMRCA Facteur
Goulet faible 1 10 10
d’étranglement fort 1/9 10 90
Explosion faible 1 1/9 9
démographique fort 1 1/100 100

par dèmes différents (par ex. 1, 10, 1/9, 1/100). Les cas avec moins d’un individu
par dème ont été modélisés en considérant qu’une certaine proportion des dèmes
sont vides (par ex. une densité de 1/9 est obtenue avec 8/9 des dèmes vides). Les
différentes densités utilisées sont résumées dans le tableau 2.5. Les changements se
font à trois moments dans le passé, Gc = 10, 20, 100 et infini comme témoin.

Table 2.6 – Effet d’une diminution de la densité dans le temps sur l’estimation de 1/(4πDσ2).
Gc indique le moment dans le passé auquel a lieu le changement de densité.

Gc

Intensité ∞ 100 20 10
Biais 0.444 0.099 -0.063 -0.22
(erreur standard) (0.0062) (0.0070) (0.0064) (0.0061)

Faible MSE 0.228 0.0588 0.0449 0.0868
Facteur 2 0.99 0.99 0.99 0.92
Biais -0.014 -0.074 -0.33 -0.53
(erreur standard) (0.0042) (0.0027) (0.0017) (0.0012)

Forte MSE 0.0175 0.0128 0.115 0.278
Facteur 2 1 1 1 0.238

Une diminution de la densité entraîne un biais négatif (tableau 2.6), correspon-
dant à une sur-estimation de Dσ2, et reflétant la mémoire des fortes densités passées.
Pour une réduction d’un facteur 10, la méthode est assez robuste quand le change-
ment a lieu à 20 ou plus de 20 générations dans le passé : Le biais et la MSE sont
faibles (c.a.d. moins de 10%) et 99% des estimations correspondent bien à la valeur
du paramètres Dσ2 actuel à un facteur 2 près. Pour un changement plus récent (par
ex. Gc = 10), le biais est nettement plus important mais la MSE reste petite et
92% des estimations tombent dans l’intervalle de facteur 2 par rapport à la valeur
actuelle de Dσ2.

L’effet d’une réduction forte de densité (c.a.d. d’un facteur 90) est beaucoup
plus marquée. Pour un changement récent (c.a.d. moins de 10 générations dans le
passé), le biais atteint -50% et seulement 24% des estimations correspondent à la
valeur actuelle de Dσ2 à un facteur 2 près. Pour un changement ayant eu lieu à 20
générations ou plus dans le passé, plus de 99% des estimations sont dans l’intervalle
de facteur 2 par rapport à la valeur actuelle de Dσ2, et pour Gc = 100, le biais
et la MSE retrouvent un niveau proche de la simulation témoin. Ainsi, même pour
des goulets d’étranglement forts et relativement récents, la méthode de la régression
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montre une bonne robustesse.

Table 2.7 – Effet d’une augmentation de la densité dans le temps sur l’estimation de
1/(4πDσ2). Gc indique le moment dans le passé auquel a lieu le changement de densité.

Gc

Intensité ∞ 100 20 10
Biais 0.44 0.32 0.69 1.4
(erreur standard) (0.0062) (0.040) (0.043) (0.046)

Faible MSE 0.228 1.72 2.33 4.07
Facteur 2 0.99 0.45 0.38 0.24
Biais 0.43 0.65 2.2 3.9
(erreur standard) (0.0064) (0.0094) (0.015) (0.019)

Forte MSE 0.228 0.508 5.27 15.8
Facteur 2 0.99 0.89 0.003 0

Dans le cas d’une augmentation de la densité, le biais positif observé dans le
tableau 2.7, correspondant à une sous-estimation du Dσ2 actuel, reflète bien la mé-
moire des faibles densités passées. Même pour une faible augmentation relativement
ancienne de la densité (facteur 9, 100 générations), le biais et la MSE sont forts,
et la proportion d’estimations correspondant au Dσ2 actuel à un facteur 2 près est
faible (moins de 50%). Cet effet augmente considérablement avec l’intensité de la
variation. Pour une explosion démographique d’un facteur 100 et pour Gc = 10, le
biais atteint 390% et aucune des estimations ne tombent dans l’intervalle de facteur
2 (Tableau 2.7). Ainsi, en dépit du fait que le biais et la MSE diminuent lorsque Gc

augmente, l’estimation reste incertaine dans les gammes de temps étudiées que ce
soit pour une variation forte ou faible. Ces résultats contrastent fortement avec les
résultats obtenus précédemment et met en avant la forte sensibilité de la méthode
à des augmentations (diminution passée) des densité.

Expansion spatiale de la population à densité constante

Le quatrième type de situation étudié est une expansion spatiale de la population
à densité constante (Figure2.5). La population introduite dans le nouvel habitat vide
est composé d’individus ayant évolué dans une population source à l’équilibre sous
certaines caractéristiques démographiques (c.a.d. densité et distribution de disper-
sion). La population introduite s’étend en quelques générations (en 2 générations
dans nos simulations) sur tout le nouveau territoire avec les même caractéristiques
démographiques que celles de la population source. L’échantillon d’individus est pris
sur le nouvel habitat à une distance de 50 dèmes de la zone d’introduction.

Toutes les statistiques (Biais, MSE et proportion d’estimation dans l’intervalle
de facteur 2) calculées sur ces simulations indiquent que l’estimation du Dσ2 actuel
est très robuste à une expansion spatiale ayant eu lieu 20 générations ou plus dans
le passé (Tableau 2.8). Pour les cas les plus récents Gc = 10, le biais est négatif et
de 8%, ce qui correspond à une faible sur-estimation du Dσ2 actuel, indiquant que
le patron d’équilibre d’IBD n’a peut être pas encore eu le temps de s’établir complè-
tement. la MSE est faible (10%) et 98% des estimations tombent dans l’intervalle
de facteur 2. Ainsi, nos simulations montrent qu’une expansion spatiale, telle qu’elle
est modélisée ici, a une influence limitée sur l’estimation de Dσ2. La méthode de la
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(b) (a) 

introduction dans un nouvel habitat

Figure 2.5 – Schéma d’une expansion démographique à densité constante telles que modé-
lisées dans Leblois et al. (2004). La grille (a) correspond à une population source dont est issu
un échantillon d’individus (petit cadre noir) introduits dans un nouvel habitat (flèche pointillée).
La grille (b) correspond au nouvel habitat vide dans lequel l’échantillon introduit va s’étendre en
quelques générations (flèches noires).

Table 2.8 – Effet d’une expansion spatiale à densité constante sur l’estimation de 1/(4πDσ2).
Gc indique le moment dans le passé auquel a lieu l’expansion.

Gc

∞ 100 20 10
Biais 0.43 0.39 0.13 -0.0824
(erreur standard) (0.0076) (0.013) (0.011) (0.010)
MSE 0.243 0.23 0.08 0.0581
Facteur 2 0.99 0.98 0.99 0.97

régression est donc précise même pour des expansions récentes.

Hétérogénéité spatiale de la densité

La dernière situation étudie dans Leblois et al. (2004) reflète le fait que les bio-
logistes collectent généralement leurs échantillons sur des zones où l’espèce étudiée
est plus facile à collecter, c’est à dire sur des zones de fortes densités. Pour cela nous
avons considéré un modèle en réseau avec une densité homogène sauf sur une petite
zone (20 × 20 et 40 × 40) sur laquelle la densité est dix fois plus forte que sur le
reste du réseau (Figure 2.6, (a) sur, (b) sur et autour ou (c) en dehors de la zone
d’échantillonnage. Nous avons alors évalué si l’estimation correspondait plutôt à la
densité sur la zone échantillonnée ou si cette estimation était largement influencée
par la densité autour de la zone échantillonnée.

Ces simulations montrent que l’estimation de Dσ2 n’est pas robuste lorsque la
zone de forte densité est petite et correspond strictement à la surface échantillonnée
(Tableau 2.9). Les valeurs du biais et du MSE indiquent que, dans ce cas, la zone de
faible densité autour de l’échantillon influence fortement l’estimation de Dσ2, qui
devient alors une mauvaise mesure aussi bien de la densité locale (c.a.d. sur la surface
échantillonnée) que de la densité avoisinante (c.a.d. autour de la zone d’échantillon-
nage). Si la zone de forte densité plus grande que la surface échantillonnée, le biais
et la MSE sont beaucoup plus faibles quand on se réfère à la densité locale plutôt
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Figure 2.6 – Schéma d’hétérogénéités spatiales telles que modélisées dans Leblois et al.
(2004). (a) Petite zone de forte densité (grille gris foncé) correspondant strictement à la zone
échantillonnée (grille noire) sur un réseau en deux dimensions de densité plus faible (grille gris
claire). (b) Grande zone de forte densité incluant la zone échantillonnée sur un réseau en deux
dimensions de densité plus faible. (c) Grande zone de forte densité située hors de la zone d’échan-
tillonnage sur un réseau en deux dimensions de densité plus faible.

Table 2.9 – Effet d’hétérogénéités spatiales de la densité sur l’estimation de 1/(4πDσ2).
Colonne ’Densité locale’ : la densité attendue est la densité locale (c.a.d. sur la zone d’échantillon-
nage). Colonne ’Densité avoisinante’ : la densité attendue est la densité avoisinante (c.a.d. autour
de la zone échantillonnée). Les colonnes ‘contrôle’ correspondent à un réseau homogène avec une
densité correspondant à la densité locale ou avoisinante pour les colonnes respectives de densité
locale et avoisinante.

Densité locale Densité avoisinante
Hétérogénéité spatiale Estimation contrôle Estimation contrôle

Petite zone Biais 2.1 0.45 -0.69 0.43
de (erreur standard) (0.017) (0.025) (0.0017) (0.0076)
forte densité MSE 4.76 0.83 0.477 0.243

Facteur 2 0.018 0.65 0.001 0.99
Grande zone Biais 0.39 0.45 -0.86 0.43
de (erreur standard) (0.013) (0.025) (0.0013) (0.0076)
forte densité MSE 0.330 0.83 0.743 0.243

Facteur 2 0.9 0.65 0 0.99
Grande zone de Biais 0.45 0.43 13.5 0.45
forte densité (erreur standard) (0.0075) (0.0076) (0.075) (0.025)
hors zone MSE 0.256 0.243 187 0.83
d’échantillonnage Facteur 2 0.99 0.99 0 0.65
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qu’avoisinante pour la valeur attendue de Dσ2. Environ 90% des estimations corres-
pondent, à un facteur 2 près, à la valeur locale de Dσ2, alors qu’aucune estimation ne
tombe dans l’intervalle de facteur 2 par rapport à la valeur avoisinante de Dσ2. Nos
simulations montrent donc que la méthode estime les paramètres démographiques
locaux et qu’elle est robuste pour ces mesures quand la densité est relativement
homogène autour de la zone échantillonnée (par ex. sur une surface environ égale à
quatre fois la surface échantillonnée). Le troisième cas d’une zone de forte densité
située hors de la zone d’échantillonnage confirme ce résultat puisqu’une zone de forte
densité située à 50 nœuds de la zone échantillonnée n’a quasiment aucune influence
sur l’estimation du Dσ2 local.

2.2.4 Conclusions des tests par simulations

Processus mutationnels Une première conclusion générale de ces tests par simu-
lation est que les modèles de mutation des marqueurs génétiques ont peu d’effets
sur les performances de la méthode d’estimation du produit Dσ2 par la régression
mais que la diversité génétique (celle-ci étant largement influencée par le taux de
mutation) a une influence importante sur l’estimation de Dσ2. Ceci est en accord
avec des études antérieures démontrant que le taux de mutation est un facteur plus
important que les processus mutationnels pour l’estimation de paramètres démogra-
phiques par F -statistiques (Rousset, 2001; Estoup et al., 2002). De plus, les effets
de taux de mutation variables entre locus et entre allèles semblent faibles. La diver-
sité génétique typiquement observée aux locus microsatellites se situe généralement
entre 0.5 et 0.8 (revue dans Estoup & Angers, 1998), ce qui correspond aux niveaux
de diversité maximisant les performances de l’estimation de Dσ2. Les marqueurs
microsatellites sont donc bien appropriés pour l’estimation de Dσ2 (mais un grand
nombre de marqueurs SNPs devraient aussi donner de très bons résultats, sans doute
même plus précis). Ces simulations ont aussi montré qu’il est préférable d’éviter des
locus avec une diversité génétique trop forte (c.a.d. >0.85) car ces locus biaiseront
fortement l’estimation de Dσ2.

Échelles d’échantillonnage Il est attendu que les effets des processus mutation-
nels et des taux de mutation élevés sur l’estimation de Dσ2 soient plus importants
à large échelle géographique (comme nous l’avons précédemment suggéré par les re-
présentations des probabilités d’identité en fonction des distributions des temps de
coalescences, voir sections 1.2.3 et 2.1). En accord avec ces prédictions, nos résul-
tats montrent qu’échantillonner à trop grande échelle entraîne une sur-estimation
de Dσ2. Ainsi échantillonner sur des grandes distances diminue la probabilité de
détecter un patron d’isolement par la distance. Au contraire, échantillonner sur une
zone géographique trop petite entraîne une sous-estimation de Dσ2. Une explication
possible est que la relation linéaire entre ar et le logarithme de la distance est moins
fiable à petites distances (c.a.d. pour r < σ, Rousset, 1997). Cependant, l’utilisation
d’échantillons non appropriés au cas biologique étudié (c.a.d. plus petit ou plus grand
que la surface recommandée de (10σ × 10σ)) donnent des estimations relativement
robustes. il est donc important de restreindre spatialement l’échantillonnage afin
de rester à une échelle géographique très locale. Cependant une estimation précise
demande aussi un échantillonnage plus large quand σ augmente, ce qui implique
une connaissance à priori de la valeur de σ. Il paraît donc fortement conseillé de
procéder en deux étapes en faisant une estimation préliminaire de σ permettant de
définir une échelle d’échantillonnage adaptée qui permettra une estimation plus pré-
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cise des paramètres de dispersion. En l’absence d’estimation préliminaire de σ, une
estimation grossière déduite de la connaissance à priori de certaines caractéristiques
de la dispersion semble utile pour définir une échelle minimale d’étude (par ex. la vi-
tesse de colonisation du crapaud de la canne à sucre en Australie, Leblois et al., 2000)

Hétérogénéité démographiques spatiales et temporelles Dans la limite des situa-
tions étudiées ici, et à l’exception d’une explosion démographique, nos résultats
montrent que des fluctuations temporelles et spatiales des paramètres démogra-
phiques, si elles ne sont pas trop importantes, ni trop récentes, ont une influence
limitée sur l’estimation de Dσ2 actuel et local. Il est important de noter que nous
parlons ici-de changements sur une échelle de temps de l’ordre de quelques dizaines
de générations. Si cette échelle peut paraître extrêmement récente en génétique des
populations, elle reflète pour de nombreuses espèces (par ex. espèces menacées et
bio-invasions) les changements démographiques liés à l’activité humaine. Soulignons
également que les nombres de générations définissant les moments dans le passé
auxquels ont eu lieu les changements doivent être considérés uniquement comme des
indices approximatifs de la durée de l’effet des changements démographiques étudiés.
En effet, la persistance dans le temps des effets des fluctuations démographiques dé-
pend fortement de nombreuses caractéristiques des modèles démographiques (par
ex. les valeurs de σ et de D) et des situations de déséquilibre. Les tests ayant été
fait dans le modèle d’IBD individuel en habitat continu, la robustesse de la mé-
thode de la régression devrait être moindre pour des modèles IBD en dèmes, et ceci
d’autant plus que les dèmes sont grands, comme le suggèrent les raisonnement sur
les probabilité d’identité en terme de distributions des temps de coalescence. Il pa-
rait donc préférable de considérer des tendances globales que des nombres précis de
générations pour chaque situation.

A l’époque, la robustesse globale de la méthode de la régression à diverses fluc-
tuations des paramètres démographiques dans l’espace et dans le temps contredisait
de précédentes études sur les déséquilibres évolutifs. Dans leur commentaire, Koe-
nig et al. (1996) avait conclu que l’estimation de paramètres de dispersion à partir
de données génétiques donne des indications sur les flux de gènes passés plutôt
qu’actuels, alors que les méthodes directes, telles que les techniques de capture-
marquage-recapture, donne de meilleures estimations des paramètres de dispersion
actuels. Boileau et al. (1992) avait montré de façon similaire que des centaines ou
des milliers de générations étaient nécessaires pour effacer les effets de processus
de colonisation sur des estimateurs de type FST à partir de données allozymiques
dans de grandes populations. Ces auteurs concluaient que les estimations de flux de
gènes à partir de données génétiques doivent être interprétées avec “précautions”.
Les fluctuations démographiques temporelles ont probablement un effet fort et per-
sistant sur certains statistiques et méthodes. Néanmoins, notre étude montre que
certaines méthodes indirectes, et certains marqueurs génétiques, donnent des esti-
mations satisfaisantes de la densité et de la dispersion actuelles même si l’histoire
démographique des populations étudiées inclut des fluctuations démographiques re-
lativement récentes.

Interprétation de la robustesse générale de la méthode à l’aide des temps de coa-
lescence Cette robustesse générale de la méthode de la régression aux facteurs mu-
tationnels et aux hétérogénéités spatiales et temporelles des paramètres démogra-
phiques peut s’interpréter à l’aide des probabilités de coalescence, comme on l’a
vu dans les sections 1.2.3 et 2.1. On a vu en effet que les F -statistiques pouvaient
être déduites des différences entre les distributions de probabilités de coalescence de
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différentes paires de gènes (Figure 1.5, 1.6 et 2.3). Dans le cas du FST, ou de ar,
ces distributions diffèrent essentiellement par un excès de probabilité de coalescence
pour les gènes les plus apparentés (C1(t) sur la Figure 2.3). Pour les modèles d’isole-
ment par la distance avec une forte migration, cet excès de probabilité est concentré
sur une courte période τ dans le passé récent. Comme la sensibilité des FST, ou de
ar, aux processus mutationnels et démographiques dépend de la durée de cette pé-
riode τ , ces processus devraient avoir d’autant moins d’influence que τ est petit. Or
comme on l’a vu en section 2.1, cette période de passé récent est d’autant plus courte
que les taux de migration sont forts, et dans une moindre mesure les tailles de dème
petites. Il n’est donc pas étonnant que, sous les modèles IBD individuel en habitat
continue pour lesquels les taux de migrations sont forts (c.a.d. de l’ordre de 50%) et
les tailles de dème faibles (c.a.d. un individu par nœud du réseau), l’influence des
processus mutationnels et des fluctuations démographiques passées sur l’estimation
de paramètres démographiques par F -statistiques soit limitée. A l’inverse, sous le
modèle classique en îles avec des grandes populations et des taux de migrations
faibles, l’effet des mutations et des fluctuations démographiques doivent être plus
problématiques, ce qui a été largement vérifié par ailleurs (Boileau et al., 1992). De
plus, puisque l’on s’intéresse à la différenciation à petite échelle géographique, ces
effets seront d’autant plus faibles. En effet, comme on l’a vu sur la Figure 2.3, plus
les gènes comparés sont distants géographiquement, plus la période τ s’étend dans
le passé (Slatkin, 1994; Rousset, 2004).

Le même type de raisonnement peut être utilisé pour comprendre pourquoi la
méthode donne des estimations de densité correspondant plutôt à la densité locale
sur la zone échantillonnée qu’à la densité autour de l’échantillon. Puisque la période
τ s’étend peu dans le passé, les F -statistiques, FST ou ar, dépendent principalement
des événements de coalescence, de migration et/ou de mutation ayant eu lieu dans
le passé récent et à une échelle géographique locale, puisque la dispersion est lo-
calisée dans l’espace. Par conséquent, l’estimation de Dσ2 avec la méthode étudiée
ici correspond à sa valeur locale sur la zone échantillonnée et devrait être peu in-
fluencée par des caractéristiques démographiques de zones situées géographiquement
éloignées de la zone échantillonnée.

2.2.5 Tests sur données réelles

Les résultats des tests part simulation présentés ci-dessus suggèrent donc une très
bonne robustesse générale de inférence de Dσ2 vis à vis des processus mutationnels
et vis à vis d’hétérogénéités spatiales et temporelles des paramètres démographiques,
sauf pour une augmentation récente de la densité. Cependant, les études par simula-
tion, bien qu’ayant clairement démontré leur utilité ci-dessus, ne prennent jamais en
compte tous les facteurs pouvant influencer l’inférence à partir de données réelles.
Enfin, bien que suggérées par l’analyse de différentes études empiriques, les situations
démographiques et les valeurs de paramètres choisies pour les simulations présenté
ci-dessus ne reflète peut être pas bien la réalité biologique.

Pour tester une méthode d’inférence sur des données réelles, il faut pouvoir com-
parer les estimations obtenues avec des attendus indépendants des données traitées,
ici les données génétiques. De nombreuses espèces ont fait l’objet d’étude démogra-
phiques directes (c.a.d. avec des outils de démographie), et les techniques de capture-
marquage-recapture peuvent permettre d’estimer des densité et des distributions de
dispersion (comme nous l’avons vu en section 1.3.2 sur les libellules demoiselles Co-
enagrion mercuriale dans l’étude de Watts et al. (2006)) à partir desquelles on peut
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calculer σ2. François Rousset a donc compilé (ou participé à) entre 1996 et 2006
un ensemble d’étude pour lesquelles il y avait, sur une même zone d’étude, (i) des
données génétiques adaptées à l’inférence par la méthode de la régression et (ii) des
données démographiques permettant une bonne estimation de la densité et de la
distribution de dispersion.

Le plus bel exemple d’une telle comparaison entre estimations indirectes (géné-
tiques, Figure 2.2) et directes (démographiques) est présenté dans l’étude de Watts
et al. (2006). Le lecteur s’y référera pour y trouver tous les détails croustillants,
notamment la définition d’une nouvelle F -statistique er (voir aussi section 4.2),
une alternative à ar, montrant un léger biais mais une moindre variance que ar et
plus performante dans des situations de forte dispersion (faible IBD). La conclusion
principale de cette étude nous intéressant ici est que l’on observe une très bonne
congruence entre les estimations de Dσ2 par la méthode de la régression et celles
par capture-marquage-recapture (Dσ2 = 222, 259, 753 par la régression vs. 277, 249,
555 par la démographie, sur trois sites différents). Toutes les comparaisons sur les
autres jeux de données ont aussi montré que les estimations par la méthode de la ré-
gression était cohérentes (c.a.d. équivalentes à un facteur 2 près) avec les estimations
démographiques. Ainsi, des valeurs de D̂σ2 de 2.6 (indirecte) vs. 1.4 (directe) ont
été estimée chez les rongeurs Dipodomys (Rousset, 2000; Winters & Waser, 2003),
D̂σ2 = 21 (indirecte) vs. 29 (directe) dans des populations humaines nomades de
Papouasie - Nouvelle Guinée (Wood et al., 1985; Rousset, 1997), D̂σ2 = 14 (indi-
recte) vs. 10 (directe) pour la légumineuse Chamaecrista fasciculata (Fenster et al.,
2003), D̂σ2 = 3.8 (indirecte) vs. 7.5 (directe) pour la martre d’Amérique Martes
americana (Broquet et al., 2006) et D̂σ2 = 5.5 (indirecte) vs. 11.5 (directe) pour les
scinques de forêt Gnypetoscincus queenslandiae (Sumner et al., 2001).

Ces applications sur données réelles, et bien d’autres, ont tout d’abord permis
d’avoir une première idée de valeurs de Dσ2 raisonnables en populations naturelles
(bien qu’elles pouvaient être remises en cause à l’époque...), et notamment que ces
valeurs sont généralement faibles voir très faible chez de nombreux organismes. Il
est d’ailleurs assez étonnant de voir que la plupart des analyses portant sur des
organismes pour lesquels on pensait a priori que les densité de population et la
dispersion étaient fortes donne des estimations de Dσ2 faibles. Deux exemples assez
caricaturaux sont : (i) la processionnaire du pin, avec un D̂σ2 compris entre 2.5 et
6 à petite échelle dans des populations portugaises à l’“équilibre” dans un milieu
favorable de type pinèdes (Burban et al., 2004) ; et (ii) la souris domestique, avec un
D̂σ2 compris entre 5 et 7.4 entre villages au nord du Sénégal (Lippens et al., 2017).
Des estimations de Dσ2 plus grandes ont toutefois été trouvées chez les demoiselles
Coenagrion mercuriale comme illustré précédemment (D̂σ2 autour de 200-600), des
coléoptères méligèthe du colza Brassicogethes aeneus (D̂σ2 autour de 50-100, Juhel
et al., 2019) ou sur des chauve-souris grand rhinolophe Rhinolophus ferrumequinum
(D̂σ2 autour de 20-30, Tournayre et al., 2019).

Mais c’est surtout la première fois en génétiques des populations que l’on a une
si bonne concordance systématique entre des estimations de paramètres démogra-
phiques à partir de données génétiques d’une part et à partir de données démogra-
phiques d’autre part et je trouve que cela à des implications très importantes...
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2.3 Validation des modèles IBD et limites de la mé-
thode de la régression

Tous ces tests de la méthode de la régression, par simulation et par comparai-
son avec des données démographiques, valident assez clairement le fait que cette
méthode estime de façon robuste et précise les valeurs actuelles et locales du pro-
duit Dσ2 à partir de données génétiques géo-référencées. Comme nous l’avons vu
tout au long de ce chapitre, cette robustesse provient de la combinaison : (i) d’un
modèle (relativement) plus réaliste que ceux considérés par ailleurs, qui d’une part
modélise mieux la dispersion (que le modèle en îles par exemple) grâce à la prise
en compte d’une distribution de dispersion, et qui d’autre part grâce à sa version
IBD individuel en habitat continu ne nécessite pas de définir des (sou-)populations
qui souvent ne correspondent à aucune réalité biologique ; et (ii) d’une méthode
bien pensée, précise et robuste, du fait que l’augmentation de la différenciation avec
la distance est plus facile à interpréter en terme de paramètre démographique que
les valeurs des F -statistiques en elles-mêmes, qu’elle fait peu d’hypothèse sur la
forme de la distribution de dispersion et donc convient aux distribution fortement
leptokurtiques souvent observées en population naturelles, et qu’elle “force” l’utili-
sateur (avisé...) à analyser un échantillon récolté à une petite échelle géographique
et limite ainsi l’influence des hétérogénéités spatiales et temporelles des paramètres
démographiques.

Tous ces tests valident donc non seulement la méthode d’inférence et les hypo-
thèses sur lesquelles elle repose mais ils valident aussi plus globalement la pertinence
du modèle d’IBD pour modéliser les processus évolutifs neutres de dérive et de dis-
persion à un niveau local en population naturelle. Les modèles IBD semblent donc
être de bons modèles pour étudier l’effet de la structuration des populations à pe-
tite échelle notamment quand, comme chez de nombreuses espèces, la dispersion
est limitée dans l’espace ; et la méthode de la régression une bonne méthode pour
estimer Dσ2 sous ces modèles. Tout cela invalide, en partie puisque seulement pour
le cas de l’IBD et de la méthode de la régression, les nombreuses critiques ayant été
faites sur l’inférence de paramètres démographiques à partir de données génétiques,
et nous a permis d’en comprendre les raisons grâce aux raisonnements basés sur la
coalescence.

La méthode de la régression ainsi que les modèles IBD ont toutefois de nom-
breuses limitations. Du point de vue de l’inférence, les trois principales limites sont :
(i) cette approche ne permet que l’estimation du produit Dσ2 qui est un paramètre
important pour l’évolution spatiale des populations, mais qui n’a pas un sens bio-
logique immédiat pour les biologistes ; (ii) par définition puisque c’est une méthode
des moments, la méthode de la régression n’utilise que l’information comprise dans
les estimateurs de FST/(1 − FST) ou ar, qui elle même est résumée par la pente de
la régression de ces estimateurs avec la distance. Elle n’utilise donc pas du tout l’in-
formation complète “contenue” dans les données ; (iii) elle ne peut considérer d’un
modèle d’IBD homogène (sans hétérogénéités de densité et de dispersion, sans effets
de bords) et à l’équilibre (du fait de la résolution à l’équilibre du système d’équations
de récurrences des des probabilités d’identité).

Il serait tout d’abord intéressant de pouvoir estimer séparément D etσ2, mais
aussi d’estimer d’autres paramètres de la distribution de dispersion tels que la dis-
tance moyenne et/ou “maximale” de dispersion, sa forme (globalement pouvoir es-
timer plus de moments de cette distribution), ainsi que le taux d’émigration m. Il
serait aussi intéressant de pouvoir petit à petit considérer des modèles plus com-
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plexes, par exemple avec des variations spatiales de la densité pour se rapprocher
de la “génétique de paysage” et/ou des changements temporels de tailles d’habitat
pour pouvoir inférer des changements démographiques récents et locaux des popu-
lations naturelles menacées, invasives, d’intérêt agronomique ou médical. Ce dernier
point est notamment crucial car plusieurs études ont démontré l’influence très forte
de la structuration des populations sur l’inférence des changements passé de tailles
de populations dans le cadre d’un modèle en île (Chikhi et al., 2010) mais aussi
d’IBD (Leblois et al., 2006, 2014). Il serait donc pertinent de développer des mé-
thodes d’inférence combinée de la structuration et des variations passées des tailles
de populations, et le modèle d’IBD semble bien adapté puisqu’il peut considérer
une large gamme de dispersion, du stepping-stone au modèle en îles (dans le cas
d’une dispersion géométrique par exemple, ces modèles sont obtenus avec g = 0 et
g = 1, respectivement). Tous ces développements sont théoriquement possible dans
le cadre de l’inférence par vraisemblance ou basée sur la simulation. C’est ce que
nous verrons dans les deux chapitres suivants.



Chapitre 3

Inférences par vraisemblance sous
IBD

Nous avons vu dans le chapitre précédent qu’une méthode des moments, la mé-
thode de la régression de Rousset (1997, 2000), permet d’estimer le produit Dσ2,
ou D est la densité de la population et σ2 le carré moyen de la dispersion parent-
descendant, dans un modèle d’isolement par la distance (IBD). Des tests par simu-
lation et sur données réelles ont permis de valider le fait que cet inférence par la
méthode de la régression est précise et robuste vis à vis des processus mutationnels
et de processus démographiques autre que la dérive et la dispersion telles que des
hétérogénéités spatiales et temporelles de ces paramètres de densité et dispersion.
Ces tests ont donc montré que la méthode de la régression estime bien les paramètres
locaux et actuels des populations étudiées.

Enfin, les comparaisons sur différentes jeux de données avec des estimations
démographiques indépendantes, montrant systématiquement une bonne concordance
entre les approches directes et indirectes, suggère fortement que les modèles IBD sont
de bons modèles pour inférer les paramètres de densité et de dispersion, locaux et
actuels, en populations naturelles.

Pour aller au delà des limites de cette approches d’inférence par moment tout
en profitant des caractéristiques pertinentes des modèles IBD , il parait intéressant
de tester ce que peuvent permettre les inférences par vraisemblance, qui théorique-
ment devraient être beaucoup plus puissante puisqu’elle utilisent toute l’information
“contenue” dans les données, dans ce contexte d’isolement par la distance. Dans ce
chapitre, nous montrerons tout d’abord comment la théorie de la coalescence et le
coalescent structuré ont permis le développement de deux algorithmes de Monte
Carlo pour estimer la vraisemblance d’une échantillon génétique par simulation.
Nous présenterons ensuite quelques tests d’une méthode implémentant ces premiers
algorithmes puis des tests plus poussé de notre implémentation des second algo-
rithmes, principalement sous des modèles d’isolement par la distance (IBD).

3.1 Méthodes permettant le calcul de la vraisem-
blance basées sur la coalescence

On peut distinguer deux approches pour l’estimation de paramètres démogra-
phiques par maximum de vraisemblance basées sur la coalescence.

L’une, initialement développée par Wilson & Balding (1998), Felsenstein et col-
laborateurs (Felsenstein et al., 1999) et Nielsen (2000), utilise le découplage des
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processus démographiques et mutationnels (voir section 1.1), pour calculer la vrai-
semblance d’un échantillon en intégrant sur les différentes généalogies (arbres de
coalescence) et histoires de mutations possibles. Les généalogies, comme les para-
mètres, sont alors explorées selon un algorithme de Metropolis-Hastings par chaînes
de Markov en passant d’une généalogie à l’autre, ou d’une valeur de paramètre à une
autre, en les modifiant légèrement. On les appelle classiquement, en génétique des
populations, les approches MCMC (“Monte Carlo Markov Chain”) par coalescence,
que l’on notera ici MCMC-coa, basées sur l’algorithme dit de “pruning” de Felsen-
stein (2004). Relativement facile à adapter à différents modèles démographiques et
mutationnels, cette approche a été à la source de nombreuses méthodes d’inférence
telles que la suite LAMARC 2.0 (Kuhner, 2006) pour estimer des taux de crois-
sance de population, taux de recombinaison, ou tailles de sous-populations et taux
de migration (sous-programme MIGRATE, Beerli & Felsenstein (1999, 2001)), le
logiciel Msvar (Beaumont, 1999; Storz & Beaumont, 2002; Beaumont, 2003), IM et
ses dérivés (Nielsen & Wakeley, 2001; Hey & Nielsen, 2004, 2007; Hey, 2010), qui
ont elles-même été énormément utilisées dans les années 95-2015, notamment sur
données microsatellites.

L’autre approche, initiée par Griffiths et collaborateurs (Griffiths & Tavaré,
1994a,b; Bahlo & Griffiths, 2000; de Iorio & Griffiths, 2004a,b) utilise des algo-
rithmes fondés sur l’échantillonnage pondéré, ou échantillonage d’importance, (IS,
“importance sampling”) pour (1) retracer par chaînes de Markov absorbantes (c.a.d
avec un état final absorbant, ici le MRCA de l’arbre de coalescence) les histoires
ancestrales (généalogie et mutations) possibles d’une échantillon grâce à des récur-
rences sur les tous états ancestraux possible de l’échantillon considéré et (2) en
même temps d’en estimer la vraisemblance de l’échantillon grâce aux probabilités
de transition des récurrences.

Les principes de ces deux types d’algorithmes, notamment celui de Griffiths et
collaborateurs, étant très complexe à décrire, je ne ferai ici qu’une présentation
générale assez succincte permettant de comprendre les tenant et aboutissant des
inférences décrites ensuite, mais le lecteur pourra chercher les détails dans les syn-
thèse de Kuhner (2009) pour les approches par MCMC-coa, et Rousset et al. (2018)
ou, à ses risques et périls, dans les articles originaux de Griffiths et collaborateurs
(Griffiths & Tavaré, 1994a; de Iorio & Griffiths, 2004a), pour l’IS-coa.

3.1.1 Approche de Felsenstein et collaborateurs

Beerli & Felsenstein (1999, 2001) ont utilisé un algorithme de Monte Carlo par
chaînes de Markov pour estimer la vraisemblance L(P ;D) dans la cas d’une popu-
lation structurée, en passant donc par

L(P ;D) =

∫

G

Pr(D|G;P) Pr(G;P)

f(G)
f(G)

≈ 1

n

n∑

i=1

Pr(D|Gi;P) Pr(Gi;P)

f(Gi)
.

(3.1)

ou l’on explore un grand nombre de généalogies selon la fonction d’échantillonnage
d’importance f . Puisque, sous un modèle neutre, la généalogie ne dépend pas des
paramètres mutationnels M mais uniquement des paramètres démographiques D
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(voir section 1.1), on a

L̂(P ;D) ≈ 1

n

n∑

i=1

Pr(D|Gi;M) Pr(Gi;D)

f(Gi)
, (3.2)

avec P = (D,M). Beerli & Felsenstein (1999, 2001), comme la plupart des dévelop-
pements basés sur cette approche, ont utilisé la fonction d’échantillonnage d’impor-
tance suivante

fBF (G) ≡
Pr(G;D0) Pr(D|G;M)

L(P0;D)
(3.3)

pour un ensemble D0 de valeurs des paramètres démographiques, avec P0 = (D0,M).
En remplaçant la fonction d’échantillonnage d’importance dans l’équation (3.2), on
a alors

L(P ;D)

L(P0;D)
≃ 1

n

n∑

i=1

Pr(D|Gi;M) Pr(Gi;D)

Pr(Gi;D0) Pr(D|Gi;M)
=

1

n

n∑

i=1

Pr(Gi;D)

Pr(Gi;D0)
, (3.4)

où les généalogies Gi sont générées par une chaîne de Markov de distribution sta-
tionnaire fBF avec les paramètres P0. L’équation (3.4) permet alors l’estimation du
rapport des vraisemblances pour un ensemble de valeurs de P autour de P0 à partir
de la réalisation d’une chaîne de Markov unique. Il suffit alors de trouver le jeu de
paramètres PMLE qui maximise ce ratio de vraisemblance ou, plus généralement,
d’échantillonner dans la distribution stationnaire de la chaîne de Markov pour en
déduire les distributions a posteriori des paramètres. Nous allons maintenant voir
rapidement comment on calcule la probabilité Pr(Gi;D) d’une généalogie connais-
sant les valeurs des paramètres démographiques puis comment la chaîne de Markov
d’échantillonnage des généalogies est implémentée dans leurs algorithmes.

Probabilité d’une généalogie sachant les paramètres

Sous un coalescent structuré comme défini en section 1.1.2, la généalogie d’un
échantillon de gènes est alors entièrement définie par (i) la séquence d’événements
de coalescence ou de migration (arrière) des lignées ancestrales, (ii) les intervalles
de temps séparant ces différents événements et (iii) les lignées étant concernées
par ces événements (Figure 1.2). On peut alors exprimer la probabilité d’une gé-
néalogie comme Pr(G;D) = Pr(intervalles de temps entre événements de G;D) ×
Pr(séquence de coa-
lescences ou de migrations;D). Comme on l’a vu dans le cadre du coalescent struc-
turé, si l’on considère que les tailles de populations sont grandes et les taux de
migration petits, les temps d’attente uτ entre deux événements en remontant dans
le temps suivent une loi exponentielle de paramètres le taux d’événements global
Λτ , somme des taux de chaque événement possible au temps τ . On a donc

Pr({u1, .., uT};D) =
T∏

τ=1

Λτe

(
Λτ×uτ

)
(3.5)

avec

Λτ =

nd∑

i=1

[
nτi(nτi − 1)

4Ni

+

nd∑

k=1;k ̸=i

nτibki

]
, (3.6)
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et nτi les nombre de lignées ancestrales présentes dans le dème i pendant l’intervalle
de temps τ et bij les taux de migration arrières du dème i vers le dème j. Par ailleurs
les probabilités des événements de coalescence et de migration sont identiques à ceux
présentés dans le cadre du coalescent structuré, on a donc

Pr(coaτ ;D) =

∑nd

i=1
nτi(nτi−1)

4Ni∑nd

i=1(
nτi(nτi−1)

4Ni
+
∑nd

k=1;k ̸=i nτibki)
, (3.7)

et

Pr(migτ ;D) =

∑nd

i=1

∑nd

k=1;k ̸=i nτibki
∑nd

i=1(
nτi(nτi−1)

4Ni
+
∑nd

k=1;k ̸=i nτibki)
. (3.8)

Enfin, la probabilité qu’une lignée concernée par un événement de migration ou
de coalescence appartienne à une sous-population donnée est proportionnelle au
nombre de lignées présentes dans la sous-population dans l’intervalle de temps τ . La
probabilité qu’une coalescence donnée se produise dans la sous-population vτ à la
fin de l’intervalle de temps τ est donc

Pr(vτ ;D) =
nτvτ (nτvτ − 1)/4Nvτ∑nd

i=1 nτi(nτi − 1)/4Ni

2

nτvτ (nτvτ − 1)
. (3.9)

Pour un événement de migration “arrière” de la sous-population wτ vers la sous-
population vτ , la probabilité est

Pr(vτ , wτ ;D) =
nτvτ bwτvτ∑nd

i=1

∑nd

k=1;k ̸=i nτibki

1

nτvτ

. (3.10)

En posant u′τ ≡ µuτ , θvτ ≡ 4Nvτµ, b′ij ≡ bij/µ où µ est le taux de mutation des
marqueurs, la probabilité d’une généalogieG sachant les paramètres démographiques
D est alors

Pr(G;D) =
T∏

τ=1

[(
δτb

′
wτvτ + (1− δτ )

2

θvτ

)
exp

(
−u′τ

nd∑

i=1

(
nτi(nτi − 1)

θvi
+ nτi

nd∑

k=1;k ̸=i

b′ki)

)]
,

(3.11)
où δτ est une variable indicatrice prenant la valeur 1 si on a une migration ou 0 si
on a une coalescence.

Échantillonnage des généalogies par chaîne de Markov

La topologie de la première généalogie est construite à partir de l’échantillon
par la méthode UPGMA (“Unweighted Pair Group Method with Arithmetic Avera-
ges”, voir Swofford et al., 1996) puis la méthode par parcimonie de Sankoff (1975)
permet d’ajouter le nombre minimal d’événements de migration sur cette topologie.
Nous considérerons pour la suite qu’une généalogie contient l’information sur les
événements de migration ayant affecté le différentes lignées.

Pour explorer les différentes généalogies compatibles avec l’échantillon, Felsen-
stein et collaborateurs ont utilisé des chaînes de Markov. Le terme chaîne de Mar-
kov traduit le fait que les généalogies vont être échantillonnées par transition d’une
généalogie Gi à une autre Gi+1 selon des probabilités de transition Pr(Gi+1|Gi) dé-
pendant uniquement de ces deux généalogies. Une nouvelle généalogie Gi+1 est créée
à partir de la généalogie Gi par délétion et reconstruction d’une partie de cette gé-
néalogie en fonction des paramètres démographiques D du modèle. L’acceptation
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de la nouvelle généalogie est faite selon un algorithme de Metropolis-Hastings (Has-
tings, 1970), dont je ne donnerai pas les détails ici (voir Beerli & Felsenstein, 1999).
En d’autres mots, l’algorithme de Metropolis-Hastings va donner les probabilités de
transition entre les différentes généalogies explorées, calculées de telle manière à ce
que l’espace soit exploré selon une fonction d’échantillonnage voulue, ici la fonction
d’échantillonnage d’importance fBF (G).

Gi Gp

Gi+1

Figure 3.1 – Illustration du principe de délétion-construction d’une généalogie selon l’algo-
rithme de Felsenstein et collaborateurs. Les lignées noires et blanches appartiennent à différentes
sous-populations. Voir le texte pour les détails. D’après Beerli & Felsenstein, 1999.

La construction de la nouvelle généalogie Gi+1 à partir de Gi se fait en quatre
étapes : (i) un nœud de l’arbre (correspondant à une coalescence ou un gène de
l’échantillon de départ) est choisi au hasard sur la généalogie (le nœud z sur la
Figure 3.1) ; (ii) la lignée ancestrale de ce nœud est effacée pour obtenir une généa-
logie partielle Gp (étape B de la Figure 3.1) ; (iii) un nouvel intervalle de temps u
est calculé, selon les probabilité des différents événements possibles considérée dans
l’équation (3.6) mais conditionnellement au fait que la lignée ancestrale du nœud z
est impliquée dans l’événement. Cet intervalle de temps u est donné par

u = − ln(pτ )∑
k b

′
ik +

2n′
τi

θi

, (3.12)

où n′
τi est le nombre de lignées dans la sous-population i, qui contenait le nœud

z (c.a.d les lignées blanches sur la Figure 3.1), pendant l’intervalle de temps τ de
la généalogie partielle Gp (qui ne contient plus le nœud z), et pτ est une variable
aléatoire tirée dans une loi uniforme [0,1] (étape C de la Figure 3.1, “1” correspond
au nouvel intervalle de temps). On choisit ensuite un nouvel événement pour cet
intervalle de temps selon la probabilité relative des événements. Par exemple pour
une migration arrière de i vers l, la probabilité de cet événement est

Pr(migration de i vers l ) =
b′il∑

k b
′
ik +

2n′
τi

θi

. (3.13)
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Ces probabilités correspondent aussi aux probabilités des différents événements pos-
sibles considérés dans l’équation (3.6) mais conditionnellement au fait que la lignée
ancestrale du nœud z est impliquée dans l’événement. Si c’est une migration, cet
exemple est illustré sur la figure 3.1C, la lignée change de population. Si c’est une
nouvelle coalescence, la lignée coalesce alors avec une autre lignée de la même sous-
population et une nouvelle généalogie Gi+1 est ainsi formée. Dans le cas de la mi-
gration, des nouveaux intervalles de temps sont calculés (éq.3.12) pour finir avec
une coalescence dans la bonne population (c.a.d la population de la nouvelle lignée
ancestrale du nœud z, Figure 3.1D).

La nouvelle généalogieGi+1 est acceptée avec la probabilité de Metropolis-Hastings

r = min

(
1,

Pr(D|Gi+1)

Pr(D|Gi)

)
. (3.14)

L’utilisation du critère de Metropolis-Hastings garantit le fait que la chaîne de
Markov ait fBF comme distribution stationnaire. L’ensemble de cette méthode a été
implémentée dans le logiciel MIGRATE (Beerli & Felsenstein, 1999, 2001). Quelques
tests de ce logiciel seront présentés ci-dessous dans la section 3.2.1.

3.1.2 L’approche de Griffiths et collaborateurs

La formulation de cette approche n’est pas triviale et j’essaierai ici d’en donner
une explication la plus simple possible, dérivée de la reformulation de Rousset et al.
(2018). Une description alternative de ces algorithmes, plus proche de la description
originale de Griffiths et collaborateurs, pourra être trouvé dans ma thèse (Leblois,
2004), et pourra aider le lecteur dans la compréhension globale des algorithmes.
Les modèles démographiques et cycles de vie sont les mêmes que dans les sections
précédentes.

Formulation de l’échantillonnage d’importance séquentiel sur l’histoire
ancestrale de l’échantillon

Étant donné un échantillon actuel S, nous considérerons les états ancestraux
(c’est-à-dire les nombres et types génétique/allélique) des lignées ancestrales de S
à tout moment t, appelé “échantillon ancestral”, S(t), du présent t = 0 jusqu’au
moment tτ du MRCA de l’échantillon. Nous nous intéresserons spécialement aux
probabilités de transition p̂ entre états ancestraux S(t) et S(t′), ainsi qu’aux poids
d’échantillonnage d’importance ŵ définis de telle sorte que la vraisemblance d’un
échantillon, notée ici q(S) à la place de L(D) comme précédemment, puisse être
écrite sous la forme suivante

q(S) = Ep̂

(
τ∏

k=0

ŵ[S(tk)]

)
, (3.15)

où l’espérance est prise sur la distribution de la séquence de (S(tk)) des échantillons
ancestraux générés par les probabilités de transition p̂. Ces probabilités de transi-
tion définissent une chaîne de Markov sur les états ancestraux de l’échantillon actuel
jusqu’à l’état absorbant MRCA atteint au moment tτ . Chaque réalisation de cette
chaîne de Markov enregistre une séquence d’événements de coalescence, de mutation
et de migration jusqu’à ce que l’ancêtre commun soit atteint. L’estimation de q(S)
est alors réalisée en calculant la moyenne des

∏τ
t=0 ŵ[S(t)] sur un grand nombre

de réalisations indépendantes de cette chaîne de Markov. Le nombre de généalogies
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indépendantes à explorer pour avoir une estimation correcte de la vraisemblance est
un point crucial de cet approche. Nous verrons que ce nombre peut varier fortement
entre les différentes versions des algorithmes IS-coa et des modèles mutationnels et
démographiques considéré, typiquement de 1 à 20,000. Comme nous le verrons plus
en détail par la suite, Les premières versions de Griffiths & Tavaré (1994a); Nath
& Griffiths (1996); Bahlo & Griffiths (2000) était très peu efficaces et nécessitaient
d’explorer près de 100,000 généalogies, alors que les nouveaux algorithmes de Ste-
phens & Donnelly (2000) puis de de Iorio & Griffiths (2004a) sont nettement plus
efficaces et nécessitent 100 à 100,000 fois moins de simulations !

de Iorio & Griffiths (2004a,b) proposent p̂ et ŵ sur la base d’approximations du
rapport π ≡ q(S)/q(S′) des probabilités d’échantillons différant par un événement
(mutation, migration ou coalescence). Nous allons détailler comment ces approxi-
mations sont construites mais tout d’abord, nous examinerons les récurrences sur
un intervalle de temps, reliant l’échantillon actuel à un échantillon ancestral S(t)
considéré un évènement auparavant.

Ces récurrences sont obtenues par un raisonnement par coalescence. En d’autres
termes, nous représentons les événements qui ont conduit à l’échantillon actuel de
n gènes comme les réalisations de deux processus : un processus de coalescence
déterminant la distribution marginale des généalogies ancestrales de n gènes, in-
dépendamment des types alléliques actuels ; et, compte tenu d’une généalogie, un
processus de mutation qui modifie les types alléliques le long des branches de l’arbre
généalogique.

En effet, la relation entre la probabilité d’un échantillon actuel et la probabilité
de l’échantillon parental ancestral peut être conçue comme la réalisation conjointe
de deux processus : le processus généalogique marginal sur la dernière génération et
le processus de mutation sur cette génération. Dans ce qui suit, nous considérons des
échantillons provenant de populations subdivisées, où la taille de l’échantillon est
définie comme un vecteur n = ni de tailles d’échantillons dans des sous-populations
distinctes, et les échantillons sont caractérisés par leur configuration, c’est à dire le
nombre d’allèles différents dans chaque sous-population échantillonnée nik le nombre
de gène de type k dans la sous-population i. Par exemple, l’échantillon S = ((0, 4, 5),
(5, 4, 0)) décrit les comptages des trois allèles parmi n = 18 individus échantillonnés
dans deux sous-populations (n = (9,9)), le premier allèle ne se trouvant que dans la
deuxième sous-population en 5 exemplaires, et ainsi de suite. La récurrence entre un
échantillon actuel S′ et tous les échantillons parentaux possibles S prend la forme
suivante

q(S′) =
∑

S

Pr(n)q(S)Pr(S′|S), (3.16)

où q(S′) ≡ Pr(S′|n′) est la probabilité stationnaire de l’échantillon descendant S′,
étant donné la taille de l’échantillon descendant n′ ; q(S) ≡ Pr(S|n) est la probabi-
lité stationnaire de l’échantillon ancestral S étant donné sa taille n ; Pr(n)=Pr(n|n′)
est la probabilité stationnaire que, sachant la taille de l’échantillon descendants n′

(mais pas sachant S′), les lignées parentales forment un échantillon de ssize gènes.
Cette probabilité dépend de la probabilité stationnaire des événements de coales-
cence et de migration dans la dernière génération, mais l’occurrence des mutations
ne modifie pas n ; et Pr(S′|S)=Pr(S′|S,n′) est la probabilité (étant donné n′) que
les événements de mutation ait conduit à l’échantillon descendant S′ étant donné
l’échantillon parental S et la taille de l’échantillon descendant n′.

Cette récurrence suggère l’algorithme d’échantillonnage d’importance inefficace
suivant. Nous réécrivons la récurrence en éliminant le cas où S′ = S sur la somme
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de droite. L’équation résultante peut être écrite comme suit

q(S′) =
∑

S̸=S′

w̃(S′)p(S|S′)q(S), (3.17)

où

w̃(S′) ≡
∑

S̸=S′ Pr(n)Pr(S′|S)
1−∑S̸=S′ Pr(n)Pr(S′|S) (3.18)

et

p̃(S|S′) ≡ Pr(n)Pr(S′|S)∑
S̸=S′ Pr(n)Pr(S′|S) . (3.19)

Les probabilités p̃(S|S′) définissent les probabilités de transition d’une chaîne de
Markov telle que

q(S) = Ep̃

(
q(S(tτ ))

τ−1∏

k=0

w̃[S(tk)]

)
(3.20)

où S(0) = S représente la configuration allélique de l’échantillon actuel, et S(τ) le
type allélique du MRCA. Ainsi, les w̃ (ou leur produit) sont des poids d’échantillon-
nage d’importance dans un algorithme d’échantillonnage d’importance séquentiel
dont la distribution de proposition d’échantillonnage est la distribution des histoires
ancestrales générées par p̃.

Une bonne paire (p, w) est telle que q(S(tτ ))
∏τ−1

k=0 w[S(tk)] a une faible variance
sur les réalisations de p. La paire ci-dessus est inefficace à cet égard. Un algorithme
IS optimal peut être défini comme produisant une variance nulle, et Stephens &
Donnelly (2000) a caractérisé la paire optimale (p, w) en termes d’échantillons suc-
cessifs et de leurs probabilités stationnaires. Pour obtenir un algorithme réalisable
à partir de cette caractérisation, de Iorio & Griffiths (2004a,b) l’ont reformulée en
termes de probabilités π(j|d,S), pour tout j et d, qu’un gène supplémentaire prélevé
dans les sous-populations d soit du type j. On peut alors définir des approximations
pour l’optimum (p, w) à partir d’approximations pour les π.

p et w optimaux

Réécrivons
q(S′) =

∑

S̸=S′

w(S′)p(S|S′)q(S) (3.21)

comme
q(S′) =

∑

S̸=S′

ŵ(S′,S)p̂(S|S′)q(S) (3.22)

pour certaines probabilités de transition p̂(S|S′) formant une matrice de transition
de Markov, et pour

ŵ(S′,S) ≡ w(S′)
p(S|S′)

p̂(S|S′)
. (3.23)

Alors q(S) = Ep

(
q(S(tτ ))

∏τ−1
k=0 w[S(tk)]

)
devient

q(S) = Ep̂

(
q(S(tτ ))

∏τ−1
k=0 ŵ[S(tk),S(tk+1)]

)
.

En considérant la chaîne de Markov définie par les probabilités de transition

p̂(S|S′) ≡ w(S′)p(S|S′)
q(S)

q(S′)
(3.24)
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pour toute paire (S′,S), alors ŵ[S(tk),S(tk+1)] = q[S(tk+1)]/q[S(tk)] et toute réalisa-
tion de la chaîne de Markov sur les états ancestraux donne la vraisemblance exacte
(“simulation parfaite”) :

q(S(tτ ))
τ−1∏

k=0

ŵ[S(tk),S(tk+1)] = q(S(τ))
τ−1∏

k=0

q[S(tk+1)]

q[S(tk)]
= q(S(0)), (3.25)

ce qui montre que (p̂, ŵ) est optimal.

Formulation de p et w efficaces

Nous pouvons réécrire l’algorithme optimal d’échantillonnage d’importance en
termes de probabilité π(j|d,S) qu’un gène supplémentaire prélevé dans le dème d
soit de type j (de sorte que la somme de tous les types possibles

∑
j π(j|d,S) = 1).

La probabilité stationnaire q(S) s’écrit alors comme une espérance sur la distribution
conjointe des fréquences Xdi pour tous les allèles i dans toutes les sous-populations
d,

q(S) = E
(∏

d

(
nd

(ndi)

)∏

i

Xndi
di

)
(3.26)

Alors, pour tout d et j, π(j|d,S) est liée aux probabilités de l’échantillon sta-
tionnaire par

π(j|d,S)q(S) = E

(
Xdj

∏

d

(
nd

(ndi)

)∏

i

Xndi
di

)
=
ndj + 1

nd + 1
q(S+ edj) (3.27)

où l’espérance est prise sur la densité stationnaire des fréquences conjointes des
allèles x dans les différents dèmes considérés. Ainsi, si deux échantillons successifs
diffèrent par l’ajout d’une copie de gène de type j dans le dème d, le terme corres-
pondant ŵ[S(tk),S(tk+1)] dans l’équation 3.25 peut être écrit comme suit

π(j|d,S(t)) nd(t) + 1

ndj(t) + 1
= π(j|d,S(tk+1))

nd(tk+1)

ndj(tk+1)
. (3.28)

Si deux échantillons successifs diffèrent par une mutation de i à j dans le dème d,
alors

ŵ[S(t),S(tk+1)] =
π(j|d,S(tk+1))

π(i|d,S(tk+1))

ndi(tk+1) + 1

ndj(tk+1)
, (3.29)

car la mutation peut être représentée comme l’élimination d’une copie de gène et
l’ajout d’une autre copie de gène d’un autre type dans le même dème. De même,
une migration du dème d vers le dème d′ donne

ŵ[S(t),S(tk+1)] =
π(j|d′,S(tk+1))

π(j|d,S(t− 1))

nd′(tk+1)ndj(tk+1) + 1

(nd(tk+1) + 1)nd′j(tk+1)
. (3.30)

Les méthodes de coalescence considèrent généralement qu’un seul événement
(coalescence, mutation ou migration) distingue les échantillons successifs. Ainsi, en
termes informels, les taux de mutation et de migration sont supposés faibles et les
tailles des sous-populations sont supposées importantes, de sorte qu’il est peu pro-
bable que plus d’un événement de coalescence se produise au cours d’une génération.
Ensuite, le produit des poids séquentiels dans l’équation 3.25 peut être écrit, pour
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toute séquence d’échantillons ancestraux, comme un produit des termes donnés dans
les trois dernières équations. Toute approximation des π définit alors une approxi-
mation des poids optimaux dans un algorithme d’échantillonnage d’importance.

Une explication détaillée de l’approximation définie par de Iorio & Griffiths
(2004a,b) pourra être trouvée dans l’annexe de Rousset et al. (2018). Cette approxi-
mation récupère les vrais π et permet donc une "simulation parfaite" dans quelques
cas où la distribution stationnaire des fréquences des allèles dans les populations est
connue, et elle est par ailleurs très efficace pour d’autres modèles stationnaires qui
ont été étudiés (de Iorio et al., 2005; Rousset & Leblois, 2007, 2012). Les arguments
précédents permettent également d’obtenir des algorithmes IS pour les modèles non
homogènes dans le temps où les taux d’événements dépendent des variations tem-
porelles des valeurs des paramètres (Griffiths & S.Tavaré, 1994). L’approximation π̂
de de Iorio & Griffiths (2004a,b) a été utilisée pour étendre la méthode d’inférence
à des modèles dont la taille de la population varie dans le temps (Leblois et al.,
2014) et à des modèles avec des événements de divergence de population (diver-
gence avec migration entre deux populations, travail non publié). Cependant, les p̂
à tout pas de temps t ne prend en compte que les taux au temps t, et non les va-
riations de taux plus ancestrales qui affectent aussi les probabilités de l’échantillon
au temps t, ce qui entraîne une perte d’efficacité de l’algorithme IS. Des méthodes
de ré-échantillonnage (Liu, 2004) ont été étudiées pour remédier à cette inefficacité
(Merle et al., 2017).

La méthode définie par de Iorio & Griffiths (2004a,b) fournit une approxima-
tion de la probabilité qu’un gène nouvellement échantillonné soit d’un type donné.
Comme indiqué plus haut, cette approximation se réduit, dans le cadre d’un modèle
de population stationnaire unique avec des mutations indépendantes des parents
(PIM, c’est-à-dire lorsque le taux de mutation vers l’avant du type génétique i vers
j est indépendant de i), à la véritable probabilité, et conduit donc à la distribution
optimale d’échantillonnage d’importance, permettant une "simulation parfaite" dans
le cadre d’un tel modèle. Dans les modèles stationnaires de populations structurées,
cette approximation ne permet pas une simulation d’échantillonnage d’importance
parfaite mais reste très efficace. Une grande partie du temps computationnel de ces
méthodes provient du calcul, fait indépendamment pour chaque point de l’espace
des paramètre, des termes π̂ de de Iorio & Griffiths (2004b), et qui est nécessaire
pour déterminer la distribution d’importance et des poids de l’échantillonnage d’im-
portance.

L’heuristique de PAC-vraisemblance

L’équation 3.25 est valable pour toute séquence (S(tk)), même si cette séquence
n’est pas une séquence biologiquement cohérente d’états ancestraux. Elle est donc
valable pour toute séquence Sl définie comme l’addition séquentielle de toutes les
copies de gènes gl (l = 1, . . . , n) constituant l’échantillon final S, dans n’importe
quel ordre. Pour une telle séquence, l’équation 3.25 prend la forme suivante

q(S) =
n∏

l=1

π
(
j(gl)|d(gl),Sl−1

) nd(l − 1)

ndj(l − 1)
=

(
n
n

) l=n∏

l=1

π(j(gl)|d(gl),Sl−1). (3.31)

où j(gl) et d(gl) représentent respectivement le type allélique de la copie de gène gl
et la sous-population où elle est ajoutée.

L’utilisation d’une approximation pour les π dans cette expression donne un Pro-
duit de Approximation Conditionnelle (PAC) de la vraisemblance (Li & Stephens,
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2003). Il s’agit d’une approximation heuristique, en ce sens qu’elle n’est généralement
pas un estimateur cohérent de la vraisemblance. Cependant, nous pouvons utiliser
les mêmes approximations des π que dans l’algorithme d’échantillonnage d’impor-
tance (Cornuet & Beaumont, 2007), et dans ce cas, l’inférence de la vraisemblance
basée sur la PAC-vraisemblance s’est avérée pratiquement équivalente à celle ba-
sée sur la vraisemblance (Rousset & Leblois, 2007, 2012; Leblois et al., 2014). Le
principal inconvénient de cette approximation est que, puisqu’il n’y a pas de temps
ancestral attaché aux échantillons ancestraux successifs S(l), cette approximation
PAC-vraisemblance ne peut pas remplacer l’approche IS dans les modèles avec des
variations dans le temps. Cependant, certains modèles avec des taux variables dans
le temps comprennent une phase démographique ancestrale stable (par ex. le mo-
dèle avec une contraction ou une augmentation de la taille de la population utilisé
dans Leblois et al., 2014). Dans le cadre de ces modèles, la PAC-vraisemblance peut
encore être utilisée pour estimer la probabilité que les états des lignées de gènes
ancestraux subsistent lorsque la phase démographique stable est atteinte en remon-
tant dans le temps, et cette approximation a permis de réduire considérablement le
temps de calcul sans perte de précision (Leblois et al., 2014).

Les algorithmes IS-coa (IS et PAC-vraisemblance) décrit ci-dessus ont été implé-
menté dans le logiciel Migraine que nous détaillerons et dont nous étudierons les
performances dans la section 3.2.2.

3.2 Inférences vraisemblance sous IBD

Avant de détailler les performances de l’inférence par vraisemblance sous IBD que
nous avons étudié avec notre implémentation des algorithmes d’IS dans Migraine
décrite ci-dessus, regarderons deux tests “préliminaires” obtenus avec l’approche
MCMC-coa implémentée dans MIGRATE sur des données en IBD dont nous pour-
rons tirer quelques conclusions intéressantes et assez générales.

3.2.1 Approche MCMC-coa : test de MIGRATE sur données
en IBD

Le logiciel MIGRATE (Beerli & Felsenstein, 1999, 2001) est censé traiter des mo-
dèles très généraux de migration dans lesquels la migration est définie, comme pour
le coalescent structuré, par une matrice de migration M = mab définissant les taux
de migration entre chaque paires de sous-populations et une vecteur de taille de sous-
populations N = Na (en nombre d’individus diploïdes). Les résultats fournis par ce
logiciel pour la traitement d’un échantillon de gènes pris dans dans un ensemble de
n sous-populations sont les paramètres θa = 4Naµ pour chaque sous-population a
échantillonnée et les taux de migration pour chaque paire de sous-population sous
la forme 4Namab où mab est le taux de migration “avant” de la sous-population a
vers b. Dans le chapitre 2 de ce document, nous avons vu qu’une méthode fondée
sur les F -statistiques donne de bonnes estimations du produit Dσ2, où D est la
densité d’individus et σ2 le moment d’ordre deux de la distribution de dispersion
parents-descendants, à partir de données génétiques sous isolement par la distance.
Cependant, le fait que l’on estime uniquement σ2 comme paramètre de dispersion
n’est pas tout à fait satisfaisant. En effet, il serait plus intéressant d’avoir une esti-
mation de la distribution de dispersion en elle-même. Le logiciel MIGRATE aurait
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en théorie ce potentiel en considérant l’ensemble des estimateurs des taux de migra-
tion 4Namab répartis par classes de distances entre sous-populations. C’est pourquoi
il nous est paru intéressant d’évoluer les potentialités de ce logiciel dans le cadre de
modèles d’isolement par la distance sur un jeu de données réel ainsi que sur des jeux
de données simulés.

Test sur jeu de données réel

Le jeu de données utilisé est constitué de données démographiques (Wood et
al., 1985) et des données génétiques de marqueurs allozymiques (Long et al., 1986)
obtenues sur des populations humaines de Papouasie-Nouvelle-Guinée. L’avantage
de ce jeu de données est qu’il comporte à la fois des données démographiques et des
données génétiques.
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Figure 3.2 – Représentation du nombre de migrants en fonction de la distance géographique
issu des données Humaine sur les villages de Papouasie Nouvelle-Guinée. Les cercles représentent
les estimations à partir du jeu de données démographiques. Les points noirs sont les nombres de
migrants estimés par MIGRATE à partir du jeu de données génétiques. Les droite correspondent
aux droites de régression calculées sur chaque jeux de données. Les distances sont exprimées en
nombre de pas sur le réseau.

Les données démographiques ont permis de calculer σ2 à partir de la distribution
des distances des villages des parents par rapport aux villages des descendants. Cette
estimation démographique donne une estimation de σ2=1.93 km2/génération (Rous-
set, 1997). Par ailleurs, les données génétiques ont été traitées avec la méthodes de
Rousset (1997), analogue à la méthode de Rousset (2000) mais considérant un mo-
dèle d’isolement par la distance avec une structure en dèmes ; cette méthode donne
une estimation indirecte de σ2 = 1.4 km2/génération (l’estimation de σ2 est obtenue
en considérant les tailles des populations issues de données démographiques), qui
est proche de l’estimation démographique.

Ce même jeu de données génétique a été traité avec le logiciel MIGRATE et
le calcul de σ2 à partir de l’ensemble des taux de migration par paires de sous-
populations donne une estimation indirecte de σ2 = 16.3 km2/génération. Ce ré-
sultat parait largement sur-estimer la dispersion réelle (c.a.d d’un facteur 10). La
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figure 3.2 représente les estimations du nombre de migrants en fonction de la dis-
tance par la méthode démographique (points gris) et par MIGRATE (points noirs).
On obtient une surestimation globale par MIGRATE de la migration pour chaque
classe de distances, au point de ne plus observer de patron net d’isolement par la
distance (Figure 3.2).

Test sur jeux de données simulés

Dans un deuxième temps nous avons testé l’estimation des taux de migration par
MIGRATE sur des jeux de données simulés avec IBDsim. Les simulations ont été
faites en considérant un échantillon de 20 individus pris dans 11 sous-populations
pour 5 locus. Les individus ont évolué sur un tore de (200× 200) avec 20 individus
par dème, le modèle mutationnel est le KAM à 10 allèles avec un taux de mutation
de 5 · 10−4. Enfin, la migration se fait uniquement entre dèmes adjacents (migration
“stepping-stone”) avec un taux de migration total de 1/2. Trois jeux de données
simulés ont été analysés avec MIGRATE. Nous n’avons analysé qu’un petit nombre
de jeux de données pour seulement 5 locus car les temps de calcul demandés par
MIGRATE sont longs et nous n’avions alors pas accès à des ordinateurs puissants.
Les résultats de ces simulations sont présentés sur la figure 3.3.

On voit bien sur la figure 3.3 que MIGRATE sur-estime largement les nombres de
migrants entre sous-populations. En effet, puisque la migration se fait, dans notre
modèle de simulation, uniquement entre dèmes adjacents, on s’attend à avoir un
nombre de migrants positif pour des distances de 1 pas sur le réseau et un nombre
de migrants nul pour toutes les autres distances (carrés gris Figure 3.3). On peut
noter toutefois que l’estimation du nombre de migrants à une distance de 1 pas sur
le réseau est bonne et correspond bien aux valeurs du modèle. Enfin, comme pour
l’analyse du jeu de données réel, MIGRATE sous-estime largement l’isolement par
la distance puisque le nombre de migrants estimé ne décroît que très peu avec la
distance (droites de régression de la Figure 3.3), contrairement à ce qui est attendu.

Que ce soit pour le jeu de données réel ou pour les jeux de données simulés, les
mauvais résultats obtenus avec le logiciel MIGRATE peuvent être dus à différents
facteurs :

(i) le processus mutationnel des marqueurs (ou le modèle mutationnel simulé) ne
correspond pas exactement à celui assumé dans MIGRATE (IAM dans MIGRATE,
KAM dans les simulations et inconnu pour le jeu de données réel). Une analyse
de robustesse de la méthode aux processus mutationnels serait nécessaire. Si la
méthode n’est pas robuste vis à vis des modèles mutationnels, cela risque de limiter
considérablement son utilité en pratique du fait que l’on a rarement une idée précise
des processus mutationnels des marqueurs utilisés lors d’études expérimentales.

(ii) le nombre de sous-populations échantillonnées (11 dans les simulations) ne
correspond pas au nombre de sous-populations total du modèle démographique
(40 000 dans les simulations). Or MIGRATE considère que le nombre de sous-
populations de l’échantillon est égal au nombre total de sous-populations du système
étudié. Une étude de Beerli (2004) montre que, dans le contexte d’un modèle en île,
le nombre de sous-populations non échantillonnées a beaucoup d’influence sur l’es-
timation des tailles de populations mais peu sur l’estimation des taux de migration.
Cette robustesse à la présence de sous-populations non échantillonnées est rassurant.
Cependant, cette étude considère que les taux de migration entre sous-populations
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Figure 3.3 – Représentation du nombre de migrants en fonction de la distance géographique.
Les carrés gris représentent les valeurs attendue (c.a.d les valeurs avec lesquelles ont a simulé les
données). Les points noirs sont les nombres de migrants estimés par MIGRATE sur ces jeux de
données simulés.
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sont globalement faibles (de l’ordre de 0.0001 événements de migration par individus
par génération). Slatkin (2005) prédit l’ampleur de ces effets à partir d’un simple
argument de coalescence entre paires de gènes et montre, comme attendu, que ces ef-
fets augmentent avec les taux de dispersion. Des tests supplémentaires de l’influence
de la présence de sous-populations non échantillonnées sur les estimations données
par MIGRATE, avec des taux de migrations plus forts serait donc nécessaires pour
conclure à la robustesse générale de cette méthode vis à vis de ce facteur.

(iii) la convergence est un problème récurrent dans le contexte des MCMC-coa
et la configuration par défaut de MIGRATE n’est peut être pas optimale de ce point
de vue. Toutefois, une estimation avec des analyses beaucoup plus longues (analyse
de deux semaines par jeu de données) ont été faites sur les jeux de données simulés
et aucune différence notable n’a été notée par rapport au analyses “courtes” (analyse
de six jours par jeu de données) de la configuration par défaut.

Enfin (iv) il pourrait exister un biais inhérent à la méthode qui sur-estimerait
les taux de migration. En effet, Beerli et Felsenstein ont observé sur des simulations
un biais positif pour des paires de sous-populations n’échangeant aucun migrant
(Beerli & Felsenstein, 2001). Ce biais pourrait être d’autant plus important que le
nombre de paramètres estimés est élevé, réduisant ainsi la précision de l’estimation
de chaque paramètre.

Tous ces facteurs nous poussent à conclure que les estimations de paramètres
démographiques avec le logiciel MIGRATE doivent être interprétées avec beaucoup
de précautions, notamment pour des populations en isolement par la distance. Des
études approfondies de robustesse de ce logiciel vis à vis de différents facteurs mu-
tationnels et démographiques seraient nécessaires.

3.2.2 Performances des algorithmes d’IS-coa en populations
structurées

Résultats préliminaires sur les différents algorithmes d’IS-coa

Dans un premier temps, nous avons testé les performances de (i) l’algorithme
de Nath & Griffiths (1996), correspondant à la fonction d’échantillonnage d’impor-
tance “peu efficace” définie par Griffiths & Tavaré (1994a) adaptée à un coalescent
structuré ; puis (ii) les nouvelles fonctions d’échantillonnage d’importance de de Io-
rio & Griffiths (2004b) toujours dans un coalescent structuré ; et (iii) l’algorithme
de de Iorio et al. (2005) que nous avons développé pour prendre en compte les mu-
tations par pas dans le d’un modèle à deux populations. Ces tests ont été fait sur
des jeux de données simulés par IBDsim dans un modèle en île homogène ou dans
un modèle à deux populations avec flux de gènes asymétriques, et nous avons par-
fois comparé leurs performances avec celles du logiciel MIGRATE (introduit dans
la section précédente). Les principaux résultats de ces études, dont le lecteur pourra
trouver les détails dans Leblois (2004) et de Iorio et al. (2005), sont (i) l’algorithme
de Griffiths & Tavaré (1994a) est extrêmement lourd à simuler car les temps de calcul
nécessaires à l’estimation de la vraisemblance sont très longs (c.a.d autour de 50 000
généalogies à explorer pour avoir une estimation assez précise de la vraisemblance
en différents points de l’espace des paramètres) et ne peut raisonnablement pas être
utilisé pour de l’inférence en populations structurées ; (ii) que les nouvelles distri-
butions d’échantillonnage d’importance de de Iorio & Griffiths (2004b) et de Iorio
et al. (2005) sont beaucoup plus efficaces que les précédentes (c.a.d gain d’un fac-
teur 20 à 1000 car il suffit de simuler 1 à 200 généalogies pour avoir une estimation
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assez précise de la vraisemblance), et permettent donc d’envisager l’estimation de
paramètres démographiques pour des modèles de population structurée ; et (3) les
approches par IS-coa semblent trois à dix fois plus rapides, plus précises (voir ta-
bleau 3.1) et plus faciles d’utilisation que les approches MCMC-coa pour différentes
raisons que nous détaillerons ci-dessous. On peut tout de suite noter qu’il n’y a pas
que les algorithmes d’estimation de la vraisemblance qui rentre en compte dans ces
tests de performances et comparaisons, mais aussi le cadre statistique dans lequel
est fait l’inférence.

Table 3.1 – Précision de l’estimation de (θ = 2Nµ, γ = 2Nm) avec l’algorithme de de Iorio
& Griffiths (2004b) et avec le Logiciel MIGRATE dans le cas d’un modèle à 2 populations avec
un modèle de mutation par pas. (e.s) est l’erreur standard de l’estimation.

Algorithme
De Iorio et al. 2004 MIGRATE
5 locus 20 locus 5 locus 20 locus

Biais -0.036 0.039 0.23 -0.60
θ (e.s.) (0.32) (0.20) (0.49) (0.18)

MSE 0.10 0.041 0.30 0.40
Biais 0.31 0.30 1.2 0.25

γ (e.s.) (0.67) (0.32) (1.2) (0.62)
MSE 0.54 0.21 3.1 0.46

Figure 3.4 – Représentation du modèle démographique avec un changement passé de taille
de population considéré dans Leblois et al. (2014) et implémenté dans Migraine. N est la
taille actuelle de la population, Nanc est la taille de la population ancestrale (avant le changement
démographique), T est le temps mesuré en générations depuis le présent et µ le taux de mutation des
marqueurs utilisés. Ces quatre paramètres sont les paramètres canoniques du modèle de population
de taille finie (c.a.d WF). θ , D et θanc sont les paramètres mis à l’échelle du coalescent. Les tailles
sont exprimées en nombre de gènes, et pas en nombre d’individus diploïdes.

Pour ces différentes raisons, nous avons continué d’adapter et tester les perfor-
mances des algorithmes IS-coa de de Iorio & Griffiths (2004a) pour d’autres modèles
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démographiques, notamment (i) pour estimer des changements passé de tailles d’une
population (modèle avec un changement passé de taille, discret ou continu, dans Le-
blois et al. (2014) pour inférer une expansion ou une contraction de population ;
avec deux changements démographiques dans Rousset et al. (2018) pour inférer, par
exemple, un évènement de fondation suivi d’une expansion) ; et (ii) pour estimer
la dispersion et les tailles de population sous un modèle d’IBD en une dimension
dans Rousset & Leblois (2007) et en deux dimension dans Rousset & Leblois (2012).
Tout ces développements ont été implémenté dans le logiciel Migraine, dont cer-
taines caractéristiques clés seront été présentées ci-dessous. Après avoir mis en avant
quelques résultats pertinents obtenus lors des tests de performances en situation de
changements démographiques, nous détaillerons les résultats obtenus sous IBD. Une
caractéristique distinctive de tous ces travaux, par rapport à la plupart des publica-
tions sur les méthodes alternatives d’inférence, est l’accent mis sur l’évaluation de
l’inférence en termes de propriétés de couverture des intervalles de confiance fondés
sur la vraisemblance.

Figure 3.5 – Effet du moment de la contraction de la taille de la population sur l’inférence
de chaque paramètre du modèle. Le biais relatif est indiqué par les grosses barres et la RRMSE
par les lignes fines. Les étoiles indiquent les faibles P -valeurs du test de Kolmogorov-Smirnov sur la
distribution des LRT P -valeurs (c.a.d <0,05). CDR : taux de détection des contractions ; FEDR :
taux de détection des fausses expansions.

Leblois et al. (2014) illustre bien l’intérêt et les limites de ces approches pour des
modèles en déséquilibre, dont la principale limite est que les fonction d’échantillon-
nage d’importance de Stephens & Donnelly (2000) et de Iorio & Griffiths (2004a),
fondées sur l’hypothèse d’équilibre “démographique” (CF section 3.1.2 et annexe de
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Rousset et al., 2018), sont de moins en moins efficace pour des changements démo-
graphiques de plus en plus intense (c.a.d fort et soudains). Ce qui implique des temps
de calculs plus longs sous ces modèles en déséquilibre. Notons au passage que Leblois
et al. (2014) montre aussi une influence de la structuration des populations sur ces
inférences des variations passés des tailles de populations, qui peut fortement biaiser
les résultats sous ces modèles ne considérant qu’une population panmictique isolée.
Cette publication illustre aussi très bien le fait que la précision des estimation de
chaque paramètre démographique, notamment les tailles actuelles ou ancestrales de
la population, dépend fortement de la situation démographique considérée, et com-
ment on peut “intuiter” l’information contenue dans les données sur les différents
paramètres à l’aide de la théorie de la coalescence. La figure 3.5 illustre bien cette
relation entre précision des estimations et situation démographique. Ainsi, pour ré-
sumer très brièvement, la taille actuelle N ne peut être estimer avec précision que
si le changements n’est pas trop récent, sinon il ne se passe pas assez de temps dans
la configuration “taille actuelle” pour que le processus évolutif (les coalescences et
les mutations) ne laisse de trace de cette période. Inversement, la taille ancestrale
Nanc ne peut être estimer avec précision que si le changements n’est pas trop an-
cien, sinon le processus de coalescence est fini (MRCA) ou presque (juste quelques
lignées ancestrales) pour que le processus évolutif (les coalescences et les mutations)
ne laisse de trace de cette période. Enfin, une comparaison des performances des
algorithmes IS-coa et la méthode Msvar, implémentant un modèle démographique
équivalent mais avec l’approche MCMC-coa, montre encore une fois de meilleures
performances, et des temps de calculs plus courts, pour l’IS-coa (voir Leblois et al.,
2014).

Le logiciel Migraine

Les algorithmes décrits ci-dessus fournissent des estimations de la vraisemblance
pour des valeurs de paramètres données. Dans le contexte statistique du maximum
de vraisemblance, calculer des intervalles de confiances, ainsi que des graphiques
des profiles 1 de vraisemblance en une et deux dimension pour les différentes (paires
de) paramètres, nécessite de déduire une surface de vraisemblance à partir des vrai-
semblances estimées en différents points de l’espace des paramètres. Le “Krigeage”
a été utilisé classiquement pour l’inférence des surfaces de réponse (par ex. Sacks
et al., 1989), et nos efforts pour obtenir une bonne couverture nous ont conduits
à implémenter ces méthodes dans le package R blackbox permettant d’explorer la
surface de vraisemblance d’une manière automatique (voir Rousset & Leblois (2012);
Rousset et al. (2018) pour plus de détails sur cette procédure de Krigeage). Une des
point cruciaux est d’avoir une procédure de lissage qui prend bien en compte l’erreur
d’estimation de la vraisemblance.

Les méthodes décrites ici sont toutes mises en œuvre dans un logiciel libre : le

1. le profil de vraisemblance est la fonction de vraisemblance “marginale” qui résulte de la
maximisation de la fonction de vraisemblance sur tous les autres paramètres. Autrement dit, le
profil de vraisemblance donne la valeur maximale de la fonction de vraisemblance pour chaque
valeur possible du paramètre considéré, en fixant pour cette même valeur du paramètre considéré
les autres paramètres à leur valeur de vraisemblance maximale. C’est une façon de suivre les lignes
de crêtes de la fonction de vraisemblance pour les différents (ou les différentes paires de) paramètres.
Ce n’est donc pas une coupe dans la vraisemblance. Cette approche est aussi assez de celle utilisée
pour l’obtention des distribution marginales, notamment largement utilisées dans les approches
Bayesiennes, dans laquelle on intègre sur les autres paramètre.
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logiciel Migraine écrit en C++, met en œuvre les algorithmes d’estimation de la
vraisemblance pour chaque point de paramètre donné, écrit et lance un script R
qui effectue l’inférence de la surface de vraisemblance à partir des points de vrai-
semblance, trace diverses représentations de cette surface et d’autres diagnostics,
évalue les intervalles de confiance du rapport de vraisemblance, et conçoit de nou-
veaux points de paramètre dont la vraisemblance doit être calculée lors d’une pro-
chaine itération automatique de Migraine, et ainsi de suite jusqu’à obtenir une
“bonne estimation” (selon l’utilisateur ou selon des critères de MSE des estimateurs
et des bornes des IC). Une caractéristique intéressante de cette approche itérative est
qu’il n’est pas très important d’avoir une estimation précise de la vraisemblance en
chaque point de paramètre, car l’accumulation des estimations de la vraisemblance
à proximité du maximum (ou de tout autre point cible) au cours des itérations suc-
cessives fournira, grâce aux propriétés asymptotiques d’interpolation du Krigeage
(Stein, 1999), une estimation précise de la vraisemblance au niveau du maximum.
Par exemple, dans les modèles IBD que l’on verra ci-dessous, il suffit de simuler
20 généalogies par point de paramètre pour obtenir des propriétés de couverture
presque parfaites des intervalles de confiance (Rousset & Leblois, 2012). Par contre
il en faut quelques milliers dans le modèle avec variation passé de la taille de po-
pulation dans lequel la fonction d’échantillonnage d’importance est moins efficace
(voir section 3.1.2). Toute cette procédure itérative d’inférence est illustrée dans
Rousset et al. (2018) à partir d’un exemple détaillé et la figure 3.6 illustre le type
de graphiques que produit Migraine. Cette procédure itérative et le Krigeage sont
deux points essentiels de Migraine, et expliquent sans doute en partie les meilleurs
performances des algorithmes IS-coa implémenté dans Migraine par rapport aux
approches MCMC-coa (voir discussion ci-dessous en section 3.3).

Les méthodes examinées dans le présent document ont été largement évaluées,
notamment en termes de couverture des IC (comme illustré Figure 3.7, et voir Rous-
set & Leblois, 2012; Leblois et al., 2014). L’évaluation de la couverture des IC est
souvent plus utile que l’évaluation du biais et de la variance pour détecter les pro-
blèmes dans l’inférence de la surface de vraisemblance par lissage, et plus largement
tout problème de code. Cette évaluation mériterait à peine d’être mentionnée, si ce
n’est qu’elle n’est pas la pratique dominante dans de larges segments de la littéra-
ture liée à ce travail, que ce soit dans ses objectifs (inférence à partir de la variation
génétique) ou dans ses méthodes (diverses méthodes stochastiques pour déduire les
vraisemblances ou les distributions a posteriori). Par conséquent, des méthodes ou
des logiciels mal évalués sont facilement disponibles et approuvés par des praticiens
désireux de tirer parti de leurs données. En fait, très peu de publications testant des
méthodes d’inférence génétique des populations mentionnent même les propriétés de
couverture des intervalles de confiance. En outre, les quelques articles qui font état
de ces informations constatent souvent que les IC sont très imprécis (par ex. Abdo
et al., 2004 ; Beerli, 2006 ; Hey, 2010 ; Hey et al., 2015 ; annexe S3 de Peter et al.,
2010).

Comme pour tous les logiciels que nous développons, la procédure d’estimation
de la vraisemblance a été vérifiée par rapport aux formules standard de probabilité
d’identité des paires de gènes (cf section 1.2.1) et prises dans la limite N → ∞ pour
Nµ et Nm fixés comme dans l’algorithme de coalescence. Plus globalement, le fait
que les distributions des LRT P -valeurs soient uniformes (voir ci-dessous) dans la
plupart des situations testées valident aussi la procédure d’inférence et la procédure
de calcul de la vraisemblance, ainsi que les algorithmes de simulation dans les condi-
tions du coalescent. C’est une autre manière, complémentaire et plus “intégrative”
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Figure 3.6 – Profiles 1D et 2D des LRT pour le jeu de données sur les moutons analysé
dans Rousset et al. (2018) avec Migraine dans un modèle d’une seule population ayant subi
un changement passé de taille de populations, schématisé en Figure 3.4. N−ratio est le ratio
de la taille de population actuelle N sur la taille ancestrale Nanc.
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que les probabilités d’identité, de vérifier les logiciels développés.

Performance des algorithmes IS-coa sous IBD

Les algorithmes IS-coa implémentés dans Migraine ont tout d’abord été testé
dans le cadre d’un modèle d’IBD en une dimension (c.a.d habitat linéaire) dans
Rousset & Leblois (2007), puis en deux dimensions dans Rousset & Leblois (2012).
Le modèle démographique d’inférence est forcément un modèle en dème puisque les
algorithmes d’IS-coa sont dérivé sous les hypothèses de grande taille de population
du coalescent structuré. La dispersion axiale est modélisée par une distribution géo-
métrique de paramètre g (paramètre de forme) donnant la probabilité de disperser
à k > 0 pas de distance comme m

2
(1− g)g|k−1|, ou m est la probabilité d’émigration

de chaque dème. La valeur g = 0 correspond à un stepping-stone, et la valeur 1 à
un modèle en île (voir section 2.1). La méthode d’inférence IS-coa adaptée au mo-
dèle démographique IBD permet donc d’estimer trois paramètres canoniques, mis à
l’échelle du coalescent (c.a.d sous forme de produit avec la taille de la population N
qui est aussi l’unité de mesure du temps, voir section 1.1) : un taux de mutation Nµ,
un taux de migration Nm (probabilité d’émigration mise à l’échelle) et le paramètre
g décrivant la distribution géométrique des distances de dispersion. Nous avons éga-
lement considéré l’estimation du paramètre composite Dσ2, ou σ2 se calcul pour une
dispersion géométrique, en fonction des paramètres m et g de la distribution selon
l’équation

σ2 =
m(1 + g)

(1− g)2
. (3.32)

Les performances de la méthode en terme de précision, robustesse et couverture
des IC, a été testée en considérant dans un premier temps que le modèle d’inférence
correspond exactement au modèle ayant généré les données (notamment des grandes
tailles de dèmes de 400 à 40,000 gènes, des faibles taux de migration de 0.01 à 0.001,
un même nombre de dème dans la population et un même modèle mutationnel dans
les simulations et dans l’inférence) avec un petit nombre de dèmes (par ex. 4 à 10
en 1D, 4x4 à 10x10 en 2D), puis avec plus de dèmes (100 en 1D, 40x40 à 80x80
en 2D), puis en s’écartant des hypothèses du modèle d’inférence notamment et en
tirant parti de la méthode rapide de la PAC-vraisemblance pour pouvoir augmenter
la taille de la grille, réduire la taille des dèmes, augmenter la dispersion. Sauf préci-
sion contraire, un échantillon de 4x60 gènes est pris dans 4 dèmes situés au milieu
de l’habitat pour le modèle 1D, et de 8x20 gènes pris dans 4 paires de dèmes situés
dans les coin de l’habitat en 2D. Le modèle mutationnel par défaut est un KAM à 4
ou 10 allèles, avec un taux de mutation entre 10−4 et 10−3 selon les situation, choisi
pour obtenir une diversité suffisante. Dans chacune des situations testées, que je ne
présenterai pas en détail ici, 200 jeux de données simulés ont été analysés pour en
calculer le biais et l’erreur relative d’estimation de chacun des paramètres, ainsi que
la couverture des intervalles de confiance grâce aux distribution de LRT P -valeurs
comme détaillé ci-dessous.

Un premier résultat général est que l’estimation par IS-coa dans le cadre de
modèles de moins de 20 populations est relativement facile (notamment assez rapide
pour tourner sur un seul processeur en quelques heures), elle devient progressivement
plus difficile à mesure que le nombre de sous-populations augmente, et l’analyse
d’un jeu de données moyen de type microsatellites (par ex. une centaine d’invididus
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échantillonnées à une vingtaine de marqueurs) nécessite des semaines de calcul sur
un processeur lorsque plus de 40 sous-populations sont prises en compte (mais qu’une
vingtaine d’heures sur un cluster du fait que les algorithmes IS-coa sont facilement
parallélisable).

Figure 3.7 – Distributions des P-Valeurs des test de ratio de vraisemblance (LRT P -value)
en IBD 2D, avec 4x4 dèmes, N = 400, g = 0.5, µ = 5.10−4 et m = 0.001 pour [1] (à gauche),
alors que m = 0.1pour [2] (à droite).

Dans tous les cas idéaux, c.a.d quand les données sont simulées sous le modèle
d’inférence, la précision obtenue sur les 4 paramètres Nµ, Nm, g, et Dσ2 est excel-
lente pour n’importe quelle application pratique, même avec un très petit nombre
de loci (par ex. 5 à 20 locus microsatellites dans cette étude). Les biais relatif sont
souvent de l’ordre de 5 à 10% pour tous les paramètres, et toujours ≤ 0.5 pour
2Nmu, ≤ 0.2 pour 2Nm, et ≤ 0.1 pour g. Les RMSE sont généralement de l’ordre
de 0.2 à 0.5 avec des valeurs parfois plus fortes pour Nm et Dσ2 (voir Rousset et
al., 2018 pour les détails).

Processus mutationnels Les distributions d’importance pour l’algorithme IS-coa
en IBD ont été obtenues uniquement pour un modèle de mutation KAM, qui ne peut
généralement pas être considéré comme une représentation exacte des processus de
mutation des marqueurs utilisés. Les tests sur des données de type microsatellites
simulées dans le cadre d’un modèle SMM (Ohta & Kimura, 1973, voir section 1.2.1)
ont montré qu’une mauvaise spécification du modèle de mutation a peu d’impact
sur la performance des estimateurs de dispersion Nm et g, mais qu’un biais de
50 à 75% sur les estimations de Nµ est observé (Rousset & Leblois, 2007, 2012).
Ce biais est attendu car la variation de la diversité locale dans KAM par rapport
à SMM est approximativement celle qui résulte d’une variation d’un facteur 2 du
taux de mutation (Rousset, 1996). L’inférence est donc très robuste aux processus
mutationnels pour la dispersion, un peu moins pour la mutation/taille de population.

Notons qu’en revanche, les inférences dans les modèles démographiques dont les
paramètres varient dans le temps sont beaucoup plus sensibles aux processus mu-
tationnels. Ainsi, Leblois et al. (2014) montrent qu’une mauvaise spécification des
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processus mutationnels peut induire une fausse détection de la contraction passée
de la taille des populations à partir d’échantillons prélevés sur des populations sta-
tionnaires. Elle peut également induire des biais dans l’inférence du moment et de
la force d’un changement passé de la taille de la population à partir d’échantillons
prélevés dans une population qui a effectivement subi des changements démogra-
phiques dans le passé. Nous avons donc mis en œuvre des variantes des algorithmes
d’échantillonnage d’importance pour différents modèles de mutation dans ces mo-
dèles d’inférence des variations passées des tailles de population. Ces travaux sont
illustrés pour un modèle SMM et des modèles à une ou deux populations dans de Io-
rio et al. (2005) ; dans Leblois et al. (2014) pour un modèle GSM dans une seule
population, et dans Rousset et al. (2018) pour le modèle à nombre de sites infini
(ISM, Kimura, 1969), un modèle adapté aux marqueurs de type séquences d’ADN.

PAC-vraisemblance L’approximation PAC-vraisemblance a été comparée à l’ana-
lyse de vraisemblance. Dans tous les cas, leurs performances sont très similaires, si ce
n’est que les estimations du taux de mutation par PAC-vraisemblance semblent non
(ou moins) biaisées, alors que celles par stricte vraisemblance présentent toujours un
léger biais positif (Figure 3.8). L’analyse PAC-vraisemblance étant beaucoup plus
rapide (facteur 20 environs) et au moins aussi bonne que la vraisemblance stricte,
nous la privilégierons pour toutes les analyses sous ces modèles IBD car elle permet
notamment de considérer des modèles avec un plus grand nombre de dèmes.

Figure 3.8 – Comparaison des biais obtenus par vraisemblance stricte et par PAC-
vraisemblance de Rousset & Leblois (2012)
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Approximations du coalescent Les propriétés de couverture des intervalles de
confiance peuvent être examinées graphiquement en regardant si la distribution cu-
mulée empirique des P -valeurs des tests de ratio de vraisemblance (LRT pour likeli-
hood ratio test) associées à la valeur attendue (c.a.d simulée) du ou des paramètres
s’aligne (ou non) sur la diagonale 1 :1. La figure 3.7-1 (à gauche) illustre un bon
résultat. Les écarts par rapport à la diagonale sont testés par le test de Kolmogorov-
Smirnov. Quatre sous-graphiques sont présentés, un pour chacun des paramètres
canoniques et un pour Dσ2. Le biais relatif et l’erreur relative quadratique moyenne
(RMSE) de chaque estimation sont également indiqués. On peut observer, comme
décrit précédemment, et cela sera également vrai lorsque les intervalles de confiance
ont une couverture incorrecte, que le biais et la RMSE de Nµ et Nm sont faibles
par rapport aux attendus classiques et pratiques. La figure 3.7-2 (à droite) présente
un résultat moins satisfaisant. La seule différence avec l’exemple précédent est que
m est 0.1 au lieu de 0.01. La figure 3.9 illustre aussi un bon résultat et un beaucoup
moins satisfaisant, la différence entre les deux situations étudiées étant que l’une est
dans les hypothèse du coalescent (à droite) avec des grandes tailles de populations
et des petits taux de migration et mutation (N = 40, 000, g = 0.25, µ = 10−6 et
m = 10−6), alors que l’autre (à gauche) ne l’est pas (N = 40, g = 0.25, µ = 10−3 et
m = 10−3).

Figure 3.9 – Distributions des P-Valeurs des test de ratio de vraisemblance (LRT P -
value)dans deux situations, en 1D, avec 16 dèmes, N = 40, g = 0.25, µ = 10−3 et m = 0.001
pour [1] (à gauche), alors que N = 40, 000, g = 0.25, µ = 10−6 et m = 10−6pour [2] (à
droite) .

Ces résultats illustrent une forte influence des hypothèses du coalescent et donc
la difficulté de considérer des petites tailles de population et des forts taux de mi-
gration à cause de forts biais dans les estimations. Les biais les plus élevés sont
attendus pour des valeurs de m élevées (Figure 3.10). Le biais Nm le plus important
est pour m = 0.5 dans un réseau linéaire de 100 dèmes, et d’autres cas avec m = 0.1
montrent de fortes distorsions de la distribution des LRT P -valeurs. Pour des va-
leurs intermédiaires de m de 0.01 à m < 0.1, les biais sur Nm peuvent encore être
relativement importants, mais les distorsions de la distribution des LRT P -valeurs
sont moins importantes, sauf dans certains cas où une mauvaise spécification des
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effets de bord peut également contribuer (voir Rousset & Leblois, 2012).
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Figure 3.10 – Relation entre la probabilité de dispersion et le biais de l’estimation de Nm
pour toutes les situations examinées dans Rousset & Leblois (2012)

Quelques difficultés du modèle en dèmes Ainsi, le nombre de dèmes du modèle
d’inférence est limité par les temps de calculs et leur taille ne peut être trop petite
à cause des approximation du coalescent. En populations naturelles, comme nous
l’avons vu en introduction, les individus ne sont que rarement réparti dans l’espace en
grand dèmes panmictiques. Pour ces raisons, il est nécessaire pour ce type d’analyse
de regrouper les individus, voir les groupes d’individus échantillonnés dans un “vrai”
dème, dans un ensemble de cases d’une grille régulière correspondant aux dèmes du
modèle d’IBD d’inférence (comme illustré sur la Figure 3.11). Dans cette situation,
il n’est pas nécessairement évident de savoir à quoi correspondent les paramètres du
modèle d’inférence par rapport aux paramètre à estimer (les estimands) à partir des
données groupées.

Par exemple, pour les échantillons provenant d’un réseau régulier, un estimand 2

putatif pour Nm est le nombre d’immigrants dans chaque case de la grille, c’est-
à-dire, la somme du nombre d’immigrants au sein de chaque dème, diminuée du
nombre d’immigrants échangés entre dèmes au sein de cette case. Pour des échan-
tillons provenant d’une population structurée de manière peu régulière, l’estimand
attendu de Nm est beaucoup moins clair. Heureusement, l’estimateur de Dσ2 de-
vrait être invariant par rapport à la taille des cases (dans les habitats linéaires, ceci
est valable à condition que la distance spatiale soit toujours mesurée dans les unités
d’origine et non en nombre de largeurs de cases). Pour la mutation, on peut supposer
que l’estimand est la taille de la population d’une case multipliée par la probabilité

2. Un estimand est une quantité qui doit être estimée dans une analyse statistique. Ici par ex.
c’est le produit Nm du modèle d’inférence avec les regroupement par cases, différent du produit
Nm du modèle avec les dèmes biologiques.
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de mutation. Cependant, ces prédictions ne fonctionnent pas toujours bien (détaillé
dans l’annexe de Rousset & Leblois, 2012) et les effets de ce regroupement peuvent
également dépendre de la distribution des échantillons dans les cases de la grille. Ils
est donc très difficile dans ces situations d’étudier les performances de la méthodes
sur les inférences des paramètres autres que Dσ2.

Figure 3.11 – Exemple de grille de 7x4 surimposée sur l’échantillonnage spatial des libellules
demoiselles Coenagrion mercuriale sur un des sites d’étude de Watts et al. (2006). L’échan-
tillonnage de ce site était déjà présenté en Figure 1.7. Une telle grille permet la modélisation de
dèmes sur un échantillonage non régulier dans un habitat homogène comme utilisé dans Rousset
& Leblois, 2012. Figure adaptée de Watts et al. (2006)

Robustesse vis à vis de la distribution de dispersion Afin d’évaluer l’effet d’une
mauvaise spécification de la distribution de dispersion, une distribution de Sichel
(Gamma réciproque de Poisson, Chesson & Lee, 2005, voir section 1.3.2) a été utilisée
pour les simulations (voir ). La valeur de σ2 est fixée dans nos simulations en faisant
varier κ pour une valeur fixe de γ = −2.15, donnant une kurtosis entre entre 20.1
et 22.5. Pour ces analyses, seuls les performances des estimations de Nµ et Dσ2

sont explorées car il parait hasardeux de comparer les paramètres de forme d’une
distribution géométrique avec ceux de la Sichel. Les résultats pour deux valeurs
de Dσ2 de 10 et 50 (κ = 0.92 et 4.6), montrent des biais très faibles < 5%, des
RMSE de 0.15 à 0.3 et une bonne couverture des intervalles de confiance, même si le
modèle d’inférence comporte beaucoup moins de dèmes que le modèle simulé (10x10
VS 40x40). Cependant, pour des valeurs plus forte de Dσ2 de 250 (κ = 23), il est
nécessaire d’augmenter le nombre de dème à 20x20 pour le modèle d’inférence et de
considérer une échelle d’échantillonage plus étendue dans le modèle de simulation
(80x80 au lieu de 40x40 pour les simulations avec un σ2 plus faible) pour avoir une
bonne couverture des IC et une inférence correcte, toutefois marquée par des biais
assez forts sur Dσ2, de l’ordre de 50%.

Données réelles et comparaison avec la méthode de la régression Les performance
des estimations de Dσ2 par PAC-vraisemblance sous IBD a été comparée avec l’es-
timateur des moments de la pente de régression de FST/(1 − FST) ou de er avec le
logarithme de la distance de Rousset (1997, 2000) décrit et testé en section 2.1 et
2.2. Les estimateurs de Dσ2 (ou plutot 1/4πDσ2 pour éviter les valeurs infinies de
Dσ2) sont comparés en termes de ratio de RMSE et, comme attendu d’une méthode
de vraisemblance, l’erreur de PAC-vraisemblance est plus faible que celle de la ré-



3.3. CONCLUSIONS SUR LA VRAISEMBLANCE 99

gression (ratio entre 0.25 et 0.66 selon les situations). En outre, cet écart persiste
lorsque l’on considère d’autres distributions de dispersion et d’autres modèles de
mutation (que ceux du modèle d’inférence) ce qui montre une robustesse certaine
de l’IS-coa/PAC-vraisemblance vis à vis de ces facteurs, d’autant plus que l’on avait
déjà précédemment observé une forte robustesse de la méthode de la régression à
l’égard de ces facteurs en section 2.2. Enfin, le ratio d’erreur reste favorable à la
PAC-vraisemblance même dans les cas ou les hypothèse du coalescent ne sont pas
vérifiée (0.66 pour la situation 40x40 dèmes analysés en 20x20, N = 50, m = 0.5,
g = 0.5, µ = 104). En conséquence, les intervalles de confiance basés sur les moments
devraient être plus larges, mais l’on observe au contraire tendance à être trop courts
(Figure 3.12), comme cela a été montré précédemment (Leblois et al., 2003; Watts
et al., 2006). L’inférence de 4πDσ2 par PAC-vraisemblance peut être plus robuste
que par la méthode de la régression, car cette dernière ne tient pas compte des effets
de bordure spatiale (c.a.d hypothèse que la population est sur un cercle ou un tore,
voir section 2.1).Cette hypothèse est soutenue par l’analyse d’une situation avec de
forts effets de bords (une petite grille de 10×10 dèmes avec des échantillons prélevés
dans les coins), la méthode de régression a un biais d’environ 300% , alors que la
méthode de PAC-vraisemblance a un biais de 30% et une couverture des IC correcte.

D’après tous ces résultats, l’analyse en PAC-vraisemblance des données origi-
nales de Watts et al. (2006) sur les demoiselles devrait fournir une estimation et un
intervalle de confiance plus précis et plus fiables pour 4πDσ2 que les analyses précé-
dentes basées sur la méthode des moments. Néanmoins, les résultats ne sont pas très
différents des estimations précédentes : 1 110 [600 - 3,625] par PAC-vraisemblance
contre 753 [319 - 3,162] par la régression (Watts et al., 2006), mais toujours en ac-
cord avec la conclusion antérieure selon laquelle les estimations génétiques ne sont
que “légèrement” plus élevées que l’estimation démographique (4πDσ2 = 555, Watts
et al. (2006)).

3.3 Conclusions sur la vraisemblance
Dans ce chapitre, nous avons vu comment la théorie de la coalescence et no-

tamment le coalescent structuré permet d’estimer la vraisemblance d’un échantillon
grâce à des algorithmes de Monte Carlo explorant l’espace des généalogies, et peut
ainsi permettre l’inférence des tailles de populations et de la dispersion à partir de
données génétiques échantillonnées en population naturelles.

Une première observation, sur laquelle on ne s’attardera pas, est que les temps
de calculs sont un problème récurrent des ces méthodes d’inférence par vraisem-
blance basée sur la coalescence. Il n’y a priori pas de solution statistique ou simu-
latoire vraiment pertinente pour les réduire drastiquement. Les tentatives d’amélio-
rations par échantillonnage par pont (“bridge sampling”, Gelman & Meng, 1998) ne
semblent pas bien adapté au calcul de la vraisemblance par coalescence (Fearnhead
& Donnelly, 2001; Leblois, 2004) et le ré-échantillonnage séquentiel (“sequencial re-
sampling”, (Liu, 2004)) n’ont permit qu’une diminution très relative des temps de
calculs (voir Merle et al., 2017 pour une application en IS-coa). Ainsi, l’analyse d’un
grand nombre de loci (par ex. quelques milliers pour les données NGS typiques d’un
organisme non modèle) peut s’avérer difficile en raison des temps ,de calculs et de
l’effet additif de la variance observée à chaque locus. Ces limitations expliquent la
persistance et l’utilité des méthodologies alternatives en génétique des populations.

Une seconde observation, clairement attendue mais pas toujours prise en compte
par les développeurs de méthodes d’analyse en génétique des populations, est que
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Figure 3.12 – Distributions des estimations et intervalles de confiance pour 4πDσ2, par la
méthode de la régression et par PAC-vraisemblance. La situation démographique correspond à
40x40 dèmes analysés en 20x20, avec N = 50, m = 0.5, g = 0.5, µ = 104. La ligne horizontale
marque la valeur réelle du paramètre (Rousset & Leblois, 2012).
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l’utilisation de modèle démographiques homogènes de type IBD, dans lesquels on mo-
délise la dispersion avec un petit nombre de paramètres (Nm, et le ou les paramètres
de forme de la distribution de dispersion), est plus pertinente que de considérer des
modèles de structuration de populations non-homogènes (c.a.d avec des tailles de
dèmes et des taux de dispersion par paires de dèmes spécifiques) et comportant donc
un grand nombre de paramètres (voir section 3.2.1). En ce sens, la comparaison que
l’on pourrait faire entre les performances de MIGRATE et de Migraine dans le cadre
du modèle d’IBD en dèmes n’est pas juste puisque les mauvaises performances des
algorithmes MCMC-coa de MIGRATE sont en partie dus au grand nombre de pa-
ramètres à estimer. Cette approche devrait être plus performante pour l’estimation
d’un petit nombre de paramètres dans le cadre d’un modèle homogène dans l’espace.
Cependant, les comparaisons plus équitables de Leblois et al. (2014) ont aussi mon-
tré de meilleurs performance des algorithmes IS-coa implémenté dans Migraine par
rapport aux algorithmes MCMC-coa (implémentés dans Msvar, Beaumont (1999)).
De plus, la difficulté à obtenir de bonnes estimations à partir des approches MCMC-
coa ont été soulignées à divers reprises (Beerli, 2009; Kuhner, 2009). Ainsi, ces divers
études ainsi que d’autres indices qui nous verrons ci-dessous nous poussent à penser
que ce sera généralement le cas.

Une grande partie des observations et conclusions auxquelles nous sommes arri-
vées après les travaux présentés ci-dessus ne semble donc pas restreintes à des spé-
cificités des algorithmes MCMC-coa et IS-coa considérés ici, mais avoir une portée
beaucoup plus générale dans le domaine de l’inférence démographique et historique
à partir de données génétiques et génomiques. La première est donc l’importance
de considérer des modèles simples avec peu de paramètres, une évidence statistique
pourtant souvent négligée lors de la mise au point et/ou de l’application des mé-
thodes d’inférence en génétique des populations. La seconde est qu’il est pertinent de
décrire le modèle démographique en terme de dèmes potentiellement présents dans
l’habitat autour des populations étudiées plutôt qu’en restreignant le modèle aux
seules populations échantillonnées. C’est à dire en essayant de considérer la confi-
guration spatiale des populations du modèle biologique plutôt que de l’échantillon
uniquement.

La troisième est que les surfaces de vraisemblance sous de nombreux modèles
de “démo-génétiques” peuvent être assez complexes, c.a.d pas caractérisées par un
unique pic gaussien dans les profils en 1 et 2 dimensions sur l’ensemble de l’es-
pace des paramètres exploré. Les deux exemples représentés en figure 3.13 illustrent
bien certaines de ces caractéristiques avec une situation donnant de beaux profiles
bien piqués et une autre situation pourtant très proche, dans lesquels les profiles
2D montrent des surfaces plus complexes, en forme d’entonnoirs ou de croix avec
un petit maximum peu marqué (voir aussi Beaumont, 1999). Ces surfaces de vrai-
semblances complexes sont notamment obtenues dans les modèles avec variations
passées des paramètres démographiques, et sont notamment dues au fait que l’infor-
mation “contenue” dans les données permettra d’estimer certaines paramètres avec
plus de précision que d’autre selon la zone du paramètre (par ex. ici le temps) ex-
plorée, comme cela a été illustré en section 3.2.2 sur la Figure 3.5. Plus globalement,
un échantillon génétique ne contiendra jamais de l’information sur tous les para-
mètres de n’importe quel modèle, mais uniquement pour certaines combinaisons de
paramètres, pour certaines valeurs et sous certaines modèles, dépendant de la confi-
guration de l’échantillon et de son histoire évolutive, qui va fortement limiter la
précision de l’inférence de certains paramètres dans de nombreuses situations. Ce
dernier point, assez trivial mais pas toujours bien pris en compte par les empiristes,
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Figure 3.13 – Exemples typiques de profiles de rapports de vraisemblance en 2D dans le
modèle d’une population avec un changement passé de taille de population pour deux situa-
tions contrastées. Les deux situations démographiques simulées correspondent à : (a) un cas de
changement fort (facteur 100), ni trop récent, ni trop ancien, dans lequel les données “contiennent”
de l’information sur tous les paramètres du modèle, caractérisé par θ = 0.4, D = 1.25 et θanc = 40 ;
et (b) un cas ou le changement est de trop faible amplitude (facteur 5) dans lequel les données ne
contiennent que peu d’information sur les différents paramètres, caractérisé par θ = 0.4, D = 1.25
et θanc = 2. La surface de vraisemblance est inférée à partir de de 1 240 points en deux étapes
itératives (a), et de 3 720 points en trois étapes itératives (b), comme décrit dans la section 3.2.2
décrivant Migraine. Figure issue de Leblois et al. (2014)
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Figure 3.14 – Illustration de différentes dynamique des changements de taille d’une popula-
tion N(t) et des généalogies attendues. A-C correspond à une réduction de la taille de population
du passé vers le présent et D-F à augmentation du passé vers le présent (courbe en pointillés). La
zone ombrée de chaque graphique indique que la taille de la population ancestrale est constante.
Sur chacune de ces courbe, la généalogie attendue pour 20 lignées échantillonnées est représentée.
Les généalogies attendues ont été obtenues en calculant la moyenne des temps de coalescence sur
500 000 simulations de chaque scénario démographique. Notons que certaines généalogies sont in-
complètes (A et C), certaines lignées n’ayant pas coalescé à 800 générations du présent. Figure
issue de Girod et al. (2011).

constitue la quatrième observation très générale de nos études. C’est un point crucial
de la génétique des populations empiriques, qui peut facilement être intuité grâce à
des raisonnements simples de coalescence, rapidement présenté en section 1.1, mis en
avant dans Girod et al. (2011) et Leblois et al. (2014) et régulièrement repris dans les
chapitres précédents. La Figure 3.14 illustre bien ce principe : l’information contenue
dans les données sur les différents paramètres d’un modèle démographique provient
des évènements de coalescence et de mutation (et de recombinaison) affectant les
lignées ancestrales, ainsi que de leurs “places” dans les différents “compartiments”
du modèle (par ex. les dèmes dans un modèle en îles, les coordonnées spatiales dans
un modèle d’IBD ou comme ici les différentes zones temporelles dans un modèle
avec variations dans le temps de paramètres démographiques). Plus il y a de lignées
ancestrales dans un de ces compartiments, plus on aura une estimation précise des
paramètres “impliqués” dans ce compartiment, et vice-versa.

En cinquième, les différents tests et applications des méthodes MCMC-coa et
IS-coa ont globalement montré qu’il est difficile d’explorer efficacement par simu-
lation de Monte Carlo l’espace des généalogies pour estimer la vraisemblance d’un
échantillon génétique avec une faible variance. Leblois et al. (2014) montre aussi que
l’amplitude de la variance d’estimation de la vraisemblance peut fortement varier en
fonction de la zone de l’espace des paramètres explorées. Ces deux facteurs, combi-
nés à la forme parfois complexe des surfaces de vraisemblances, font qu’il est a priori
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plus facile d’inférer correctement les estimateurs de maximum de vraisemblance (ou
équivalent en Bayesien), des intervalles de confiance (ou de crédibilité), ou encore
la surface globale de vraisemblance avec des algorithmes de lissage prenant bien en
compte la variance des points observés lors de l’interpolation, plutôt qu’avec des
algorithmes de type MCMC ou EM. UN PEU LEGER à consolider...

En sixième et dernier point, les approximations du coalescent de grandes tailles
de populations et petits taux de dispersion, sous-jacentes à toutes ces méthodes,
peuvent non seulement largement biaiser les inférences de taux de dispersion et des
tailles de dèmes, mais aussi en compliquer fortement l’interprétation lorsque l’échan-
tillon analysé provient de populations naturelles dans lesquelles la notion de dème
n’est biologiquement évidente. Ces observations n’ont été faites clairement que dans
le cas des tests minutieux des algorithmes IS-coa, mais toute approche basée sur les
mêmes approximations de coalescence devrait montrer les mêmes limitations. Ainsi,
les approches MCMC-coa, mais aussi toutes les méthodes d’inférence basées sur une
distributions instrumentales des fréquences alléliques découlant des approximations
de diffusion, comme la formule de diffusion de Wright (1931), devraient être affectées
par le même type de biais et de problèmes d’interprétation des paramètres estimés.
C’est ce qu’ont observé (Faubet et al., 2007, p. 1160) en évaluant la méthode de
Wilson & Rannala (2003) sur des échantillons simulé avec de petites tailles de po-
pulations et de forts taux de migration. Seule l’inférence de Dσ2 est robuste à ces
approximations, point important sur lequel nous reviendrons pour conclure ce cha-
pitre. Et un corollaire de cette estimation robuste de Dσ2 et de l’estimation non
robuste du Nm est que les algorithmes basés sur ces approximations du coalescent
ne sont pas les plus appropriés pour inférer la forme de la distribution de dispersion.
Elles devraient en effet se limiter à des scénarios avec de faible taux de dispersion,
ce qui restreindrait fortement leur utilité.

En plus de ces observations assez générales, le développement, test et application
de ces méthodes par vraisemblance dans le cadre de modèles structurées de popula-
tion nous a permis d’avancer concrètement sur l’inférence des paramètres locaux et
actuels de taille de population, de densité et de dispersion à partir d’un échantillon
génétique en population naturelles.

Ces tests intensifs et détaillés de Migraine illustrent à la fois les points forts et les
imperfections de ces inférences : dans la plupart des cas, les estimateurs ont un faible
biais et, compte tenu de la taille relativement petite des échantillons considérés, une
faible MSE. Les biais de mauvaise spécification des processus mutationnels sont
relativement faibles et faciles à comprendre, mais moins pour les paramètres de
dispersion. Ainsi, seul le paramètre composite Dσ2 est relativement peu affecté par
une mauvaise spécification (i) du nombre de dèmes du modèle biologique, (ii) de la
configuration en dème de l’échantillon, (iii) de la distribution de dispersion et par
(iv) les approximations du coalescent. Au contraire, toute mauvaise spécification de
la distribution de dispersion ainsi que de la répartition spatiale des dèmes peuvent
fausser l’estimation des paramètres de dispersion de manière complexe, et les rendre
difficilement interprétable. Enfin, la comparaison avec la méthode de la régression
de Rousset (1997) et Rousset (2000) montre que l’estimation de Dσ2 basée sur la
vraisemblance est nettement plus précise et que ses intervalles de confiance sont plus
fiables, même lorsque l’on combine les nombreux facteurs de complications discuté
ci-dessus.

Une caractéristique distinctive de ce dernier travail, par rapport à la plupart des
publications sur les méthodes alternatives d’inférence, est l’accent mis sur l’évalua-
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tion de l’inférence en termes de propriétés de couverture des intervalles de confiance
fondés sur la vraisemblance. Ceci a été permis par la procédure de Krigeage que
l’on a implémenté dans Migraineet, comme nous l’avons vu dans ce chapitre, cette
approche aide à l’interprétation des performances d’une inférence. De plus, à nos
yeux, de bonnes propriétés de couverture des IC est, en combinaison avec une bonne
analyse de la précision attendue et de la robustesse à différents facteurs, la meilleure
façon de valider une méthode d’inférence.

Pour aller plus loin, il parait donc pertinent de continuer à utiliser les modèles
IBD qui semblent assez bien adapté à l’inférence des processus démographiques à
petite échelles géographiques et évolutives, mais aussi de considérer des approches
ne faisant pas d’approximations en terme de grandes tailles de populations et/ou
faibles taux de dispersion. La problématique sera alors de trouver des méthodes
d’inférences qui puissent considérer ce type de modèles IBD avec de petites tailles
de dèmes et de forts taux de dispersion, tout en utilisant au maximum l’information
présente dans les données.





Chapitre 4

Inférences par simulation : le graal
de la génétique spatiale ?

Dans le chapitre précédent, nous avons montré comment la coalescence permet
d’estimer la vraisemblance d’un jeu de données génétiques, et peut donc ensuite être
utilisée pour faire de l’inférence par vraisemblance des paramètres démographiques
à partir de données génétiques. Nous avons ensuite montré qu’un de ces algorithme,
l’IS-coa implémenté dans notre logiciel Migraine pour faire de l’inférence sous iso-
lement par la distance (IBD), permettait des inférences plus précises de Dσ2 que la
méthode des moments précédemment testée dans le second chapitre, et ceci malgré
quelques limitations importantes. En effet, nos tests ont aussi montré que l’applica-
tion de l’inférence IS-coa en IBD sur des données réelles était fortement limitée par
les approximations du n-coalescent sous-jacentes à l’estimation de la vraisemblance.
En effet, seul le paramètre Dσ2 est bien estimé et interprétable quand : (i) la mi-
gration est forte, et/ou (ii) la répartitions spatiale des individus dans la population
ne définit pas clairement de dèmes réguliers, ce qui correspond à la majorité des
situations biologiques.

Pour aller plus loin dans l’inférence de paramètres de dispersion et de densité,
il est donc nécessaire de s’affranchir de ces approximations du n-coalescent, tout en
essayant d’utiliser au maximum l’information des données. Cela pourrait notamment
permettre (i) d’estimer d’autres paramètres du modèle, en plus de Dσ2, tels que
le taux d’émigration m (ou Nm le nombre d’émigrants) et/ou des paramètres de
forme de la distribution de dispersion, et (ii) mieux prendre en compte la répartition
spatiale des individus en se basant sur un modèle d’IBD en habitat continu, afin de
ne pas avoir à regrouper les individus en dèmes sans grande signification biologique.

Dans ce chapitre, j’introduirai tout d’abord les principes de l’inférence par si-
mulation, en me focalisant sur les approches ABC (“Approximate Bayesian Com-
putations”, Beaumont et al., 2002). Je présenterai ensuite les outils permettant de
mettre en oeuvre, en pratique, l’inférence par simulation sous IBD et d’en tester
les performances. Pour cela j’introduirai une nouvelle méthode alternative à l’ABC,
la méthode de la vraisemblance résumée (“summary Likelihood” SL, Rousset et al.,
2017). Ces travaux étant en cours, je présenterai juste une illustration de ces infé-
rences ainsi que quelques résultats préliminaires de tests de performance. Un des
buts de ces travaux est d’utiliser l’information contenue dans le déséquilibre de liai-
son. Le lecteur devra cependant attendre quelques mois pour en savoir plus à ce
propos car les tests concernant l’information présente dans le déséquilibre de liaison
n’ont pas encore été fait :). De même, nous souhaitons comparer les performances
des méthodes ABC et vraisemblance résumée. Cette comparaison ne tardera pas à
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être faite mais nous n’avons à ce jour aucun résultat à vous présenter.

4.1 Inférences ABC par simulation
Comme nous l’avons vu dans le chapitre précédent, l’inférence basée sur la vrai-

semblance est limitée par (i) la difficulté d’estimer vraisemblance sous des modèles
de populations structurées, (ii) les forts temps de calculs, et (iii) la nécessité d’utili-
ser des approches basées sur les approximations du n-coalescent. Les deux premiers
facteurs ont stimulé, dès les années 90-2000, le développement en génétique des po-
pulations de nouvelles méthodes d’inférences se passant de la vraisemblance mais
cherchant à l’approcher (Marjoram & Tavaré, 2006).

L’inférence par simulation est évoquée pour la première fois dans Diggle & Grat-
ton (1984) dans le cadre de simulations de Monte Carlo et dans un contexte purement
statistique et théorique. Elle est ensuite appliquée en génétique des populations dans
Tavaré et al. (1997) et Pritchard et al. (1999), sous la forme d’un algorithme de rejet,
assez éloigné du travail initial de Diggle & Gratton (1984). Cet algorithme de rejet
est à la base des approches ABC. Il consiste tout simplement à (i) simuler un grand
nombre de jeux de données, avec les mêmes caractéristiques que le jeu de données
réelles (“observé”) que l’on veut analyser (c.a.d le même nombre d’individus et de
locus, et le même type de marqueurs) dans le cadre d’un scénario d’évolution hypo-
thétique. Dans un cadre Bayesien (sur lequel repose la totalité des développements
de type ABC), les paramètres des jeux de données simulés sont échantillonnés à par-
tir de distributions a priori définies par l’utilisateur ; (ii) les données simulées sont
ensuite réduites à un ensemble de statistiques, dites “statistiques résumantes”, et
(iii) les paramètres échantillonnés pour chaque jeu données sont acceptés ou rejetés
sur la base d’une distance maximale (le seuil ϵ, souvent appelé tolérance) entre les
statistiques résumantes simulées et observées ; enfin (iv) la distribution marginale à
posteriori de chaque paramètre est construite à partir du sous-échantillon des valeurs
acceptées de paramètres.

Les différentes approches ABC sont des versions améliorées de cet algorithme de
rejet (Beaumont et al., 2002; Blum & François, 2010; Marjoram et al., 2003; Sisson
et al., 2007). Une des premières améliorations les plus significative est la correction
de l’écart entre les statistiques simulées et observées en utilisant des techniques
de régression locale telle que représenté en Figure 4.1 définie par Beaumont et al.
(2002) puis par l’utilisation d’un réseau de neurones à la place du seuil de distance
ϵ par Blum & François (2010). Ces deux alternatives au rejet simple engendrent
une moindre influence du seuil ϵ sur les distributions a posteriori, et permettent
ainsi d’obtenir de bonnes inférences à partir d’un plus petit nombre de simulations.
Quelques tentatives de combinaison de l’approche ABC avec d’autres approches
statistiques telles que (i) les simulations de Monte Carlo par chaînes de Markov
pour explorer l’espace des paramètres de manière itérative en utilisant la distance
entre les statistiques résumantes simulées et observées pour mettre à jour les valeurs
actuelles des paramètres (par ex. Marjoram et al., 2003; Wegmann et al., 2009),
mais la convergence est toujours difficile à vérifier (Marjoram & Tavaré, 2006) ; ou
encore (ii) par échantillonage séquenciel (Sisson et al., 2007), mais les résultat de
montrent pas d’amélioration importante.

L’inférence ABC repose donc sur l’analyse incomplète des données, résumées
dans un ensemble de statistiques. Ainsi, plus l’information du jeu de données sera
(mal) résumée dans cet ensemble de statistiques résumantes, plus la distribution a
posteriori sera différente, et notamment plus proche de la distribution a priori, que
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Figure 4.1 – Ajustement par régression linéaire dans l’algorithme ABC. Dans l’algorithme
ABC, des valeurs de chaque paramètre θi du modèle sont tirées dans des distributions a priori
spécifiées par l’utilisateur afin de simuler un ensemble de données d’apprentissage yi dans le cadre
d’un modèle donné. A partir de ces données simulées, des valeurs de statistique résumante, S(yi)
(une ici mais plusieurs en pratique) sont calculées, et comparées aux valeurs calculées sur les données
réelles, S(y0), à l’aide d’une mesure de distance. Si la distance entre S(y0) et S(yi) est inférieure
à une certaine "tolérance" ϵ, la valeur du paramètre, θi, est acceptée (c.a.d sera prise en compte
pour le calcul de la distribution a posteriori). Ce graphique montre comment les valeurs acceptées
de θi (points en orange) sont ajustées selon une transformation linéaire, θ∗i = θi − b(S(y)− S(y0))
(flèche verte), où b est la pente de la droite de régression. Après ajustement, les nouvelles valeurs
des paramètres (histogramme vert) forment un échantillon de la distribution a posteriori. Figure
issue de Csilléry et al. (2010).
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la distribution a posteriori attendue par vraisemblance sur l’ensemble des données.
Le choix des statistiques résumantes est donc crucial en ABC et doit être réfléchi
par rapport aux questions d’inférence particulières abordées. Il est intéressant de
noter ici que l’inférence ABC a été initiée et largement développée en génétique
des populations, puis s’est ensuite étendue à d’autre domaines. C’est, entre autre
et comme nous l’avons en introduction et dans le premier chapitre, parce que la
génétique des populations s’est longtemps concentrée sur le développement de sta-
tistiques informatives sur les paramètres d’intérêt des modèles considérés (tels que
les F -statistiques, voir section 1.2.2 et chapitre 2).

Une façon “simple” de palier cette perte d’information des données serait d’aug-
menter le nombre de statistiques résumantes. Cependant, cela pose rapidement (pour
plus de quelques dizaines de statistiques) des problèmes d’analyse en grande dimen-
sion, notamment pour les approches par distances, et peut rapidement réduire la
précision de l’inférence (Beaumont et al., 2002). En effet, la probabilité d’accep-
ter une simulation donnée diminue exponentiellement avec la dimensionnalité. Pour
contourner ce problème, divers techniques de sélection de statistiques (Joyce & Mar-
joram, 2008) ou de réduction de dimensions (Estoup et al., 2012) ont été utilisés.
Parmi celles-ci, on distingue notamment l’approche par réseaux de neurones de Blum
& François (2010). En effet, les réseaux de neurones, et plus généralement les mé-
thodes d’apprentissage (dont l’ABC fait partie...), peuvent également trouver les
“combinaisons de statistiques résumantes” qui contiennent le maximum d’informa-
tions sur les paramètres d’intérêt. Nous reviendrons la dessus par la suite car c’est
un champ en pleine explosion et prometteur dans le cadre général de l’inférence par
simulation.

Dans ce contexte, une amélioration majeure des approches ABC est apportée par
Pudlo et al. (2016) et Raynal et al. (2018) qui utilisent l’algorithme d’apprentissage
automatique par forêts aléatoires (“random forests” RF, Breiman, 2001), pour sélec-
tionner les simulations correspondant au mieux aux données observées. L’approche
par forêts aléatoires (RF) proposée par Breiman est l’un des principaux algorithmes
d’apprentissage automatique supervisé (“supervised machine learning”, SML) pour
la classification (par ex. pour faire du choix de modèle) ou la régression (par ex. pour
l’estimation de paramètres continus). L’approche ABC-RF de Pudlo et al. (2016) im-
plémente des procédure de choix de modèles et surpasse les autres méthodes ABC
pour les analyses basées sur un petit nombre de simulations (Fraimout et al., 2017;
Pudlo et al., 2016). S’appuyant sur ces résultats, Raynal et al. (2018) ont récem-
ment proposé une extension de l’approche ABC-RF dans un cadre de régression non
paramétrique pour caractériser les distributions a posteriori des paramètres d’inté-
rêt dans le cadre d’un modèle donné. La méthode ABC-RF de Raynal et al. (2018)
permet notamment : (i) une amélioration importante de la robustesse au choix des
statistiques résumantes (notamment vis à vis de l’inclusion de statistiques “non in-
formatives”), (ii) l’absence de considération d’une valeur seuil ϵ pour comparer les
statistiques simulées et observées, et (iii) un bon compromis entre les temps de cal-
cul et la précision des estimations ponctuelles des paramètres et l’exactitude des
intervalles de crédibilité (qui à mes yeux reste toutefois à tester précisément :).

Assez récemment aussi, une méthode alternative d’inférence par simulation, fon-
dée sur l’utilisation de la densité jointe des statistiques et des paramètres pour inférer
la surface de vraisemblance des paramètres sachant les statistiques résumantes ob-
servées sur l’échantillon, a été développée (méthode dite par vraisemblance résumée,
summary likelihood SL, Rousset et al., 2017). Même si cette méthode a certains
points communs avec l’ABC-RF (elle peut partir des mêmes simulations que les mé-
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thodes ABC et elle utilise aussi les forêts aléatoires mais dans un autre contexte
statistique), elle est philosophiquement beaucoup plus proche de l’approche origi-
nale de Diggle & Gratton (1984). Le nombre minimal de statistiques nécessaires
pour l’estimation de p paramètres étant p statistiques, une première étape de la
méthode summary likelihood consiste à réduire par RF le grand nombre de sta-
tistiques résumantes calculées sur un jeu de données en p statistiques résumantes
projetées conçues pour conserver le maximum d’information pour chaque paramètre.
La deuxième étape de la méthode summary likelihood diverge de l’ABC en géné-
ral : plutôt que l’obtention de distributions a posteriori, summary likelihood vise
à inférer une surface de vraisemblance des p paramètres, sachant les p statistiques
projetées observées sur l’échantillon. Les techniques classiques pour l’inférence par
maximum de vraisemblance peuvent alors être appliquées comme nous l’avons vu
dans le chapitre 3. De plus, la vraisemblance est conçue conjointement pour tous
les paramètres, contrairement à l’ABC (dont l’ABC-RF) qui ne permet pour l’instant
d’obtenir que des distributions marginales a posteriori pour chacun des paramètres.
C’est la méthode que nous présentons ci-dessous en détails pour l’inférence par simu-
lation des paramètres de densité, dispersion et taille de population sous un modèle
d’IBD.

4.2 Inférence par SL en IBD

Pour contrôler l’ensemble du processus d’inférence par simulation, nous avons
développé un simulateur GSpace, une librairie de calcul de statistiques résumantes
GSumStat, et couplé les deux à la librairie R Infusion qui implémente la méthode
SL pour l’inférence.

4.2.1 GSpace

Le pipeline d’inférence par simulation développé repose donc sur un nouveau
simulateur GSpace (Virgoulay et al., 2021), qui remplacera à terme IBDsim (Leblois
et al., 2009) dont les principales limitations sont de ne pas prendre en compte la
recombinaison ni la notion d’individus, et donc de ne pouvoir simuler que des mar-
queurs indépendants et de la migration gamétique. Dans le contexte des NGS et de
l’étude de la dispersion, ce sont maintenant deux facteurs fortement limitants.

Algorithme de coalescence Comme IBDsim, GSpace est fondé sur un algorithme
de coalescence génération par génération, et ne repose donc pas sur les approxi-
mations du coalescent. Il se base sur le cycle de vie vu précédemment que l’on a
représenté en remontant le temps pour coller à la suite des évènements considérés
dans une approche par coalescence en Figure 4.2. GSpace combine certaines par-
ties de l’algorithme modifié de Hudson (Hudson 1983) pour la recombinaison et la
coalescence, précédemment implémentées dans MSprime (Kelleher et al. 2016), avec
de nombreuses caractéristiques de l’algorithme génération par génération d’IBDsim
(décrit en détails dans Leblois et al. 2003, 2009). Une différence notable avec IBDsim,
du point de vue la dispersion, est donc que des marqueurs non liés physiquement
(c.a.d. distant sur le même chromosome, ou sur deux chromosomes différents) vont
avoir des arbres de coalescence non indépendants puisque conditionnels à l’arbre
généalogique réalisé des individus échantillonnés en fonction des évènements de mi-
gration et de reproduction réalisés.
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Figure 4.2 – Cycle de vie “haplo-diploïde” représentant, en remontant le temps,
la recombinaison et la coalescence des lignées génétiques au cours des différentes phases
possibles d’un organisme. Les lignées ancestrales échantillonnées sont représentés en rouge et
bleu. Les lignées noires représentent les lignées non échantillonnées. La lignée issue de la coalescence
des lignées rouge et bleu est représentée en fuchsia.

Locus, chromosomes, individus et sexes explicites Une spécificité de GSpace est
qu’il prend en compte explicitement la notion de chromosomes homologues afin de
gérer correctement les évènements multiples de recombinaison. Cette prise en compte
passe notamment par la représentation explicite des chromosomes homologues dans
l’algorithme en génération par génération même si un de ces chromosomes ne porte
pas de lignées ancestrales (chromosome fantôme) lors de la phase diploïde. Elle
implique aussi la prise en compte explicite des deux chromosomes parentaux lors de
la reproduction sexuée comme indiqué sur la Figure 4.3, ce qui n’est pas nécessaire
pour des algorithmes basés sur les approximations du coalescent puisqu’ils négligent
tout évènement multiple (voir section 1.1). Les probabilités de coalescence des lignées
ancestrales deviennent donc conditionnelles à l’origine parentale du chromosome qui
les portent. Cela revient a choisir d’abord le parent ancêtre avec une probabilité de
1/N , puis le chromosome ancestral chez ce parent avec une probabilité de 1/2, au
lieu de choisir directement le chromosome ancestral avec une probabilité de 1/2N
comme sous le n-coalescent.

Cette prise en compte des chromosomes homologues permet de faire migrer ces
derniers de manière non indépendant au moment de la phase diploïde du cycle, et
donc de modéliser de façon plus pertinente la dispersion de juvéniles diploïdes, plus
courante que la migration gamétique chez la majorité des espèces (animales) à phase
diploïde majoritaire. Cette implémentation ouvre la voix à la considération d’autres
types de dispersion, telles que la dispersion pollen-graine chez les plantes.
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Figure 4.3 – Représentation détaillée du cycle de la figure 4.2 comme considéré dans
l’algorithme de GSpace. Les lignées ancestrales échantillonnées sont représentées en vert (lignée
portée par le chromosome maternel) et orange (lignée portée par le chromosome paternel).
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Dispersion Comme dans IBDsim, l’algorithme de migration utilisé dans GSpace
considère, qu’à chaque génération, les coordonnées du dème parental (i.e. de nais-
sance) de chaque individu porteur de lignée(s) ancestrale(s) sont tirées aléatoirement
dans la distribution de dispersion arrière donnant la probabilité de la position des
parents, étant donné la position du descendant sur le réseau. Ces distributions de
dispersion arrières sont calculées en fonction de la distribution avant spécifiée par
l’utilisateur, avec les équations 1.1.2 et 1.1.2. GSpace peut considérer des distribu-
tions avant de dispersion de type Pareto/Zeta discrétisée, ainsi que la distribution de
Sichel qui permet de modéliser une grande diversité de distributions de dispersion,
et les distribution plus classiques : uniforme, gaussienne discrétisée, et géométrique
(voir section 1.3.2 pour les détails sur ces différentes distribution et les caractéris-
tiques attendues de la dispersion en populations naturelles).

GSpace a été comparé en terme de temps de calcul à d’autres simulateurs, et les
résultats montrent qu’il est tout à fait compétitif (Virgoulay et al., 2021).

4.2.2 GSumStat

Une spécificité de GSumStat est que l’on cherche à limiter l’influence des données
manquantes afin de limiter les biais d’estimation, notamment pour de faibles tailles
d’échantillons (bien que ce ne soit pas crucial dans une approche d’inférence par
simulation tant que les mêmes statistiques sont calculées sur les données réelles et
sur les données simulées). Les estimateurs multilocus des F -statistiques sont donc
calculés selon les même formules que dans Genepop (Rousset, 2008), dans la lignée
de la définition des F -statistiques en termes de probabilités d’identité, comme nous
l’avons vu en section 1.2. Des détails sur ces estimateurs peuvent être trouvés dans
l’annexe de Rousset (2001).

Statistiques spatiales Comme nous l’avons vu en section 2.2, la méthode de la
régression de Rousset (1997, 2000) utilise l’inverse de la pente de la régression entre
un estimateur de la différenciation (FST/(1 − FST), ar ou er) et de la distance géo-
graphique (ou son logarithme) comme estimateur du produit Dσ2. Cette statistique
résumante paraît donc très intéressante, d’autant plus que la comparaison avec l’es-
timateur par vraisemblance de Rousset & Leblois (2012) montre que la pente de
la régression peut préserver l’essentiel de l’information statistique concernant Dσ2

(Rousset & Leblois, 2012, et voir section 3.2.2).
Nous avons donc considéré comme statistiques résumantes les pentes et inter-

cepts des régressions des estimateurs de linF st ≡ FST/(1− FST), ar et er décrivant
la différenciation entre dèmes ou entre individus, classiquement utilisées dans la
méthode de la régression (comme vu en section 2.2, et définies dans Rousset, 1997
pour linF st, Rousset, 2000 pour ar, et Watts et al., 2006 pour er). En particulier
er, que nous n’avons jamais détaillé jusqu’ici, est une distance génétique entre deux
individus diploïdes, dans même nature que ar, et calculée comme

er =
Q̂i + Q̂j − Q̂ij

1− Q̂w

− L̂s

1− Q̂w

(4.1)

où Q̂ij est la fréquence de paires de gènes identiques sur toutes les paires d’individus
(i, j) séparées par une distance géographique r ; Q̂i (resp. j) est la fréquence de
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paires de gènes identiques au sein de l’individu i (resp. j) (c’est donc la fréquence
de loci homozygotes au sein d’un individu) ; Q̂w est la fréquence de paires de gènes
identiques au sein d’un individu sur l’ensemble des individus échantillonnés et L̂s le
terme constant (par rapport à i, j) identifié par Watts et al. (2006) dans la statistique
de Loiselle et al. (1995), qui est calculé comme suit :

L̂s =
np(mean(Q̂ij)) + n(1/2 + Q̂w/2)

np + n
(4.2)

où n est le nombre total d’individus échantillonnés et np le nombre de paires d’indi-
vidus.

GSumStat calcule aussi les probabilités d’identité Qr entre paires de gènes pour
différentes classes de distance r (voir section 1.2.1).

Statistiques de déséquilibre de liaison Dans ce chapitre, nous souhaitions notam-
ment tester l’intérêt d’utiliser l’information du déséquilibre de liaison pour estimer
les paramètres de dispersion et de densité. Les statistiques classiques de déséquilibre
de liaison reposant souvent sur le calcul de fréquences de génotypes et de fréquences
alléliques, elles ne sont pas directement utilisable à une autre échelle que celle de la
population globale dans les modèles sans dèmes. Nous aurions pu nous intéresser aux
distributions de longueurs d’haplotypes partagé entre deux haplotypes comme dans
Ringbauer et al. (2017), et nous le ferons sans doute bientôt. Pour ce travail, nous
nous sommes concentrés sur des mesures de déséquilibre de liaison analogues aux
approches par probabilités d’identité décrites en section 1.2. En effet, les associations
non aléatoires entre allèles à différents loci (c.a.d le déséquilibre de liaison) peuvent
être décrites en terme de probabilités d’identité jointe à deux locus. Le détail de
cette approche, fondée sur les travaux de Vitalis & Couvet (2001b,a), est présenté
dans Virgoulay (2022). et je n’en donnerai que les grandes lignes,permettant de faire
le lien avec ce que l’on a vu précédemment.

Figure 4.4 – Définitions des probabilités d’identités à deux locus ϕ, γ, δ impliquant
respectivement deux, trois ou quatre haplotypes des deux génotypes diploides comparés.
Figure issue de Vitalis & Couvet, 2001b.

Nous nous sommes inspirés de la statistique de déséquilibre d’identité entre deux
marqueurs définie par Vitalis & Couvet (2001b) comme

Φij −QwdiQwdj

(1−Qbdi)(1−Qbdj)
(4.3)

où Qwdi et Qwdj représentent les probabilités d’identité aux loci i et j entre haplo-
types au sein d’un dème ; et Qbdi et Qbdj pour des dèmes distincts ; et Φij est la
probabilité d’identité jointe aux loci i et j entre deux haplotypes pris dans un même
dème.

Pour que ces mesures soient valides sur de données non-phasées (c.a.d. pour
lesquelles on ne connaît pas les haplotypes des doubles hétérozygotes), nous avons
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considéré les statistiques de déséquilibre “génotypique” définies à partir de fréquences
de paires de gènes identiques qui peuvent être observées sans connaître la phase, et
à la probabilité d’identité correspondante Φ := (ϕ + 2γ + δ)/4 (voir figure 4.4 et
Weir & Cockerham, 1974).

Une mesure de déséquilibre de liaison tenant compte de la distance géographique
entre individus peut alors être définie comme suit :

η̂xy,ij ≡
Φ̂xy,ij − Q̂wdiQ̂wdj

(1− Q̂bdi)(1− Q̂bdj)
(4.4)

où Φ̂xy,ij est la fréquence des paires d’haplotypes, produites par tirage d’un haplotype
dans le génotype diploïde de chacun de deux individus pris dans les dèmes x et y,
conjointement identiques aux loci i et j ; Q̂wdi est la fréquence d’identité intra-dème
observée au locus i, pour les individus échantillonnés dans le dème x et le dème y ;
et Q̂bdi est la fréquence d’identité observée entre dèmes au locus i calculée sur tous
les individus échantillonnés.

Pour résumer l’information contenue dans les η̂xy,ij en fonction de la distance
entre marqueurs sur le chromosome et en fonction de la distance géographique entre
dèmes ou individus, on calcule d’abord une estimation unique η̂dg ,dc pour toutes les
paires de loci à distance chromosomique dc dans des paires d’individus à distance
géographique dg. Cette estimation est la somme des numérateurs des η̂xy,ij concernés,
divisée par la somme des dénominateurs des mêmes η̂. On ajuste ensuite aux η̂dg ,dc
par moindres carrés un modèle de régression non linéaire de forme

ηdg ,dc = a+ (b− a) exp [−cgdg − ccρ(dc)] (4.5)

où ρ(dc) est la probabilité de recombinaison entre les loci 1, déduite de la dis-
tance chromosomique, en inversant la fonction de Haldane (1919) : ρ(dc) = [1 −
exp(−2dc)]/2. Il y a donc quatre paramètres dans cette régression a, b, cg, cc qui
constituent les statistiques résumantes des patrons de déséquilibre de liaison dans
l’échantillon. Ce modèle de régression n’a pas de justification théorique précise, mais
sa forme parait raisonnable au vu de simulations préliminaires visant à identifier un
modèle de régression approprié.

A ce jour, GSumStat calcule donc la moyenne et la variance sur l’ensemble des
locus (ou sites variables) de l’échantillon d’un ensemble des statistiques plus ou
moins classiques :

• Na : Le nombre d’allèles dans l’échantillon ;

• Na d : Le nombre moyen d’allèles dans chaque dème ;

• Ho, He : L’hétérozygotie observée et attendue (ou diversité génétique, Nei,
1973) ;

• Var : La variance de la taille allélique, pour les marqueurs multi-alléliques ;

• AFS/SFS : Le spectre de fréquences alléliques (voir Ewens 1972) ou, de ma-
nière équivalente, le spectre de fréquence par site pour les marqueurs bi-
alléliques ;

1. la probabilité qu’un gamète pris au hasard porte à ces loci des copies de gènes des deux
haplotypes parentaux
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• FST, FIS et FIT : les F -statistiques au sein et entre individus/dème, précé-
demment présentés en section 1.2.2 ;

• les pentes et ordonnées à l’origine des régressions linéaires entre linF st =
FST/(1− FST), ar et er et la distance géographique (ou son logarithme) ;

• les probabilités d’identité de paires de gènes à un locus Qr pour un nombre
de classes de distance géographiques fixées ;

• et les 4 paramètres de la régression exponentielle de η avec les distances
chromosomiques et géographiques.

4.2.3 Le pipeline d’inférence gspace2infr

La librairie R gspace2infr interface et relie les outils dédiés aux différentes
étapes de l’inférence par simulation, notamment les programmes de simulation d’échan-
tillons génétiques IBDsim et GSpace, le calcul de statistiques résumantes par la li-
brairie GSumStat, et l’inférence statistique proprement dite par la méthode summary
likelihood présentée ci-dessus, et implémentée dans la librairie R Infusion. Du
code pour intégrer la méthode ABC-RF de Pudlo et al. (2016) et Raynal et al. (2018)
sera aussi bientôt intégré pour comparer ses deux approches d’inférence par simula-
tion. Enfin, la libraire gspace2infr permet de faire des tests de performances sur un
grand nombre d’inférences sur données simulées à paramètres constants pour éva-
luer ces procédures d’inférence, comme nous l’avons vu dans les chapitres précédents
(voir section 4.2.4).

Un exemple d’inférence par summary likelihood

Cette section présente un exemple d’inférence par summary likelihood utilisant
le pipeline implémenté dans gspace2infr, afin de donner une idée plus concrète des
méthodes utilisées et de la nature des résultats produits.

Scénario biologique Le scénario biologique considéré repose sur le cycle de vie
avec dispersion juvénile et les modèles IBD vu précédemment (p.4 et section 2.1,
respectivement). La simulation est effectuée par GSpace ou IBDsim en considérant
un habitat homogène carré modélisé par une grille de 70×70, avec un unique couple
d’individus diploïdes par nœud. Le taux d’émigration est de 0.25 et la distribution
de dispersion suit une loi géométrique de paramètre g = 0.558615 et de distance
maximum de 20 pas (ce qui donne σ2 = 4, voir section 3.2.2 pour la dispersion
géométrique).

L’échantillon est constitué de l’ensemble des couples d’une zone centrale carrée
de 10×10. Pour chaque individu, les génotypes de 500 loci bialléliques sont simulés.
Ces loci sont répartis sur 10 chromosomes, à raison de 50 loci par chromosome, à in-
tervalles réguliers en termes de probabilité de recombinaison (r = 10−5 entre chaque
locus). La probabilité de mutation par locus et par gamète est µ = 5.10−5.

La librairie R Infusion est ensuite utilisé pour l’inférence par simulation. Le
modèle de simulation et d’inférence ne reposant pas sur les approximations du
n-coalescent, l’inférence peut se faire en terme de paramètres canoniques du modèles
nx, µ, m, g, les autres paramètres étant constants car supposé connus. Cependant, il
existe jusqu’à maintenant une incertitude totale sur le fait que l’on puisse estimer in-
dépendamment et correctement chacun ces paramètres (typiquement non estimables
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Bornes d’estimation
Paramètre Valeur simulée minimum maximum

nx 70 10 300
µ 5.10−5 5.10−7 5.10−2

Densité ... ... ...
m 0.25 0.01 0.99
g 0.558615 0.01 0.99

Table 4.1 – Valeurs des paramètres variables utilisées dans la simulation et explorées
dans l’inférence.

Paramètre Valeur
Dist disp max 20

Indiv par dème (N) 2
Ploïdie 2

Nb dèmes échant 10x10
Indiv échant par dème 2

Nb chr par indiv 10
Nb marq par chr 50
Modèle mutation KAM, K = 2

ρ 5.10−5

Table 4.2 – Paramètres fixés dans la simulation et dans l’inférence.

sous les hypothèses du n-coalescent). Ainsi, nous considérerons aussi l’inférence des
paramètres composites θ = 2NTµ = 2n2

xNµ, le nombre 2Nm d’émigrants et le pro-
duit Dσ2. S’il n’y a pas d’information pour un paramètre, l’inférence devrait nous
l’indiquer sous la forme d’un profil de vraisemblance (résumée) plat pour ce para-
mètre.

La summary likelihood est une méthode d’inférence consistant à approximer
la surface de vraisemblance des statistiques résumantes calculées sur des données
simulées par rapport aux paramètres du modèle, puis à utiliser cette surface de
“vraisemblance résumée” afin d’en trouver le maximum, de calculer des intervalles
de confiance et de représenter des profiles de vraisemblance en une et deux dimen-
sion. L’inférence se déroule de la manière suivante.

Construction du tableau de référence On appellera tableau de référence les don-
nées d’apprentissage. Il est donc composé d’une ligne par simulation, résumée par
ses valeurs de paramètres et les statistiques résumantes associées. La construction
du tableau de référence initial s’effectue par tirages uniformes (ou log-uniforme si
l’on veut explorer l’espace d’un paramètre sur une échelle logarithmique) indépen-
dants dans les bornes de l’espace des paramètres défini par l’utilisateur (tableau 4.1).

Réduction du nombre de statistiques résumantes La méthode summary likelihood
construit ensuite par projection une statistique synthétique pour chacun des para-
mètres à inférer. On cherche donc ici à construire un prédicteur de chaque paramètre
à partir des statistiques résumantes par apprentissage de la relation entre valeurs de
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paramètres et statistiques résumantes, à partir du tableau de référence. La méthode
d’apprentissage utilisée par défaut dans Infusion est la régression non paramétrique
par forêts aléatoires (“Random Forest”, RF), implémentée dans la librairie R ranger
(Wright & Ziegler, 2017). On exploite donc ici comme dans la méthode ABC-RF la
facilité d’utilisation et l’efficacité de cette méthode RF à faire le tri entre les statis-
tiques porteuses d’informations sur le paramètre à estimer et celles qui n’apportent
que peu ou pas d’information. La statistique synthétique résultant de cette projec-
tion est ainsi censée résumer avec peu de perte l’information disponible sur chaque
paramètre dans l’ensemble des statistiques résumantes.

L’information conservée dans chaque statistique synthétique peut être visualisée
par la dispersion de la relation entre valeurs de paramètres et valeurs prédites, qui
donne une première idée de la capacité à inférer chaque paramètre avec précision. La
figure 4.5 présente ces relations pour les données du tableau de référence (toujours
en utilisant les prédictions out-of-bag). L’on y voit par exemple que m devrait être
estimé assez précisément, et inversement que nx ne devrait pas l’être.

Figure 4.5 – Valeurs prédites des paramètres (de haut gauche à bas droite : nx, µ, m et
g) par régression non paramétrique par forêts aléatoires. La droite est la diagonale y = x.

Estimation de la surface de vraisemblance résumée Cette étape consiste à estimer,
à partir du tableau de référence dans lequel les statistiques résumantes originales ont
été remplacées par les p statistiques projetées, la distribution jointe des paramètres
et des statistiques projetées, et d’en déduire une estimation de la surface de vraisem-
blance pour le jeu de données analysé réduit à ses statistiques résumantes projetées.
La distribution jointe (en dimension 8 dans cet exemple) est inférée comme un mé-
lange de gaussiennes multivariées (en dimension 8, donc). La librairie R Rmixmod
(Lebret et al., 2015) est utilisée par Infusion pour ajuster ces modèles de mélange
sur une gamme de valeurs candidates du nombre d’éléments gaussiens considérés,
sélectionné par comparaison des AICs de ces différents ajustements.
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A partir de cette distribution jointe estimée, la densité estimée des “données” (ré-
sumées dans les statistiques projetées) pour chaque valeur de paramètres est calculée
par Infusion par application de la formule de Bayes, en divisant la densité jointe
par la densité marginale des paramètres, elle même déduite de la densité jointe.
Cette densité estimée des données pour chaque valeur du vecteur de paramètres,
vue comme une fonction des paramètres, constitue une estimation de la surface de
vraisemblance des paramètres sachant les statistiques résumantes projetées calculées
sur l’échantillon analysé.

Inférences à partir de la surface de vraisemblance résumée A partir de cette
surface de “vraisemblance résumée” estimée, Infusion détermine son maximum,
et calcul des intervalles de confiance par profilage 2 (comme nous l’avons vu pour
Migraine en section 3.2.2). Infusion peut aussi effectuer une forme de bootstrap
pour estimer l’incertitude sur ces différents résultats (MSE du PMLE et des bornes
des IC), ainsi que produire différentes représentations de la surface de vraisemblance,
notamment des représentations des profils de rapport de vraisemblance de chaque
paramètre (voir figure 4.6) et des profils de rapport de vraisemblance de paires de
paramètres (voir figure 4.7).

On peut remarquer ici que le profil de vraisemblance est très plat pour le para-
mètre nx contrairement à celui de m qui est beaucoup plus piqué. Ceci est cohérent
avec les figures diagnostiques des projections.

Affinage de l’estimation de la surface de vraisemblance résumée Selon le même
principe que celui implémenté dans Migraine (voir section 3.2.2), Infusion fonc-
tionne par itérations successives pour affiner l’inférence. Ainsi, il est possible (même
automatique) de relancer les étapes précédentes (i) en tirant de nouvelles valeurs
de paramètres dans des zones d’intérêt choisies automatiquement par Infusion, (ii)
en simulant de nouveau le processus biologique pour ces nouvelles valeurs de para-
mètres, et (iii) en les ajoutant au tableau de référence existant. Ces zones d’intérêt
se trouvent notamment à proximité du maximum de vraisemblance, aux abords des
bornes des intervalles de confiance, ou dans des zones où la vraisemblance est mal
estimée. Il s’ensuit que la densité simulée des paramètres évolue au cours de l’analyse
et est uniquement définie dans un but d’estimation précise de la région haute de la
surface de vraisemblance (et en aucun comme une distribution a priori).

Ces itérations successives permettent :
— d’entraîner la méthode de projection avec un plus grand nombre de données

la rendant potentiellement plus précise, particulièrement dans la région de
paramètres la plus intéressante (Fig. 4.8) ;

— de mieux estimer la surface de vraisemblance et donc de potentiellement
améliorer les estimations des paramètres.

Au fur et à mesure des itérations d’affinage, l’estimation de la surface de vrai-
semblance s’améliore, et on observe que les profils de vraisemblance deviennent plus
piqués même si le profil de nx reste beaucoup plus plat que celui de m (Fig. 4.9,
notez les différences d’échelles des ordonnées).

Inférence de paramètres composites L’inférence peut aussi s’effectuer sur le même
tableau de référence en modifiant l’espace des paramètres explorés, combinant des

2. le profilage (“profiling”) désigne le fait de s’intéresser à la variation de la vraisemblance
sur un ou deux axes de l’espace des paramètres, en maximisant la vraisemblance sur les autres
dimensions. On s’intéresse donc à la vraisemblance d’un ou deux paramètre en fixant la valeur des
autres paramètre à leur optimum.
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Figure 4.6 – Profiles LRT 1D pour chacun des paramètres inférés. Les points gris et
l’échelle grise correspondante représentent l’ensemble de l’intervalle exploré. Les points noirs et
l’échelle noire correspondante représentent un zoom sur la zone autour du maximum de vraisem-
blance estimé. Les traits rouges et verts représentent (quand ils sont calculables) respectivement
les intervalles de confiance à 95% et à 90%. Ils ne s’appliquent qu’à la zone agrandie de maximum
de vraisemblance. Le trait rouge vertical représente la valeur réelle de chaque paramètre utilisée
pour simuler le jeu de données test, et le trait noir la valeur estimée par maximisation de cette
vraisemblance.
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(a) nx et µ (b) µ et m

(c) m et g (d) nx et g

Figure 4.7 – Profiles LRT 2D pour chaque paire de paramètres. La croix rouge représente
les valeurs réelles de la paire de paramètres utilisées pour simuler le jeu de données test, et la croix
noire les valeurs estimées par maximisation de la vraisemblance.
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(a) 3ème itération

(b) 8ème itération

Figure 4.8 – Valeurs prédites des paramètres par régression RF en fonction des itérations
d’affinage. La droite est la diagonale y = x.
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(a) 3ème itération

(b) 8ème itération

Figure 4.9 – Profiles LRT 1D selon les itérations d’affinage.
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paramètres canoniques et des paramètres composites (à nombre total de paramètres
constant, et en ne considérant pas de paramètres trop corrélés). On peut par exemple
considérer l’inférence des paramètre composite θ et Dσ2, en combinaison avec nx

et m. Les intervalles de confiance pour les paramètres composites sont calculés par
rapport de vraisemblance comme pour les paramètres non composites.

Comme le montre le profil de vraisemblance bidimensionnel pour la taille de
l’habitat et la probabilité de mutation (figure 4.10), le produit θ = 2n2

xNµ (constant
le long de la diagonale descendante sur cette figure en échelle des logarithmes des
paramètres) est plus facilement estimable que chaque paramètre indépendamment.
La crête de la surface de vraisemblance, visible le long d’une telle diagonale, se
traduit en effet par des profils plats pour chaque valeur des paramètres du produit,
alors qu’en se déplaçant orthogonalement à cette crête, on obtiendrait un profil bien
plus variable pour le produit. C’est ce que l’on voit sur le profile de θ et µ sur la
Figure 4.11.

Figure 4.10 – Profiles LRT 2D pour nx et µ à la 8ème itération d’affinage.

4.2.4 Premiers tests de performance

Tests préliminaires à densité fixe

Les premiers tests d’inférence ont été réalisés dans un modèle ou seuls les para-
mètres (canoniques) nx, µ, m, g varient, comme dans l’exemple que l’on vient de
voir (d’où les . . . pour la densité dans le tableau 4.1 :). C’est à dire que l’on suppose
que la densité est fixe et connue, ce qui complètement irréaliste en pratique. Ces
premiers tests ont toutefois permis de mettre en avant quelques points intéressants.

Déséquilibre gamétique entre marqueurs non-liés, Un premier résultat intéressant
est apparu en comparant les inférences basées sur la simulation par GSpace et par
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Figure 4.11 – Profiles LRT 2D pour θ et µ à la 8ème itération d’affinage.
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IBDsim. Comme expliqué précédemment, un certain niveau de déséquilibre de liaison
peut s’observer même lorsque que l’on considère des paires de marqueurs non liés
physiquement (c.a.d. sur des chromosomes différents) du fait que les arbres de coa-
lescence de tous les marqueurs sont liés par l’arbre généalogique réalisé des individus
de la population (pour cette raison, on parle souvent de “déséquilibre gamétique”
plutôt que de “déséquilibre de liaison”). Ce déséquilibre gamétique se retrouve dans
les données simulées par GSpace car il simule des génomes individuels et de la mi-
gration juvénile (voir section 4.2.1) mais pas dans celles simulées par IBDsim car
ce dernier simule indépendamment chaque locus et considère de la migration gamé-
tique. On peut donc tester l’impact de l’absence de déséquilibre gamétique dans les
données simulées par IBDsim sur l’inférence des paramètres en comparant les perfor-
mances des inférences dans un même modèle mais dans un cas en utilisant GSpace
pour simuler les données et dans un autre cas en utilisant IBDsim. Pour des raisons
de temps de calcul, nous avons simulé 20 locus microsatellites (SMM à 20 alleles,
voir section 1.2.1) au lieu des 500 SNPS précédemment considérés (donc moins de
marqueurs mais plus informatifs car plus polymorphes). Dans GSpace, un génome
de 20 chromosomes portant chacun un seul locus est donc simulé.

Les résultats présentés en Figures 4.12 montre que l’estimation de tous les para-
mètres est moins précise, voir beaucoup moins précise pour σ2, avec GSpace qu’avec
IBDsim. C’est un résultat attendu car la corrélation des histoires généalogiques entre
marqueurs en déséquilibre gamétique diminue l’information des données par rapport
à l’information portée par des marqueurs “artificiellement” indépendants. C’est un ré-
sultat important et peu illustré en génétique des population alors que de nombreuses
méthodes d’inférence et de nombreux simulateurs considèrent, comme IBDsim et
toutes les approches étudiées dans les chapitres précédents, des marqueurs totale-
ment indépendants. C’est le cas par exemple lorsque l’on multiplie les vraisemblances
par locus pour obtenir la vraisemblance d’un jeu de données multilocus. Les inter-
valles de confiance obtenus en considérant les marqueurs comme indépendants seront
donc trop étroits, et non conservatifs. Ceci sera bien sûr amplifié si les marqueurs
considérés sont aussi liés physiquement de part leur positions proches sur le génome.

Croyant au départ à une bug, ces résultats ont été vérifiés en simulant marqueur
par marqueur et en considérant de la migration gamétique avec GSpace et on retrouve
bien dans ce cas les mêmes performances (artificiellement meilleures) d’inférence
qu’avec IBDsim.

On peut aussi observer sur ces figures que les distribution de LRT-P -valeurs
sont proches de la diagonale pour les paramètres bien estimés (m, g, θ, /sigma2)
mais montrent quelques imperfections. Les paramètres pour lesquels il n’y a pas
(ou très peu) d’information montrent eux des distributions de LRT-P -valeurs très
éloignnées de la diagonale. C’est un problème dû aux profiles de vraisemblance à
tendance plate, difficile a bien prendre en compte lors de l’ajustement par mélange
de gaussiennes, et difficile à corriger (mais les prochains résultats sont meilleurs et
des améliorations récentes et notables ont été implémentées).

Information du déséquilibre de liaison Le second résultat intéressant concerne le
test de l’apport de la statistique η et de l’information de déséquilibre de liaison qu’elle
contient. Pour cela nous avons (i) inféré les paramètres (canoniques ou composites)
uniquement à partir des statistiques de déséquilibre de liaison, et (ii) comparé la
précision des inférences, avec ou sans ces statistiques, mais en incluant les autres
statistiques présentées au chapitre 4.2.2. L’inférence est effectuée sur un tableau
de référence de 1800 lignes générées lors de 7 affinages successifs. Les valeurs de
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(a) IBDSim, canoniques

(c) IBDSim, composites (d) GSpace, composites

(b) GSpace, canoniques

Figure 4.12 – Comparaison des performances de l’inférence par SL basées sur IBDsim et
GSpace pour des valeurs de σ2 = 12. Tous les autres paramètres sont ceux décrit dans le texte.
Voir Fig. 3.7 et suivantes dans le chapitre 3 pour la description de ce type de figures.
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paramètres choisies ainsi que les bornes de l’espace des paramètres exploré pour
l’estimation sont résumées dans le tableau 4.1.

Dans le scénario décrit précédemment avec NT = 19600 individus diploïdes et
50 marqueurs SNPs par chromosome, ρ = 10−5 semble être un choix intéressant,
le nombre d’évènements de recombinaison pour chaque évènement de coalescence
variant entre [0.196; 9.6] selon la distance entre marqueurs 3.

Les Figure 4.13, 4.14 et 4.15 montrent bien que, même si la statistique η semble
apporter de l’information sur les paramètres de dispersion (m, g et par extension
σ2) et un peu sur θ dans le scénario testé, cette information semble être déjà por-
tée par d’autres statistiques spatiales de manière bien plus efficace (le biais, la va-
riance et le NMAE de l’estimation de ces paramètres est systématiquement plus
faible dans les inférences utilisant toutes les statistiques). Ainsi, les variations du
taux de recombinaison considérées affectent les performance de l’inférence basées
sur η seulement, mais pas du tout celles basées sur toute les statistiques résumantes.
Ces résultats nous paraissent décevants et méritent d’être explorés plus profondé-
ment avec d’autres configurations de marqueurs, d’autres taux de recombinaison et
d’autres statistiques résumantes.

Tests à densité variable

Les tests suivants ont été réalisés avec IBDsim uniquement car GSpace était en
débugage intense suite aux observations mal interprétées ci-dessus de différences
avec IBDsim.

Quelques difficultés avec les modèles en réseau Une inférence complète et réaliste
sous ce modèles d’IBD individuel en habitat continu nécessite d’estimer le paramètre
D de densité du modèle, ou de manière équivalente la distance représentée par la
maille du réseau. Estimer la densité dans ces modèles en réseau revient effet à ajuster
l’échelle et les dimensions du réseau à la taille de l’habitat. Comme pour la plupart
des analyses de jeux de données réelles, nous supposons ici qu’aucun paramètre
du modèle n’est connu, ni même la taille de l’habitat (qui n’est pas un paramètre
canonique de notre modèle). Nous devons donc envisager toutes les configurations
de densités et tailles de réseau possible pour l’échantillon comme illustré sur la
Figure 4.16.

Ceci impose des contraintes sur les combinaisons de valeurs de paramètres, et
nous avons dû définir un paramètre “canonique pour l’inférence” lié à la densité, sous
la forme nx

D
, afin de pouvoir explorer tous l’espace des paramètres facilement (c.a.d

qu’il n’y pas de zone de l’espace des paramètres “impossible” à simuler, par exemple
avec un échantillon plus grand que l’habitat). Dans les analyses ci-dessous, la densité
D bien qu’elle soit un paramètre canonique du modèle d’IBD apparaît comme un
paramètre composite de l’inférence. D’autres paramètres composites comme la taille
de l’habitat pourrait être ajouté à l’inférence pour faciliter l’interprétation des esti-
mations sur des jeux de données réelles. De plus, il est toujours possible d’exprimer
la dispersion en unité de maille de réseau comme précédemment, mais il serait peut
être plus “biologiquement interprétable” de l’exprimer en distance métrique. Enfin,
il est impossible de définir des distributions de dispersion discrètes avec les caracté-
ristiques voulues quand la densité est trop faible, impliquant de grandes mailles de
réseau et donc peu de points pour définir une distributions discrètes. Ceci entraîne

3. En connaissant approximativement le temps de coalescence moyen entre deux lignées (qui
est ≈ NT avec NT le nombre de copie de gène dans la population, voir équation 1.2), la distance
entre les marqueurs et ρ il est possible de trouver le nombre moyen d’évènements de recombinaison
pour toutes les paires de marqueurs.
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ρ = 10−7

ρ = 10−5

ρ = 10−3

(a) Paramètres canoniques uniquement (b) Paramètres canoniques et composites

Figure 4.13 – Résultats des tests de performances sur des inférences effectuées avec
l’ensemble des statistiques résumantes calculables par GSumStat(voir section 4.2.2).
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ρ = 10−7

ρ = 10−5

ρ = 10−3

(a) Paramètres canoniques uniquement (b) Paramètres canoniques et composites

Figure 4.14 – Résultats des tests de performances sur des inférences effectuées avec
uniquement les quatre statistiques résumantes qui décrivent les variations de η.



132 premiers tests d’inférence par simulation

ρ = 10−7

ρ = 10−5

ρ = 10−3

(a) Paramètres canoniques uniquement (b) Paramètres canoniques et composites

Figure 4.15 – Résultats des tests de performances sur des inférences effectuées avec
l’ensemble des statistiques résumantes calculables par GSumStat mais sans les quatre sta-
tistiques résumantes qui décrivent les variations de η.
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de grosses approximations sur la forme de la distribution de dispersion et implique
que la méthode devrait être moins performante quand la densité réelle n’est pas au
centre de l’intervalle exploré (qui correspondrait alors à la situation idéale avec une
densité de 1 dans nos scénario, que nous explorons entre 0.1 et 10, et difficilement
plus largement). Ce changement d’échelle des modèles réseau correspondant à des
changement de densité est un point limitant qui se comprend assez bien sur la Fi-
gure 4.16, et qu’il reste aussi à explorer.

Figure 4.16 – Représentation graphique de trois modèle d’IBD individuel en habitat continu
appliqués à un même échantillon. A gauche, le cas évoqué jusqu’ici où la maille d’échan-
tillonnage correspond à la maille de la grille du réseau. En haut à droite, un cas où
la taille de l’habitat a été réduite et où la maille du réseau est 2x plus large que celle
de l’échantillon, correspondant à une densité 4 fois plus faible. En bas à droite, un
cas où la taille de l’habitat est la même qu’à gauche, mais ou la maille du réseau est
2x plus petite que celle de l’échantillonnage, correspondant à une densité 4 fois plus
forte. Les petits points représentent les individus du réseau, les plus gros points les
individus échantillonnés, et le cadre représente l’habitat.

Les résultats avec l’inférence de la densité, présentés en Figure 4.17, sont très
récents et nous n’avons pas encore eu le temps de bien les analyser. Je souhaitais
toutefois les montrer car il suggèrent que l’on peut estimer très précisément la plu-
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Figure 4.17 – Performances de l’inférence sous le modèles d’IBD individuel complet
avec variation de la densité. LS = sq.lattsize correspond au paramètres de taille du réseau nx,
et dens1D correspond à la densité en une dimension par rapport à la densité de référence de 1 de
l’échantillon. L’analyse est basée sur 20 locus SMM et les valeurs de paramètres indiquée en haut
de chaque graphique, tous les autres paramètres sont ceux décrit dans le texte. Je n’ai pas eu le
temps de refaire une figure correcte...
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part des paramètres biologiquement intéressant du modèle sauf la taille du réseau
(et donc la taille totale de la population) et le taux de mutation qui ne s’estime cor-
rectement que sous la forme du produit θg = Ntotµ = 4n2

xµ. Il est notamment très
intéressant de voir que l’on peut estimer D, m et g avec précision ce qui était le but
de ces développements d’inférence par simulation sous IBD. Il semblerait aussi qu’il
y ait un peu d’information sur nx et µ indépendamment mais cela reste à vérifier.

Au delà de ces premiers tests très préliminaires, il convient de souligner que
les distributions des LRT P -valeurs sont approximativement uniformes dans la plu-
part des situations pour les paramètres inférés avec précision. Ceci montre qu’il est
possible de calculer des intervalles de confiance par “rapport de vraisemblance résu-
mée” ayant la couverture attendue, et ceci, sur la base de petits tableaux de référence
d’environ 1800 simulations pour l’inférence de quatre paramètres et 4200 simulations
pour 5 paramètres. Bien que les performances puissent être légèrement améliorées
en considérant plus de simulations, ce résultat est important car les inférences par
simulation sont généralement très coûteuses en terme de temps de simulation, sur-
tout sous les modèles spatialisés que nous avons utilisés. En comparaison, Raynal et
al. (2018) recommandent d’utiliser 100 000 simulations par défaut pour une bonne
estimation des distribution a posteriori marginales par paramètre pour l’ABC-RF, qui
ne fait pas d’inférence multidimensionnelle.

4.3 Conclusions
Dans ce chapitre, nous avons vu comment les méthodes d’inférence par simu-

lation couplées à des simulations par coalescence exacte permettent d’estimer les
paramètres de dispersion, densité et taille de populations dans un modèle d’IBD
individuel en habitat continu. Ces développements sont très récents et les perfor-
mances de l’inférence doivent encore être testées en profondeur comme décrit dans
les chapitres précédents pour les autres types d’inférences. Malgré tout, ces premiers
tests ont montré que notre objectif est quasiment atteint : la combinaison de mé-
thodes d’inférence par simulation avec le modèle réaliste d’IBD individuel en habitat
continu est possible et permet l’estimation de beaucoup plus de paramètres que les
approches développées précédemment.

Avant d’affirmer que ces méthodes peuvent bien estimer la densité, le taux de
dispersion et la forme de la distribution de dispersion qui correspondent bien aux
valeurs actuelles et locales des populations naturelles, il faudra notamment s’assurer
de la robustesses des inférences vis à vis des processus mutationnels (notamment bien
gérer la mutation pour les marqueurs SNPs), des hétérogénéités démographiques
spatiales et temporelles, et que l’on puisse considérer des distributions de dispersion
plus flexible que la loi géométrique telles que la Sichel évoquée dans les sections 1.3.2
et 3.2.2.

Quoiqu’il en soit, ces résultats préliminaires sont extrêmement pertinents puis-
qu’ils montrent, pour la première fois en génétique des populations, que l’inférence
de certains paramètres canoniques des modèle de Wright-Fisher “étendus” (ici D, m,
g, σ2) peuvent être estimés à partir de données de polymorphisme génétique. Comme
nous l’avons vu dans les chapitres précédents, il était jusqu’alors considéré que seuls
les paramètres définissant les modèles basés sur les approximations du coalescent
(ou de la diffusion), et donc les produits des taux d’événements par les tailles de
population (Nµ, Nm, Dσ2, mais aussi T/N et Nρ dont nous n’avons pas parlé),
pouvaient être estimé à partir de données génétiques. Ceci est possible avec notre
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méthode car les inférences sont basées sur des simulations par coalescence généra-
tion par génération, simulant de manière exacte le processus de Wright-Fisher. Mais
aussi parce que les statistiques résumantes considérées contiennent de l’information
sur ces différents paramètres. Notons que l’estimation de m et de σ2 correspond de
fait à l’estimation de Nm et de Dσ2, puisque N = D = 1, 2 lorsque σ2 est exprimé
en distance inter-individu/couple. C’est donc essentiellement l’estimation de D qui
est “intéressante”, même si tout cela doit être pris avec des pincettes et plus lar-
gement étudié. Les approches spatiales sans approximations du coalescent pourrait
donc permettre d’avoir de l’information sur les processus de dérive locales à petite
échelle évolutive (via la densité) vs. la dérive globale à plus grande échelle (via la
taille des population, ou peut être uniquement le produit Nµ). Si ces résultats sont
vérifiés, cela ouvre de nombreuses perspectives pour l’inférence des paramètres dé-
mographiques locaux des populations naturelles puisqu’il parait possible d’estimer
la densité et la dispersion locale des populations indépendamment de la taille globale
de la population et du taux de mutation.



Chapitre 5

Conclusions

J’espère avoir réussi à travers ce document à vous démontrer la démarche sous-
jacente à mon parcours de recherche qui de la question de l’inférence de la dispersion
chez le crapaud de la canne à sucre m’a amené à tester et développer différentes ap-
proches pour l’inférence des paramètres démographiques, notamment de dispersion,
à petites échelles spatiales et temporelles à partir de données génétiques issues de
population naturelles. je souhaitais démontrer l’importance de bien comprendre la
pertinence mais aussi les limites des méthodes d’inférence en génétique de popu-
lations à travers des tests poussés de performance des estimations des différents
paramètres du modèle et surtout de leur robustesse par rapports aux hypothèse des
modèles sous-jacents. Dans le contexte de l’analyse de données issues de populations
naturelles, cette robustesse est primordiale, et j’ai beaucoup insisté sur ce point car
il me semble que de nombreux généticiens des populations l’oublient régulièrement,
que ce soit lors de l’inférence sur données réelles par des empiristes (et j’avoue que j’ai
aussi tendance à l’oublier quand ca m’arrange...) ou de la conception des méthodes
d’analyse de données, ce qui me semble plus problématique.

Ce document m’a aussi permis de brosser un tableau peut être un peu atypique,
et avec un petit retard à l’allumage pour les NGS..., de l’évolution de la génétique
des populations de ces début dans les années 30 à aujourd’hui, et des différentes
approches d’inférence qui ont été développées.

Les quatre résultats les plus pertinents de tous ces travaux sont, à mon sens,
(i) la validation des modèles d’IBD, et notamment la version sans dèmes de l’IBD
individuel en habitat continu, grâce aux comparaisons entre les estimations démo-
graphiques et génétiques sur de nombreux jeux de données. Ces comparaisons sont
a étendre, et il parait maintenant intéressant de savoir si ces comparaisons tiennent
encore quand on comparera indépendamment les inférences des densité et de la dis-
persion par les deux approches ; (ii) la possibilité d’estimer plus de paramètres du
modèle IBD qu’uniquement le produit Dσ2 comme c’était le cas très récemment
encore ; La limitation de l’inférence en IBD à Dσ2 a toujours été assez frustrante
pour de nombreux empiristes car leur intérêt est généralement d’estimer séparément
D et d’autres paramètres de la dispersion, plus “biologiquement parlant” que le σ2 ;
plus globalement (iii) la capacité à inférer avec précision les paramètres de densité et
de dispersion en population naturelles à partir d’un petit échantillon génétique ; et
notamment (iv) la capacité des méthodes d’inférence par simulation à inférer chaque
paramètre indépendamment les uns des autres, et non sous forme de produit Nµ,
Nm, Dσ2, lorsque l’on s’affranchi des approximations classiques de grandes tailles
de populations et de petits taux d’évènements. Ce dernier point est à explorer et
pourrait ouvrir de nombreuses perspectives en génétique spatiale des populations.
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Il y a donc encore une infinité de questions à poser ; de nouveaux modèles, de
nouvelles approches d’inférence, et de nouvelles statistiques résumantes à explorer ;
et donc de nombreux tests à faire ; et je n’énoncerai donc pas ici toutes ces perspec-
tives infinies. Je finirai sur un point que je n’ai pas abordée et que le lecteur pourrait
avoir en tête si il a déjà fait des analyses sous IBD.

Pendant longtemps, même étonnamment longtemps après la publication de la
méthode de la régression, la plupart des analyses empiriques d’isolement par la dis-
tance se sont contentées de tester la présence d’un patron spatial d’IBD dans les
données génétiques pour mettre en évidence une dispersion limité dans l’espace ou
non dans les populations étudiées. Ces études n’utilisent donc pas l’inférence quan-
titative de Dσ2 par la régression mais uniquement la corrélation de la différenciation
avec la distance géographique. Or comme nous l’avons vu, le modèle d’IBD inclus le
modèle île, et il n’y a donc pas de limite arbitraire entre un modèle d’IBD avec une
dispersion peu localisée et un modèle en île. Ces approches de tests de présence d’un
patron IBD dans les données génétiques se sont concentrées sur la seul méthode
disponible dés les premières analyses IBD, le test de Mantel (Mantel, 1967). Or,
entre autre à cause de la forte variance d’estimation de la différenciation et de par
sa conception, le test de Mantel est très peu puissant avec les tailles d’échantillons
classiques de génétique des populations, notamment sur l’analyse d’un échantillon
issu de quelques dèmes (45 points pour un échantillon de 10 dèmes, représentant
donc les 45 paires de dèmes). Il est un peu plus puissant sur les analyses indivi-
duelles du fait du plus grand nombre de points (4950 paires pour un échantillon
de 100 individus). Même si il semble donc recommandé de faire les tests de Mantel
sur le données individuelles, la non-significativité du test de Mantel pour l’IBD est
souvent un résultat non-informatif puisqu’il ne détectera des patrons d’IBD que si la
dispersion est très fortement limitée dans l’espace. Une première alternative au test
de Mantel a été de calculer des intervalles de confiance sur la pente de la régression
et cela permet en effet une meilleure détection des patrons d’IBD malgré un compor-
tement non-idéal des intervalles de confiance par bootstrap sur une paramètre ayant
une distribution très asymétrique ((Leblois et al., 2003)). C’est maintenant possible
avec les approches d’inférence par simulation, qui devraient donner de meilleurs
intervalles de confiance sur Dσ2, D et g, mais aussi permettent d’implémenter des
procédures de choix de modèles, et donc d’avoir in fine une meilleur mesure de l’IBD.

Cette conclusion est un peu courte mais il est 11H30 et je dois soumettre avant
12H.....



Mon projet de recherche

Le développement d’approches agro-écologiques pour la gestion des ravageurs et
des auxiliaires, ainsi que de leurs vecteurs et antagonistes, nécessite une meilleure
compréhension du fonctionnement démographique local de leurs populations. De
même, la gestion des populations menacées nécessite une connaissance fine du sta-
tut démographique et génétique de ces populations : effectifs, fragmentation, disper-
sion, consanguinité... Parmi les facteurs clés à caractériser, les densités/tailles des
populations et les caractéristiques de dispersion, à une petite échelle géographique,
ainsi que leurs variations dans le passé récent, sont souvent mal connues alors que
ces facteurs s’avèrent cruciaux pour mieux comprendre la dynamique de ces popu-
lations à l’échelle d’un paysage ou d’un bassin de production agricole (Lewis et al.,
1997; Veres et al., 2013). Ces paramètres démographiques peuvent théoriquement
être estimés par des approches démographiques de type capture - marquage- recap-
ture, mais elles impliquent un investissement humain très important et ne donnent
pas d’information sur les variations passées. Une alternative est d’utiliser des esti-
mations "indirectes" à partir de données de polymorphisme révélées sur une partie
ou l’ensemble du génome, qui contiennent de l’information sur les paramètres dé-
mographiques des populations.

L’explosion, ces vingt dernières années, des données génomiques et de la puis-
sance de calcul disponible a été suivie d’une multitude de développements en in-
férence démo-génétique, notamment pour retracer les dynamiques historiques des
populations (Beichman et al., 2018). Cependant, peu de ces méthodes prennent en
compte (i) la structuration spatiale des populations, un facteur pourtant crucial
puisqu’il biaise fortement les histoires démographiques inférées (Leblois et al., 2006;
Chikhi et al., 2010) et (ii) que la majorité des espèces a une dispersion limitée dans
l’espace (Endler, 1977). Les rares méthodes considérant une structuration spatiale
(Petkova et al., 2016; Al-Asadi et al., 2019) se sont intéressées à de grandes échelles
spatio-temporelles, et sont basées sur des hypothèses peu réalistes à des échelles
plus fines (dispersion peu réaliste du modèle en îles ou du stepping-stone, sous-
populations panmictiques). Elles démontrent toutefois que le déséquilibre de liaison
apporte de l’information sur les variations temporelles des paramètres de dispersion
et/ou de tailles de populations (Al-Asadi et al., 2019; Boitard et al., 2016).

En continuité avec mes travaux passés et actuels, l’objectif de mon projet de
recherche est de combler cette lacune méthodologique en développant et testant
de nouveaux outils méthodologiques pour estimer les paramètres démographiques
locaux, ainsi que leurs variations récentes, à partir de données génomiques en utili-
sant des modèles démo-génétiques spatialisés. La possibilité de générer de gros jeux
de données spatialisées (des génomes complets sur beaucoup d’individus), couplée
au développement récent de méthodes d’inférence très performantes en génétique
des populations, permet de s’intéresser maintenant à des signaux génétiques faibles
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et complexes laissés par des processus démographiques de plus en plus fins (No-
vembre & Peter, 2016). Dans la continuité de mes travaux actuels sur les modèles
démo-génétiques spatialisés et le développement de méthodes d’inférence basées sur
la simulation, j’étendrai les outils que j’ai développé de manière collaborative ces
dernières années : (i) le simulateur génomique spatialisé GSpace (Virgoulay et al.,
2021) pour pouvoir prendre en compte des hétérogénéités spatiales et temporelles
des paramètres démographique ; ii) la librairie de calcul de statistiques résumantes
et l’intégration d’outils d’intelligence artificielle (IA) pour mieux prendre en compte
l’information des données génétiques spatiales pertinente pour l’inférence des pa-
ramètres d’intérêt ; (3) la librairie gspace2infr qui couple ces deux outils à de
puissantes méthodes d’inférence par simulation comme le calcul bayésien approché
basé sur les techniques de Random-Forest (ABC-RF, Pudlo et al., 2016; Raynal et al.,
2018) ou les développements récents de la méthode par vraisemblance résumée (SL,
Rousset et al., 2017), afin de faciliter les tests de performances et leur diffusion. Une
partie importante de mon projet consiste donc à tester les performances (précision
et robustesse) de ces développements, notamment le niveau de complexité spatio-
temporelle qui peut être considéré en fonction du type et de la quantité de données
disponibles.

Afin de valider leur intérêt pratique, ces développements sont pensés, testés et
appliqués dans deux contextes bien différents : (1) l’étude et la gestion des orga-
nismes d’intérêt agronomique, à travers des collaborations internes au CBGP ; et
(2) la biologie de la conservation, à travers le projet DevOCGen et ses collabo-
rations (“Développement et applications de nouveaux outils pour la gestion et la
conservation des populations naturelles à partir de données génomiques”, financé
par la Région Occitanie 2022-2026).

5.1 Objectifs

Mon objectif est de démontrer la pertinence de l’utilisation de la génomique des
populations pour extraire des informations pertinentes sur le fonctionnement démo-
graphique local et récent des populations en répondant aux questions suivantes :

• Les méthodes d’inférence spatiales de génomique des populations appliquées
à des données génomiques de grande dimension permettent-elles d’accéder
aux paramètres démographiques d’intérêt et grâce à quel jeu de statistiques
résumantes ?

• Quelle précision sur les différents paramètres démographiques d’intérêt peut-
on atteindre selon la quantité et le type de données génomiques analysées ?
Ces estimations sont elles robustes vis à vis des écarts les plus probables au
modèle ?

• Quel niveau de résolution dans la modélisation spatiale et temporelle peut-on
raisonnablement utiliser pour l’inférence à partir de données génomiques ?

• Ces niveaux de complexité spatiale et temporelle, et de compromis entre
précision des estimations et coûts des données génomiques sont-ils pertinents
pour des applications en biologie de la conservation ou en agronomie ?

• Quels sont les domaines d’application sachant que les organismes d’intérêt
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agronomiques ont souvent de fortes densités, de grandes tailles de populations
et de fortes capacités de dispersion, et qu’au contraire, les espèces menacées
permettent rarement d’avoir accès à de très gros échantillons ?

A travers ces objectifs, je souhaite : (1) proposer une meilleure prise en compte
des aspects spatiaux en génétique des populations ; (2) valoriser au maximum l’in-
formation présente dans les données génomiques, et notamment le déséquilibre de
liaison (c.a.d. l’information liée aux événements de recombinaison, en plus des mu-
tations et coalescences) pour répondre à des questions de biologie évolutive et d’éco-
logie moléculaire à différentes échelles spatio-temporelles.

5.2 Méthodes
Mon projet repose principalement sur le développement de méthodes d’inférence

innovantes basées sur l’utilisation de deux approches dont mes collaborateurs et moi
sommes spécialistes : (1) des modèles démo-génétiques spatialisés d’isolement par
la distance (IBD) ; et (2) des méthodes d’inférence par simulation (IPS) utilisant
des approches d’intelligence artificielle (IA), et plus spécifiquement d’apprentissage
automatique supervisé. Les modèles IBD considèrent des distributions de dispersion
modélisant de façon très flexible n’importe quel type de dispersion plus ou moins
limitée dans l’espace (Rousset, 1997; Guillot et al., 2009) et peuvent considérer
des populations en habitat continu dans lesquels les individus ne forment pas de
sous populations panmictiques (Rousset, 2000; Leblois et al., 2003, 2004). Ces deux
facteurs rendent les modèles d’IBD beaucoup plus réalistes à petite échelle spatio-
temporelle que les modèles classiques de génétique des populations (modèle en île
et stepping stone). Les méthodes d’IPS que nous utiliserons (Approximate Bayesian
Computations using Random Forest, ABC-RF (Pudlo et al., 2016; Raynal et al.,
2018) ; et Summary-Likelihood, SL (Rousset et al., 2017)) utilisent l’apprentissage
automatique par la méthode des Forêts Aléatoires permettant d’obtenir de bonnes
estimations à partir d’un grand nombre de statistiques résumantes (SR) et d’un
petit nombre de simulations ( par ex. : 100 fois moins pour l’ABC-RF que l’ABC
classique, Raynal et al., 2018). Elles sont donc particulièrement adaptées à l’analyse
de gros jeux de données et aux modèles IBD dont la simulation est plus lente que
les modèles classiques.

Ces approches seront ensuite validées en analysant les jeux de données dispo-
nibles, en lien avec les chercheurs les ayant générés. Ceci nécessite d’avoir accès à
des données conformes aux attendus des méthodes : idéalement des génomes com-
plets de qualité, sinon un grand nombre de marqueurs avec des informations de
déséquilibre de liaison (génomes dits “phasés”), sur un grand nombre d’individus
géo-référencés, à des échelles géographiques locales.

La production de génomes entiers sur un grand nombre d’individus est encore très
coûteuse, si bien que de tels jeux de données sont encore assez rares (à l’exception
de quelques espèces modèles). Cependant, dans le projet “DevOcGen”, nous testons
actuellement une nouvelle approche de séquençage de bonne qualité de génomes
complets sur beaucoup d’individus à bas coût (l’HaploTagging Meier et al., 2021),
qui pourrait permettre de séquencer 200 génomes complets phasés pour environ
5 000e. Plusieurs jeux de données vont bientôt être générés dans ce projet, tels des
données génomiques spatialisées d’une espèce de lézard endémique des Pyrénées et
menacée par le réchauffement climatique, Iberolacerta bonnali, et/ou des quelques
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populations restantes de la centaurée de la Clape, Centaurea corymbosa, pour estimer
les caractéristiques de dispersion, et de connectivité entre populations, ainsi que les
variations récentes de densités. Des données seront aussi disponibles à petites échelles
géographiques pour le goujon occitan Gobio occitaniae, l’ophrys d’Aymonin Ophrys
aymononii, l’hippocampe moucheté Hippocampus guttulatus, et le lézard vivipare du
Mont Lozère, Zootoca vivipara vivipara.

Par ailleurs, de tels jeux de données sont déjà disponibles au CBGP. Nous avons
par exemple des génomes complets de Drosophila suzukii, espèce pour laquelle il est
important d’estimer la dynamique populationnelle récente pour aider à déterminer
le nombre et les localisations de lâchers dans l’optique de lutte par la technique de
l’insecte stérile (TIS). D’autres jeux de données d’organismes d’intérêt agronomique
sont et seront produits dans les années à venir au CBGP (Bactrocera dorsalis, Phi-
laenus spumarius, Thaumetopoea pityocampa) et par des collaborations extérieures.

5.3 Collaborations
En continuité de mon parcours, ce projet s’inscrit dans le cadre de collaborations

de long terme avec des chercheurs montpelliérains ayant une expertise en génétique
statistique, statistiques inférentielles et mathématiques appliqués, autant sur les
méthodes d’inférences statistiques (François Rousset CNRS ISEM, Arnaud Estoup
INRAE CBGP, Jean-Michel Marin UM IMAG) que sur les modèles spatialisés de gé-
nétique des populations (Arnaud Estoup, François Rousset, Stéphane Guidon CNRS
LIRMM). Je souhaite aussi collaborer avec John Novembre (Univ. de Chicago), spé-
cialiste à la fois en génétique spatiale des populations et en statistiques, et Asger
Hobolth (Univ. de Aarhus), mathématicien et généticien des populations, avec qui
je collabore depuis quelques années.

Enfin, les nombreux échanges dans les groupes (informels) thématiques "géno-
mique statistique" (Simon Boitard, Arnaud Estoup, Mathieu Gautier, Miguel de Na-
vascués, 4 doctorants et 2 postdoctorant), et "génétique spatiale" (Karine Berthier,
Marie-Pierre Chapuis, Sylvain Piry, 3 doctorants) du CBGP m’apporte une vraie
motivation et un regard critique sur mes développements. Je souhaite également
lancer de nouveaux projets permettant de poursuivre les collaborations avec les per-
sonnes impliquées dans le projet "DevOcGen" (BiodivOc). Ce projet a en effet créé
une forte synergie, extrêmement motivante, de la communauté régionale travaillant
sur l’inférence démo-génétique théorique et appliquée grâce à ses nombreuses colla-
borations (plus de 20 chercheurs dans 11 UMR, 6 plateformes bio-informatique et
de séquençage, 5 non-permanent.e.s) et animations (discussion d’articles mensuelles,
workshops).
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 en génétique des pops théorique : A. Estoup, S. Boitard, M. Gautier, M. Navascues, R. Vitalis ;  
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dont 11 en premier auteur, 5 en dernier, et 6 avec des masters, 2 avec doctorant.e.s, 
5 avec des post-doctorant.e.s, ainsi que plus de 45 communications orales. 
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Virgoulay, Rousset, Leblois. 2021. GSpace: an exact coalescence simulator of recombining 

genomes under isolation by distance. Bioinformatics. 
Rousset, Beeravolu, Leblois. 2018. Likelihood computation and inference of demographic and 

mutational parameters from population genetic data under coalescent approximations. J. Soc. 
Fr. Stat. 

Leblois, .., Rousset. 2014. Maximum likelihood inference of population size contractions from 
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Leblois, Estoup, Rousset. 2003. Influence of mutational and sampling factors on the estimation 
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Durant toute ma carrière, j’ai travaillé sur l’inférence de paramètres démographiques 
et historiques des populations, à partir de données génétiques, en me plaçant à 
l’interface entre la génétique des populations théoriques, la statistique inférentielle et 
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d’inférence statistique. Mon projet est la suite directe de tout ce travail puisqu’il 
consiste à étendre nos méthodes actuelles d’inférence par simulation sous des 
modèles spatialisé, pour en améliorer le réalisme, et en élargir le champ d’application, 
notamment en prenant en compte les hétérogénéités spatiales et temporelles des 
paramètres démographiques, mais aussi en perfectionnant l’utilisation de l’information 
présente dans les données génomiques spatialisées (déséquilibre de liaison et 
information spatiale). 
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.2 CV



 
 

Lien vers mon CV HAL : https://cv.archives-ouvertes.fr/raphael-leblois 
 
Raphaël Leblois     E-mail : raphael.leblois@inrae.fr 
43 ans (26 mai 1977), nationalité française  
Marié, deux enfants 
 
ORCHID : 0000-0002-3051-4497    idHAL : raphael-leblois 
 
Adresse personnelle :  Adresse professionnelle : 
 

Centre de Biologie pour la Gestion des Populations 
17 route de Montferrier  UMR CBGP 1062 (INRAE-IRD-CIRAD-Supagro) 
34790 Grabels   Campus International de Baillarguet CS 30016 
Tél : + 33 (0)7 81 38 35 03  34980 Montferrier-sur-Lez cedex, France 

tél : +33 (0)4 99 62 33 31   fax : +33 (0)4 99 62 33 45 
 

SITUATION ACTUELLE 
 
Sept 2010- Aujourd’hui 
 

Chercheur (CRCN) au Centre de Biologie pour la Gestion des Populations (INRAE, 
Montpellier). 
 

FORMATION & ACTIVITES DE RECHERCHE 
 
2012 – 2019 

Membre de l’ "Institut de Biologie Computationnelle" IBC, Montpellier, France 
 
2006-2010 

Maître de Conférence au Muséum National d'Histoire Naturelle (MNHN) à Paris. 
 
2005-2006 

PostDoc : « Inférences démographiques à partir de données génétiques avec 
applications aux populations Humaines d’Asie Centrale » avec Pr. Evelyne Heyer et Dr. 
Renaud Vitalis, Musée de l’Homme - MNHN, Paris, France. 

 
2004-2005 

PostDoc, Lauréat Bourse Lavoisier: « Détection de goulet d’étranglement et estimation 
du nombre d’individus fondateurs à partir de marqueurs SNPs », avec Pr. Montgomery 
Slatkin, Université de Californie, Berkeley, Etats-Unis. 
 

2000-2004 
Thèse de Doctorat : « Estimation de paramètres de dispersion à partir de données 
génétiques en populations subdivisées » dirigé par Dr François Rousset et Dr Arnaud 
Estoup. Supagro-Montpellier - Université Montpellier II. 

 
1997-2000 

École Nationale Supérieure d’Agronomie de Montpellier (Supagro), diplôme 
d’ingénieur agronome et DEA en Écologie et Évolution. 
 

COMPETENCES & SAVOIR FAIRE 
 



Outils statistiques et informatiques :  
 Divers systèmes d’exploitation (Windows, Linux, Mac) 
 Bureautique (Office, OpenOffice, Latex),  

Programmation plus ou moins avancée en C, C++, R, bash, awk, Perl, Python et 
Mathematica, 

 
Techniques moléculaires :  
 Extractions d’ADN, PCR, Développement et Génotypage de marqueurs microsatellites. 
 
Activités de terrain :  
 Echantillonnage amphibiens/reptiles/insectes/palmiers (spécimens et tissus) 
 Gestion du travail de terrain et d’échantillonnage en France et à l’étranger. 
 
Domaine d’expertise :  

Génétique des populations théorique et appliquée, génétique de la conservation, 
estimation de la dispersion, modélisation, théorie de la coalescence.  
Relecteur pour les journaux suivants : Cladistic, Conservation Biology, Ecography, 
Ecology Letters, eLife, Evolutionnary Applications, Evolutionary Ecology Research, 
Forest Ecology and Management, Genetics, Heredity, Human Biology, Mitochondrial 
DNA, Molecular Ecology, and Molecular Ecology Resources, New Phytologist, Plant 
Ecology, PLosOne, Proceedings of the Royal Society London. Member of the Peer 
Community in Evolutionary Biology. 

 
Langues :  
 Anglais (bonne maitrise orale et écrite). 
 
ENSEIGNEMENT ET ENCADREMENT 
 
Voir ci-dessous, sections 8 et 9 
 
PRINCIPAUX FINANCEMENTS 
 
Voir ci-dessous, section 4 
 
RESUME DES PUBLICATIONS 
 
Voir ci-dessous, section 7 
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.3 Tâches collectives



 
 

3- Participation à des tâches collectives 
 

Depuis 2022, je suis référent Développement Durable du CBGP. Cette tache me plait 
énormément et j’y consacre 10 à 20% de mon temps de travail. 
 
Je suis co-organisateur des conférences MCEB 2013, 2014, 2015, 2016, 2017, 2018, 2019, 
2021, 2022 : Colloque international « Mathematical and Computational Evolutionary 
Biology » (Mathématiques et sciences computationnelles pour la biologie évolutive) organisé 
chaque année de 2013 à aujourd’hui, ayant lieu en alternance St Martin de Londres (Hérault) 
ou Porquerolles (Var) et attirant de 75 à 90 participants dont 50 à 70% d’étrangers. Ce colloque 
est co-organisé par le CBGP, L’ISEM et le LIRMM, et a été initié dans le cadre de l’IBC. Deux 
numéros spéciaux de Systematic Biology consacrés à MCEB sont parus en 2014 et 2017. 

 
Au Museum, puis au CBGP, j'ai souvent participé à la gestion des plateformes locales de 
calcul intensif, notamment en tant que responsable scientifique (voir CV HAL). 
 
Enfin, j’ai régulièrement été membre des conseils d’unité du CBGP et de l’OSEB. 

 
Résumé par périodes : 

 
2021-aujourd'hui : Membre du comité pour l'enseignement du CBGP. 
 

2022-aujourd'hui : Référent Développement Durable au CBGP (10%). 
 

2013-aujourd'hui : Membre du comité scientifique et d'organisation des congrès MCEB 
(Mathematical and Computational Evolutionary Biology). 

 

2014-2019 : Membre du comité scientifique des utilisateurs de la plateforme INRAE de calcul 
et de bio-informatique Migale 

 

2014-2015 : Membre du GAS "Groupe d'Animation Scientifique" du CBGP. 
 

2014-2016 et 2018-2020 : Membre du conseil d'unité CU du CBGP. 
 

2011-2015 : Responsable scientifique du cluster informatique du CBGP (132 nœuds, 
plateforme technique du CBGP). 

 

2008-2010 : Organisation de séminaires internes pour le département "systématique et 
évolution" du MNHN. 

 

2008-2010 : Organisation de séminaires internes au laboratoire "Origine, Structure et 
Évolution de la biodiversité" (OSEB, MNHN, UMR 7205). 

 

2008-2010 : Responsable scientifique du cluster informatique du Muséum (76 nœuds, 
MNHN, UMS 2700). 

 

2007-2010 : Membre du conseil d'unité CU du laboratoire "Origine, Structure et Evolution de 
la biodiversité" (OSEB, MNHN, UMR 7205). 

 

2006-2010 : participation à l'initiative “DNA Barcoding“ pour développer le Barcode ADN en 
France. 

 

2006 : membre du comité d'organisation du colloque international “DNA sampling : Strategy 
& Design“ au MNHN (15-16 mars 2007). 
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.4 Contrats de recherche



4- Contrats de recherche 
Titre, organisme, année, montant, resp. 
 

Depuis 2006, j'ai participé à la rédaction des projets de recherche acceptés suivants : 
  
2023-2025: LabEx CeMEB, co-porteur avec P.-A. Gagnaire (ISEM-CNRS) et S. Boitard 

(CBGP-INRAE), “DEVHAPSEQ: DEVelopper l’HAPlotagging pour SEQuencer de 
grands échantillons de génomes phasés”. 20 k€ 

2022-2026: call BioDivOc (Region Occitanie), co-porteur avec S. Boitard (CBGP-INRAE), 
“DevOcGen: Development and applications of new tools for the managment and 
conservation of natural populations from genomic data”. 430 k€ 

2021-2025: ANR, M. P. Chapuis (CBGP-CIRAD), resp. Work Package, “Disland: Inferring 
pest dispersal in agricultural landscapes to improve management strategies”. 287 
k€ 

2020-2024: ANR, P.-A. Crochet (CEFE-CNRS), co-resp. d'un Work Package avec F. Rousset 
(ISEM-CNRS), “INTROSPEC: Genomic consequences and evolutionary causes of 
introgression in the late stages of speciation”. 517 k€ 

2020-2022: LabEx CeMEB, co-porteur avec M.-P. Chapuis (CBGP-Cirad), “proLag: Proof of 
concept in Landscape genomics: from NGS data production to demographic 
inferences”. 20 k€ 

2018-2021: LabEx CeMEB, porteuses C. Brouat (CBGP-IRD) & C. Smadja (ISEM-CNRS), co-
resp. d'un Work Package, “SPEED: DoeS PErsonality Explain spatial spreaD of 
invasive wild mice in Senegal? Behavioral ecology and population genomics 
approaches”. 26 k€ 

2017-2020: LabEx CeMEB, porteuses G. Ganem (ISEM-CNRS) & C. Brouat (CBGP-IRD), co-
resp. d'un Work Package, “D-RANGE: Environmental and evolutionary Drivers of 
species distributions and RANGE limits”. 26 k€ 

2017-2021: ANR, co-porteur avec S. Guindon (LIRMM-CNRS), “GenoSpace: Improved 
statistical approaches for the analysis of biodiversity using genetic and spatial 
data”. 140 k€ 

2014: Projet Jeunes Chercheurs de l'IBC, co-porteur avec P. Pudlo (IMAG-UM), “Using 
haplotype lengths and linkage disequilibrium to infer the demographic history of 
populations from genomic data.”. 10 k€ 

2013: Projet Exploratoire Premier Soutien PEPS de l'Université de Montpellier, co-porteur 
avec P. Pudlo (IMAG-UM), “Understanding emerging diseases and epidemics: 
models, evolution, history and society”, 10 k€ 

2012-2017: participant au PIA ANR “IBC” (Projet Investissement d’Avenir “Institut de 
Biologie Computationelle”) porté par O. Gascuel (LIRMM-CNRS). 2.5 M€ 

2010-2014: ANR, porteur S. Planes (CORAIL-EPHE-CNRS), resp. d'un Work Package “IM-
MODEL@CORALFISH: An isolation-migration model of the history of coral reef 
fish communities: theory and data”. 500 k€ 

2010-2014: ANR, porteuse C. Denys (OSEB-MNHN), resp. d'un Work Package, “MOHMIE: 
Modern Human installation in Morocco Influence on the small terrestrial vertebrate 
biodiversity and its Evolution”. 809 k€ 

2009-2013: ANR, porteur J. -M. Cornuet (CBGP-INRA), co-resp. d'un Work Package, “EMILE: 
Inference methods and software’s for Evolution”. 372 k€ 

2008-2011: CNRS Amazonia, porteuse H. Fréville (MNHN) and C. Scotti-Saintagne (INRA 
Kourou), “CLIPS: Past climate change and ecological specialization in tropical 
species: input from population genetic approaches”. 100 k€ 



2008-2010: ANR, porteur P. Grandcolas (OSEB-MNHN), resp. d'un Work Package, 
“BioNeoCal: Endemism in New Caledonia: phylogenetic and population study of 
its emergence”. 940 k€ 

2007: MNHN - Bonus Qualité Recherche, porteur R. Leblois : « Computer station for the 
development of inference methods from genetic data ». 4k€ 

2007-2009: MNHN - Bonus Qualité Recherche, co-porteur avec E. Porcher (MNHN) : « Using 
DNA Barcode data to measure phylogenetic biodiversity in plant communities ». 
32k€ 

 
Durant cette période, J'ai participé à la rédaction d'environ 30 autres projets (ATIP, ANR, IFB, 
INRAE, MNHN, CNRS, CIRAD, UM, Région, …), dont 12 en tant que (co-)porteur et 20 en 
tant que (co-) responsable d'un Work Package, qui n'ont pas été acceptés. C’est un taux 
de réussite correct mais quel gâchis de temps tout de même… 
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.5 Collaborations



 
5- Collaborations “productives“ 

 

 
 
 
De 2006 à 2010, dans l'unité YSEB (ex-OSEB) au Museum National d'Histoire Naturelle, j'ai 
collaboré au sein de l'unité avec : 
- Michel Veuille (EPHE) et Thierry Wirth (EPHE) notamment sur des projets ANR (IFORA, 
IM@Coral.Fish) et sur les techniques de DNA-barcoding (2006-2012). Publications : Austerlitz 
et al. 2009, Frezal & Leblois 2008, Leblois et al. 2011, Morelli et al. 2010, Nubel et al. 2010, 
Lalis et al. 2012, David et al. 2012 
 
- Aude Lalis (MNHN), Violaine Nicolas (MNHN) et Christiane Denys (MNHN) sur le projet 
ANR MOHMIE et sur la thèse d'A. Lalis (2007). Publications : Stoetzel et al. 2019, Lalis et al. 
2016a, Lalis et al. 2016b, Lalis et al. 2012. 
 
Et plus largement au MNHN :  
- Marie-Catherine Boisselier et Sarah Samadi sur le DNA-Barcoding, et l'analyse de 
données tortues et broméliacées (2006-2009). Publications : Perez et al. 2012, Boisselier-
Dubayle et al. 2010. 
 
Depuis 2010, au sein du CBGP, je collabore avec : 
- les généticiens des populations "méthodologistes", ponctuellement sur des analyses de 
données ou de façon plus poussées sur certains projets de développements méthodologiques 
(Simon Boitard (SPE), Arnaud Estoup (SPE), Mathieu Gautier (SPE), Miguel Navascués 
(ECODIV), Renaud Vitalis (SPE)). Projets ANR EMILE, IntroSpec, IBC, projet BioDivOC 
DevOCGEn. Publications: Verdu et al. 2010, Girod et al. 2011, Cornuet et al. 2014, Leblois et 

COLLABORATIONS NATIONALES
Données poissons, S. Planes, T. Vignaud (CORAIL, Moorea)

Données rongeurs, G. Ganem & C. Smadja (ISEM, CNRS), 
A. Lalis (MNHN)

Méthodologie & Données reptiles, P.A. Crochet (CEFE, CNRS)

Méthodologie & Données diverses, T. Broquet (station biol. De Roscoff, CNRS), 
B. Gauffre (SPE, Avignon), E. Petit (SPE, Rennes)

K. Berthier
(SPE, INRAe-Avignon)

S. Guindon
(LRMM, UM-CNRS)

F. Rousset
(ISEM, UM-CNRS)

J.M. Marin
(IMAG, UM)

P. Pudlo
(Umarseille)

T. Pytiocampa
C. Kerdélhué (ECOFA)

Rongeurs (M. Musculus, R. 
Rattus)
C. Brouat (IRD), G. Dobigny (IRD)

Chauve souris & campagnol
N. Charbonnel (ECOFA)

Plateaux techniques
Biol. Mol. A. Loiseau, L. Benoit, M. Galan

Bio-info A. Dehne-Garcia

Raphael Leblois (SPE)
Génétique et génomique des populations

UMR CBGP

Développements
méthodologiques

Génération et analyses
de données

Génétique spatiale
S. Piry (SPE), M.P. Chapuis (Cirad)

Statistiques inférentielles
S. Boitard (SPE), M. Gautier (SPE), 
M. Navascues (ECOFA), R. Vitalis (SPE), 
A. Estoup (SPE)

+ étudiants & post doctorants

Collaborations Internationales

Coraux, J.B. Ledoux (CIMAR, Porto); Loutres, S. Larson (Seattle); et nombreuses collaborations plus ponctuelles sur des analyses de données 

En gris : collaborations en sommeil ces derniers temps…

Plateformes Génomiques et bio-
informatiques

Genotoul & Migale (INRA), MGX (CNRS)



al. 2014, Burban et al. 2016, Navascués et al. 2017, Berthier et al. 2016, Leblois et al. 2017, 
Lippens et al. 2017, Hivert et al. 2018. 
- Sylvain Piry (SPE) et plus récemment Marie-Pierre Chapuis (Cirad) sur des analyses de 
données en génétique des populations spatialisées sur des criquets, des rongeurs ou des 
chauve-souris (2010-aujourd'hui). Publications : Berthier et al. 2016, Lippens et al. 2017, 
Tournayre et al. 2019, Larson et al. 2020. 
- Carole Kerdelhué (ECODIV) sur la génération de données de processionnaire du pin et 
leurs analyses (2012-aujord"hui). Publications : Burban et al. 2016, Leblois et al. 2017, 
Pestopoulos et al. 2018, Burban et al. 2019. 
- Carine Brouat (IRD) sur l'échantillonnage, la génération de données génomiques et 
l'analyse de celles-ci, sur la souris domestique et de la souris rayé (2015-aujourd'hui, projets 
SPEED & D-Range). Publications : Lippens et al 2017. 
- Nathalie Charbonnel (ECOFA) sur l'analyse de données campagnol et chauve-souris, 
notamment lors d'encadrement de thèse (Julie Pisano 2013-2015, et Orianne Tournayre 2016-
2019). Publications : Tournayre et al. 2019. 
 
Plus largement au sein de l'INRAe, je collabore avec :  
- Bertrand Gauffre et Karine Berthier (SPE - Avignon) sur des analyses de données et sur 
des applications méthodologiques en génétiques des populations spatialisées (2015-
aujourd'hui). Publications : Gauffre et al. 2015, Berthier et al. 2016, Coleman et al. 2018, Juhel 
et al. 2019, Gauffre et al. 2021. 
 
 
Ma principale collaboration est bien sûr avec François Rousset (ISEM-CNRS, 1999-
aujourd'hui) sur quasiment tous mes développements méthodologiques. J’ai plus récemment 
commencé à collaborer avec Jean-Michel Marin, Pierre Pudlo, puis Paul Bastide (IMAG-
UM, 2011-aujourd'hui) sur ces mêmes aspects de statistique inferentielle. Projets EMILE, IM-
Model@coral.fish, GenoSpace, IntroSpec, PEPS, DevOCGen… Publications : Leblois et al. 
2000, Leblois et al. 2003, Leblois et al. 2004, DeIorio et al. 2005, Watts et al. 2007, Rousset & 
Leblois 2007, Leblois et al. 2009, Rousset & Leblois 2012, Leblois et al. 2014, Merle et al. 
2017, Bonnet et al. 2017, Rousset et al. 2018, Virgoulay et al. 2021 
Ma seconde principale collaboration se fait avec Pierre-André Crochet, sur des 
échantillonnages, la génération de données et l’analyses, ainsi que sur quelques 
développements méthodologiques (2009-aujourd'hui). Projet ANR IntroSpec. Publications: 
Ferchaud et al. 2015, Crochet et al. 2015, Bonnet et al. 2017, Miralles et al. 2020, Toyama et 
al. 2020. 
 
Je n'ai jamais eu de collaborations internationales importantes, sauf des discussions 
méthodologiques avec Asger Hobolth (Centre de Bioinformatique, Aarhus, Danemark) que 
j’ai invité en 2013 puis en 2022 un mois au CBGP, et que je revois régulièrement. Par contre, 
je collabore régulièrement avec des laboratoires étrangers sur des analyses 
ponctuelles de données. Publications : Alberto et al. 2010, Nubel et al. 2010, Morelli et al. 
2010, Leblois et al. 2011, Wereszczuk et al. 2017, Coleman et al. 2018, Macedo et al. 2019. 
J'ai cependant développé deux collaborations plus poussées, surtout sur des analyses de 
données de coraux avec Jean-Baptiste Ledoux (CIMAr, Porto, 2016-aujourd'hui), et sur des 
données de loutres de mer avec Shawn Larson (Aquarium de Seattle, 2017-aujourd'hui). 
Publications : Ledoux et al. 2018, 2021, Larson et al. 2020. 
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37: 1475-1497. https://doi.org/10.1111/mms.12841 

Gauffre B., A. Boissinot, V. Quiquempois, R. Leblois, P. Grillet, S. Morin, D. Picard, C. 
Ribout, O. Lourdais. 2021. Agricultural intensification alters marbled newt genetic 
diversity and gene flow through density and dispersal reduction. Molecular Ecology 
(IF scopus 5.549) 31: 119-133. https://doi.org/10.1111/mec.16236 

Ledoux J.-B., R. Ghanem, M. Horaud, P. Lopez-Sendino, V. Romero Soriano, A. Antunes, N. 
Bensoussan, D. Gómez-Gras, C. Linares, A. Machordom, O. Ocaña, J. Templado, R. 
Leblois, J. Ben Souissi, J. Garrabou. 2021. Gradients of genetic diversity and 
differentiation across the distribution range of a Mediterranean coral: patterns, 
processes and conservation implications. Diversity & Distributions (IF scopus 5.522) 
27:2104–2123. https://doi.org/10.1111/ddi.13382 

Virgoulay T., F. Rousset, C. Noûs, R. Leblois. 2021. GSpace : an exact coalescence 
simulator of recombining genomes under isolation by distance. Bioinformatics (IF 
scopus 6.644), btab261, https://doi.org/10.1093/bioinformatics/btab261 

Toyama K. S., P.-A. Crochet, R. Leblois. 2020. Sampling schemes and drift can bias 
admixture proportions inferred by structure. Molecular Ecology Resources (IF scopus 
8.638) 20: 1769-1785. https://doi.org/10.1111/1755-0998.13234 

Miralles A., P. Geniez, M. Beddek, D. Mendez Aranda, J. C. Brito J. C., R. Leblois, P.-A. 
Crochet. 2020. Morphology and multilocus phylogeny of the Spiny-footed Lizard 
(Acanthodactylus erythrurus) complex reveal two new mountain species from the 
Moroccan Atlas. Zootaxa (IF scopus 0.959) 4747: 302-326. 
http://dx.doi.org/10.11646/zootaxa.4747.2.4 

Burban C., S. Rocha, R. Leblois, J.-P. Rossi, L. Sauné, M. Branco, C. Kerdelhué. 2019. 
From sympatry to parapatry: a rapid change in the spatial context of incipient 
allochronic speciation. Evolutionary Ecology (IF scopus 1.819) 34: 101–121. 
https://doi.org/10.1007/s10682-019-10021-4 

Macedo D., I. Caballero, M. Mateos, R. Leblois, S. McCay, L. A. Hurtado. 2019. Population 
genetics and historical demographic inferences of the blue crab Callinectes sapidus in 
the US based on microsatellites. PeerJ (IF scopus 3.014) 7:e7780 
https://doi.org/10.7717/peerj.7780 

Tournayre O., J.-B. Pons, M. Leuchtmann, R. Leblois, S. Piry, O. Filippi-Codaccioni, A. 
Loiseau, J. Duhayer, I. Garin., F. Mathews, S. Puechmaille, N. Charbonnel & D. 
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core to the edge of Rhinolophus ferrumequinum Western range. Ecology and 
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Stoetzel E., A. Lalis, V. Nicolas, S. Aulagnier, T. Benazzou, Y. Dauphin, M.A. El Hajraoui, A. 
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Nespoulet & C. Denys. 2019. Quaternary terrestrial microvertebrates from 
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multidisciplinary studies. Quaternary Science Review (IF scopus 4.163) 
224:105966.https://doi.org/10.1016/j.quascirev.2019.105966  
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Coleman R., B. Gauffre, A. Pavlova, L. Beheregaray, J. Kearns, J. Lyon, M. Sasaki, R. 
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the Linean Society (IF scopus 2.17) 119:748–765. https://doi.org/10.1111/bij.12836 
Lalis A., R. Leblois, E. Stoetzel, T. Benazzou, K. Souttou, C. Denys, V. Nicolas. 2016. 

Phylogeography and demographic history of Shaw's Jird (Meriones shawii complex) 
in North Africa. Biological Journal of the Linean Society (IF scopus 2.17) 118:262–
279. https://doi.org/10.1111/bij.12725 

Zenboudji S., M. Cheylan, V. Arnal, A. Bertolero, R. Leblois, G. Astruc, G. Bertorelle, J. L. 
Pretus, M. Lo Valvo, G. Sotgiu, C. Montgelard. 2016. High genetic structure and 
contrasting demographic history in the endangered Mediterranean tortoise Testudo 
hermanni hermanni. Biological Conservation (IF scopus 7.137) 195:279–291. 
https://doi.org/10.1016/j.biocon.2016.01.007 

Lalis A., R. Leblois, S. Liefried, A. Ouarour, C. Reddy Beeravolu, J. Michaux, A. Hamani, C. 
Denys, V. Nicolas. 2016. New molecular data favor an anthropogenic introduction of 
the wood mouse (Apodemus sylvaticus) in North Africa. Journal of Zoological 
Systematics and Evolutionary Research (IF scopus 2.564) 54:1-12. 
https://doi.org/10.1111/jzs.12111 

Crochet P.-A., R. Leblois, J. P. Renoult. 2015. New reptile records from Morocco and 
Western Sahara. Herpetology Notes (IF scopus 5.549) 8:583-588. 

Laporte M., R. Leblois, A. Coulon, F. Bonhomme, P. Magnan, P. Berrebi. 2015. Genetic 
structure of a vulnerable species, the freshwater blenny (Salaria fluviatilis). 
Conservation Genetics (IF scopus 2.958) Déc. 1-11. https://doi.org/10.1007/s10592-
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7- Logiciels mis à disposition de communautés scientifiques 
 

- gspace2infr, package R pour faire de l’inférence par simulation sous isolement par la 
distance. License CeCILL-2.  
 
- GSpace, Simulateur de données génomiques avec recombinaison sous des modèles 
spatialisés avec hétérogénéités spatiales et temporelles, License CeCILL.  
 
- IBDSim, Simulateur de données génétiques sous des modèles spatialisés avec 
hétérogénéités spatiales et temporelles, License CeCILL.  
 
- Migraine, Inférences démographiques et historiques par maximum de vraisemblance à partir 
de données génétiques, License CECILL.  
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8- Encadrement 
 
Noms, année, titre, publis, devenir 

 
2023 : une étudiante en Master2 

• Sudeshna Chakraborty (M2, Université de Montpellier, Erasmus Mundus Master 
Programme in Evolutionary Biology, MEME) " Invasion history of house mice in 
Senegal " (co-sup. C. Brouat, E. Ortega). Finit son M2, puis veut faire une thèse. 

 
2023 : un étudiant en Master2 (ERJ CeMeB : équipe de recherche junior, co-encadré par 
Jules Romieu) 

• Ghislain Camarata (M2 Biodiversité Écologie Évolution, Parcours DARWIN : Biologie 
Évolutive & Écologie, Université de Montpellier) "Test par simulation des méthodes 
existantes pour inférer l’introgression adaptative" (co-sup. J. Romieu, and F. Rousset, 
M. Navascues). Veut continuer en thèse. 
 

2022-2024 : un étudiant en thèse 
• Jules Romieu (Université de Montpellier) "Introgression adaptative : Comment 

identifier la part de l’introgression due à la sélection ?" (co-sup. F. Rousset, M. 
Navascues, P.-A. Crochet). Continue sa thèse. 
 

2021 : deux étudiant.e.s en Master1 
• Matis Bagarre (M1 Sciences et Numerique pour la Sante Parcours Bioinformatique, 

Connaissances et Donnes, Université de Montpellier) "Intégration de changemnets 
temporels dans le simulation de données génomiques sptaialisées GSpace". En M2. 

• Marine Vue (M1 biologie informatique, ingénierie de plateforme en biologie, 
Université Paris-Sud) "Comparaison de l'inférence de la dispersion sous différents 
modèles de génétique des populations et de phylogéographie" (co-sup. S. Guindon). 
En M2. 
 

2020 : deux étudiant.e.s en Master2 
• Fanny Touchard (M2 Biodiversité Écologie Évolution, Parcours DARWIN : Biologie 

Évolutive & Écologie, Université de Montpellier) "Impact de l'histoire des populations 
sur la distribution spécifique : le cas des souris striées (Rhabdomys spp.) en Afrique 
du Sud" (co-sup. G. Ganem, C. Brouat, A.-S. Fiston-Lavier), financement LabEx 
CeMEB. En Thèse à l’ISEM. 

• Paul Doniol-Valcroze (M1 Biodiversité Écologie Évolution, Parcours DARWIN : 
Biologie Évolutive & Écologie, Université de Montpellier) "Caractérisation d’une zone 
de contact à l’aide de marqueurs génomiques : l’exemple d’Acanthodactylus 
erythrurus (Lacertidae)." (co-sup. p.-A. Crochet, L. Rancilhac, C. Dufresne), 
financement CNRS. En thèse au CEFE. 

 
2019-2023 : un étudiant en thèse 

• Thimothée Virgoulay (Université de Montpellier) "Inférences démographiques et 
historiques à partir de données génomiques sous des modèles spatialisés" (co-sup. 
F. Rousset),  bourse ED-GAIA-Univ-Montpellier. En recherche de post-doc. 

 
2018 : deux étudiant.e.s en Master2 

• Thimothée Virgoulay (M2 Sciences et Numerique pour la Sante Parcours 
Bioinformatique, Connaissances et Donnes, Université de Montpellier) "Inférences 
démographiques et historiques à partir de données génomiques sous des modèles 
spatialisés réalistes : vers une prise en compte du paysage" (co-sup. F. Rousset), 
financement ANR. 



• Camille Vernier (M2 Biostatistique, Université de Montpellier) "Estimation de la 
dispersion en population continue à partir de données génomiques : que permettent 
les nouvelles méthodes d’inférences basées sur la simulation ?" (co-sup. J.-M. Marin, 
F. Rousset), financement IBC/ANR. Vient de finir sa thèse au CBGP. 

 
2017 : un étudiant en Master2 

• Loïs Rancilhac (M2 Biodiversité Écologie Évolution, Parcours DARWIN : Biologie 
Évolutive & Écologie, Université de Montpellier) "Histoire évolutive récente du 
complexe d’Acanthodactylus erythrurus" (co-sup. P.-A. Crochet), financement CNRS. 
En post-doc. 

 
2016 : un étudiant en Master2 

• Ken Toyama (M2, Erasmus Mundus Master Programme in Evolutionary Biology, 
MEME) "Effects of sampling schemes and genetic drift on the admixture proportions 
calculated by the software STRUCTURE" (co-sup. P.-A. Crochet), financement IBC. 
En these. 

 
2015: un étudiant en Master2 

• Valentin Hivert (M2 Modélisation en Ecologie, Université de Rennes) "Test par 
simulation de l’utilisation des RADseq pour l’estimation de la dispersion " (co-sup. M. 
Gautier, R. Petit), financement IBC. En post-doc. 

 
2013-2016 : une étudiante en thèse 

• Coralie Merle (Université de Montpellier) "Nouvelles méthodes d’inférence de 
l’histoire démographique à partir de données génétiques" (co-sup. P. Pudlo, J.-M. 
Marin, F. Rousset), bourse mixte LabEx CEMEB & LabEx NUMEV. Professeur de 
Mathématiques en Lycée. 

 
2013 : deux étudiantes en Master2 

• Coralie Merle (M2 Magistère de Mathématiques, Université de Paris-Sud) 
"Accélération des méthodes d’échantillonnage préférentiel pour le calcul de 
vraisemblances en génétique des populations" (co-sup. P. Pudlo), financement IBC. 

• Marine Ranger (M2 Biologie Géosciences Agroressources Environnement, Parcours 
Biodiversité Écologie Évolution,, Université de Montpellier, Supagro) 
"Phylogeographie d’un lézard Marocain: Acanthodactylus erythrurus" (co-sup. P.-A. 
Crochet), financement INRA. Devenir inconnu. 

 
2012 : trois étudiant.e.s en Master2 

• Timothée Bonnet (M2 Biologie Géosciences Agroressources Environnement, 
Parcours Biodiversité Écologie Évolution, Université de Montpellier, Supagro) 
"Modelisation de l’introgression Mitochondriale et nucléaire dans une zoone de 
contact secondaire" (co-sup. P.-A. Crochet, F. Rousset), financement INRAE. 
Chercheur CNRS. 

• Julie Landes (M2 Biologie Géosciences Agroressources Environnement, Parcours 
Biodiversité Écologie Évolution, Université de Montpellier) "Différentiation 
allochronique chez la processionnaire du pin : apport des marqueurs neutres pour 
bâtir des scénarios évolutifs " (co-sup. C. Kerdelhué), financement INRAE. En post-
doc. 

• Sébastien Ravel (M1 Génétique et Physiologie, Spécialité : Analyse et Modélisation 
des Données, Université de Clermont-Ferrand) " Développement d’une interface 
graphique en Python et PyQt4 pour le logiciel IBDSim" (co-sup. A. Dehne-Garcia), 
financement IBC. Bio-informaticien au CIRAD. 

 
 



2011-2014 : deux post-doc 
• Champak Reddy Beravolu "Inference par maximum de vraisemblance à partir de 

données de séquences sous des modèles d’isolement avec migration IM ", 
financement mixte ANR – INRA SPE. Ingénieur de recherche en Suisse. 

• Aude Lalis "MOHMIE: Modern Human installation in Morocco Influence on the small 
terrestrial vertebrate biodiversity and its Evolution" (co-sup. C. Denys), financement 
ANR. Maitre de conference au MNHN. 

 
2010: une étudiante en Master2 

• Natacha Luximon (M2 Sciences en comportement, évolution et conservation, 
Université de Lausanne, UNIL) “Inférence de la dispersion sous isolement par la 
distance : comparaison des approches individus centrées vs. En dèmes. ” (co-sup. E. 
Petit, T. Broquet), financement INRAE. Devenir inconnu. 

 
2009: deux étudiant.e.s en Master1 et 2 

• François Bertaux (equiv. M1, Ecole Polytechnique Paris) “Inférence de changements 
passés de tailles de populations à partir de données génétiques ”, financement ANR. 
Ingénieur R&D. 

• Stéphanie Barthe (M2 Biologie Géosciences Agroressources Environnement, 
Parcours Biodiversité Écologie Évolution, Université de Montpellier, Supagro) "Etude 
de l’impact de la diversité des séquences encadrant les microsatellites sur la 
répartition de la diversité génétique entre allèles et la divergence entre populations" 
(co-sup. I. Scotti, C. Scotti-Saintagne), financement INRAE. Devenir inconnu. 

 
2008: un étudiant de 2eme année polytechnique 

• Joseph Néron (equiv. M1, Ecole Polytechnique Paris) “Inférence de changements 
passés de tailles de populations à partir de données génétiques”, financement 
MNHN. Ingénieur à la SNCF. 

 
2007-2008: une ATER 

• Lise Frezal (EPHE) “Barcode ADN multigene chez la drosphile” (co-sup. M. Veuille), 
financement EPHE. Ingénieure de recherche à l’Institut Pasteur ( ?). 

 
2007: deux étudiantes en Master2 

• Sandrine Bérot (M2 SDUEE, spécialité EBE, MNHN): “Inférence des temps de 
divergences et des taux de migratioon par échantilloannge pondéré ” (co-sup. R. 
Vitalis), financement MNHN. Animatrice-formatrice chez Les Petits Débrouillards. 

• Camille Madec (M2 SDUEE, spécialité EBE, MNHN): “Inférence des taux de 
dispersion sexe-spécifique par ABC ” (co-sup. R. Vitalis), financement MNHN. 
Devenir inconnu. 

 
 
Depuis 2006, j'ai participé à une trentaine de comités de thèse : 
Anne-Laure Ferchaud (EPHE, Montpellier 2008, 2010), Christophe Girod (MNHN Paris, 2008, 
2009), Camille Roux (Université Lille I, 2008), Romain Nattier (MNHN Paris, 2008, 2009), 
Erhan Yalcindag (Université Montpellier II, 2009, 2010), Stéfanie Wagner (INRA Bordeaux – 
Munich University, 2011), Axelle Bouiges (EPHE-MNHN, 2011, 2012), Ivan Paz (Univ. Paul 
Sabatier, 2012), Nadine Ali (CBGP-Supagro, 2013), Odrade Nougue (CEFE, 2013, 2014), 
Julie Pisano (CBGP-FNRS, 2014, 2015), Saliha Zenboudji (EPHE-CEFE, 2015), Timothée 
Bonnet (2013), Fernando Seixas (CIBIO-ISEM, 2014, 2015), Orianne Tournayre (CBGP-
LBBE, 2017), Pierre Lesturgie (MNHN-OSEB, 2021, 2022), Emeline Charbonel (CBGP, 2021, 
2022), Cécile Caumette (CBGP, 2022). 
 



J'ai été rapporteur à l'automne 2017 de la thèse de Maria Simonsen Speed, sur le sujet " 
Population Genetic Models for Allele Fraction Data". Cette thèse a été soutenue Arhus, 
Danemark, le 30 novembre 2018. 
J'ai participé, en tant qu'examinateur, aux jurys de thèse de (1) Marguerite Lapierre, sur le 
sujet " Extensions du modèle standard neutre pertinentes pour l’analyse de la diversité́ 
génétique", soutenue le 25 septembre 2017 à l'Université Pierre et Marie Curie ; de (2) Louis 
Raynal, sur le sujet " Inférence statistique bayésienne pour les modélisations donnant lieu à̀ 
un calcul de vraisemblance impossible", soutenue le 9 septembre 2019 à l'Université de 
Montpellier ; et de (3) Gonche Danesh, sur le sujet « Phylodynamique des virus évoluant 
rapidement : approches par calcul bayésien approché et par vraisemblance » , soutenue le 06 
juillet 2021, à l'Université de Montpellier. 

 
9- Enseignement 

 
Depuis 2006, je co-organise 1 à 4 modules d'enseignements et donne environ 20 à 50 
heures de cours selon les années, niveau Master1, Master2 et modules de thèses sur les 
thèmes : Génétique des populations, estimation de paramètres démographiques, théorie de 
la coalescence, Barcode ADN. 
 
Je suis régulièrement co-organisateur avec R. Vitalis (CBGP) de 1 à 3 modules de 5 jours 
“Analyse de données en génétique des populations” ayant (eu) lieu à l’Ecole Doctorale du 
MNHN, puis à l’ED SIBAGHE de Montpellier, au Master 2 Biologie de l’évolution et 
écologie parcours DARWIN de l'UM, en 2de année de Supagro ou encore au Master 1 
européen MEME de l'UM. Je co-organisateur aussi avec F. Rousset (ISEM, UM) un module 
de 5 jours « Modèles et inférences en génétique des populations » dispensé dans le cadre 
du Master 2 Biostatistique de l’UM. 

 
Depuis 2006: environ 30 heures de cours par an, niveau Master1, Master2 et modules de 

thèses sur les thèmes : Génétique des populations, estimation de paramètres 
démographiques, théorie de la coalescence, Barcode ADN. 

 
Depuis 2007: Coorganisateur, avec R. Vitalis, de 1-3 modules de 5 jours “Analyse de 

données en génétique des populations” de l’Ecole Doctorale du MNHN, puis de l’ED 
SIBAGHE de Montpellier, master 2 Biologie de l’évolution et écologie, 2de année de 
Supagro et au master 1 européen MEME. 

 
Depuis 2013: Coorganisateur, avec F. Rousset d’un module de 5 jours « Modèles et 

inférences en génétique des populations » dispensé dans le cadre du Master 2 
Biostatistique de l’université de Montpellier. 

 
  



186 Annexes

.9 7 publications significatives



Influence of Mutational and Sampling Factors on the Estimation of
Demographic Parameters in a ‘‘Continuous’’ Population Under Isolation
by Distance

Raphaël Leblois,*� Arnaud Estoup,* and François Rousset�
*Laboratoire Modélisation et Biologie Evolutive, CBGP-INRA, Montferrier sur Lez, France; and �Laboratoire Génétique et
Environnement, CNRS-UMR 5554, Montpellier, France

In numerous species, individual dispersal is restricted in space so that ‘‘continuous’’ populations evolve under isolation
by distance. A method based on individual genotypes assuming a lattice population model was recently developed to
estimate the product Dr2, where D is the population density and r2 is the average squared parent-offspring distance. We
evaluated the influence on this method of both mutation rate and mutation model, with a particular reference to
microsatellite markers, as well as that of the spatial scale of sampling. Moreover, we developed and tested a non-
parametric bootstrap procedure allowing the construction of confidence intervals for the estimation of Dr2. These two
objectives prompted us to develop a computer simulation algorithm based on the coalescent theory giving individual
genotypes for a continuous population under isolation by distance. Our results show that the characteristics of mutational
processes at microsatellite loci, namely the allele size homoplasy generated by stepwise mutations, constraints on allele
size, and change of slippage rate with repeat number, have little influence on the estimation of Dr2. In contrast, a high
genetic diversity (»0.7–0.8), as is commonly observed for microsatellite markers, substantially increases the precision of
the estimation. However, very high levels of genetic diversity (.0.85) were found to bias the estimation. We also show
that statistics taking into account allele size differences give unreliable estimations (i.e., high variance of Dr2 estimation)
even under a strict stepwise mutation model. Finally, although we show that this method is reasonably robust with
respect to the sampling scale, sampling individuals at a local geographical scale gives more precise estimations of Dr2.

Introduction

Dispersal rates and population sizes or densities are
important demographic parameters in evolutionary pro-
cesses. Many studies have attempted to estimate such
parameters using either direct methods (e.g., mark-
recapture methods) or indirect methods (e.g., genetic
markers). A number of indirect methods for demographic
parameter estimation using genetic data at neutral loci or
clines of selected markers have been defined (see Slatkin
(1994) and Rousset (2001b) for reviews). Discrepancies be-
tween estimations made with direct and indirect meth-
ods have often been attributed to inadequacies of the
assumptions of the genetic models made in indirect
methods (Hastings and Harrison 1994; Koenig et al. 1996;
Slatkin 1994). The kinds of assumptions usually consid-
ered to be inadequate are those related to (1) the modalities
of dispersal (e.g., the island model), (2) the demographic
stability in space and time, (3) the mutation rates and mu-
tation processes of genetic markers, and (4) the selective
neutrality of genetic markers.

In numerous species, individual dispersal is restricted
in space. This means that there is a higher probability that
individuals mate with individuals born in close proximity
to themselves than to individuals born far away. Several
studies on animals or plants have shown such restricted
dispersal (e.g., for plant data, see Crawford 1984; and for
animal data, Rousset 1997, 2000; Spong and Creel 2001;
Sumner et al. 2001). Isolation by distance models taking
into account this biological feature were introduced by
Wright (1943 and 1946). Under these models the genetic
differentiation at neutral loci is expected to increase with

geographical distance (e.g., Malécot 1950, 1967; Sawyer
1977). Empirical data indicate that such a relationship
holds for many species (Endler 1977; Slatkin 1993). Re-
cently, a method of analysis was developed based on the
increase, at a local scale, of genetic differentiation between
individuals with geographical distance in a ‘‘continuous’’
population evolving under isolation by distance (Rousset
2000). The method makes use of the regression of es-
timators of a parameter analogous to the parameter
FST/(1 2 FST), calculated between individuals, and the
logarithm of the geographical distance, to estimate the
product Dr2, where D is the density of adults and r2 the
average squared axial parent-offspring distance. It is
expected to perform better than previous methods for
several reasons. First, the demographic model on which
the method is based makes weak assumptions about the
shape of the distribution of dispersal distances. In par-
ticular, the method is valid for leptokurtic distributions of
dispersal distance (Rousset 2000), a feature commonly
observed in natural populations (for review and data, see
Endler 1977; Portnoy and Willson 1993; Clark et al.
1999). Second, analysis of genetic differentiation is made
at a small (local) geographical scale so that heterogeneity
of demographic parameters such as dispersal or density is
reduced and hence its influence on genetic differentiation
is also reduced (Slatkin 1993; Rousset 2001b). In a similar
way, influence of non-neutrality of the genetic markers
may be less problematic for studies at local scale because
selection parameters may be less heterogeneous at a small
geographical scale. On the other hand, the theory on which
the method is based shows that only estimations from
analysis over short distances will be accurate (Rousset
1997). These expectations have been confirmed by several
comparisons of direct and indirect estimates of Dr2

(Rousset 1997, 2000; Sumner et al. 2001). Although the
geographical scale at which the sampling has been done is

Key words: coalescence, dispersal, isolation by distance, micro-
satellite DNA, nonparametric ABC bootstrap.
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expected to influence the quality of the estimation of Dr2,
very few analytical or simulation studies have formally
addressed this question.

Since their discovery in the 1980s, microsatellite loci
have been increasingly used as genetic markers. Rapid
progress in molecular biology technologies, especially the
development of the polymerase chain reaction, and
attractive evolutionary features (e.g., high level of poly-
morphism), explain why this category of markers are
progressively replacing, or at least complementing, classical
markers such as allozymes for numerous applications
in molecular systematics, population genetics, and ecology
(reviewed in Estoup and Angers 1998; Estoup, Jarne, and
Cornuet. 2002). However, the mutation processes (i.e., the
nature of mutations) at microsatellite loci are complex and
not yet well understood (e.g., Estoup and Cornuet 1999).
The effect of the mutation processes on evolutionary
inferences depends in large part on the method, the statistics,
and the evolutionary time scale considered (e.g., Estoup,
Jarne, and Cornuet 2002). Some authors have discussed the
effect of the nature of the mutation on FST values (Slatkin
1995; Rousset 1996). Because a stepwise mutation process
occurs at microsatellite loci, several statistics taking into
account the allele size have been proposed (Goldstein et al.
1995; Slatkin 1995; Michalakis and Excoffier 1996). Their
utility, however, has often been criticized (e.g., Takezaki
and Nei 1996; Gaggiotti et al. 1999). Overall, the potential
interest of the different statistics has never been addressed in
the context of the estimation of demographic parameters
under isolation by distance.

In this study, we developed an original simulation
algorithm based on the coalescent theory in order to study
the sensitivity of the estimation of Dr2 to different fac-
tors: (1) the sampling scale of individuals, (2) the muta-
tion model of markers and (3) their mutation rate, with
particular reference to microsatellite markers for the two
latest points. This algorithm was also used to test
a nonparametric ABC bootstrap procedure allowing the
construction of confidence intervals on the Dr2 estima-
tion. Finally, we draw guidelines that could be useful for
empirical investigators using the individual-based method
of Rousset (2000).

Models and Methods
Demographic Model and Population Cycle

The model that we considered for ‘‘continuous’’
populations is the lattice model with each lattice node
corresponding to one diploid individual. This model
without demic structure is viewed as an approximation
for truly continuous populations with infinite local
competition (Malécot 1975; Rousset 2000). More realistic
continuous models would incorporate the feature that
individuals could settle in any position in a continuous
space. Although such models have been formulated (e.g.,
Malécot 1967; Sawyer 1977), it is known that they do not
follow a well-defined set of biological assumptions
(Maruyama 1972; Felsenstein 1975; see Barton et al.
2002 for an alternative approach for continuous popula-
tions). Individuals are assumed to be diploids by a model

with two independent genes per node. To avoid edge
effects, the lattice is represented on a circle for a one-
dimensional model or a torus for a two-dimensional
model. Edge effects have little influence on local dif-
ferentiation when the habitat area (i.e., the lattice size) is
large when compared to the mean dispersal. Finally, we
considered that dispersal occurs through gametes only.

The life cycle is divided into four steps: (1) at each
reproductive event, each individual gives birth to a great
number of gametes, and then dies; (2) gametes undergo the
effect of mutations; (3) gametes disperse; (4) diploid in-
dividuals are formed, and (5) competition brings back the
number of adults in each deme to one.

Coalescent Algorithm

The genealogical tree of a sample of n genes taken
from a panmictic population of constant size N can be
modeled using a stochastic process known as the n-
coalescent. This process was introduced by Kingman
(1982a, 1982b) as an approximation of a gene genealogy
under the ‘‘Wright-Fisher’’ neutral model (see also Hudson
1990, Tajima 1983). More sophisticated models have since
been developed for analysis of more complex evolutionary
scenarios with recombination, selfing, and variable
population size (reviewed in Nordborg 2001).

The n-coalescent approximation can be used in the
same context as diffusion equations (Nordborg 2001). It is
thus valid for a restricted numbers of models of population
structure, e.g., panmictic populations or the infinite island
model. In the present work, we focused on isolation by
distance. For this category of models, no analytical
treatment of coalescence time or coalescence probabilities
has been done for more than two genes. Algorithms such
as those developed for likelihood estimation by Griffiths
and collaborators (see Nath and Griffiths 1996; Bahlo and
Griffiths 2000) could in principle deal with continuous
models; however, they are not ready for demographic
inferences (De Iorio and Griffiths, personal communica-
tion). The coalescent algorithm we developed is not based
on the n-coalescent theory; rather it is an algorithm for
which coalescence and migration events are considered
‘‘generation by generation’’ until the common ancestor of
the sample has been found. The idea of tracing lineages
back in time generation by generation is fundamental in
the coalescence theory, and is well described in Nordborg
(2001). At least one study already used this simple concept
for simulations (i.e., Pope, Estoup, and Morris 2000).
Although such a generation-by-generation algorithm leads
to less efficient simulations in terms of computation time
than those based on the n-coalescent theory, it is much
more flexible when complex demographic and dispersal
features are considered. The algorithm described below
and the program used in this study were checked at every
step during elaboration by comparison with exact
analytical results for probabilities of identity in models
of isolation by distance on finite lattice (e.g., Malécot 1975
for the lattice model, adapted to different mutation models
following Rousset 1996). These comparisons show that
estimates of identity probabilities from our program and
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analytical expectations differ by less than one per thousand
for sufficiently long runs.

Let us consider, at a given time and on a two-
dimensional lattice, a sample of n(0) genes numbered 1 to
n(0). The position of each gene on this lattice is given by
a pair of coordinates (x,y). The set of coordinates of
sampled genes is given by the two vectors X(0) 5[x1(0),
. . . , xn(0)(0)], Y(0) 5 [y1(0), . . . , yn(0)(0)], where xi(0) and
yi(0) are the coordinates of the gene i at G 5 0, with G
corresponding to the number of generations since
sampling.

This algorithm goes backward in time, generation by
generation (considering discrete generations). At G 5 1,
parents of our n(0) sampled genes have coordinates
xi(1) 5 xi(0) 1 dx, yi(1) 5 yi(0) 1 dy, where dx and dy
are random variables representing dispersal distance in one
dimension, expressed in number of steps on the lattice.
Under a two-dimensional model, the density function of
the random variable (dx,dy) is given by bdx,dy, the
‘‘backward’’ dispersal function. The term backward is
used because the position of the parental gene is de-
termined knowing the position of its descendant gene.
This function is calculated using fdx,dy, the forward dis-
persal density function describing where descendants go.
The dispersal functions are detailed in the next section.
We assume that dispersal is independent in each direction,
so that fdx,dy 5 fdx 3 fdy. Considering that density is
homogenous in space, backward dispersal functions are
equal to forward dispersal functions, so that bdx,dy 5
fdx,dy 5 fdx 3 fdy.

Once the position of the parents on the lattice is
known, the coalescence events occurring at G 5 1 are
assessed. In other words, we determine whether some
genes share a common parent at G 5 1. This step cor-
responds to the idea of ‘‘individuals picking their parents
at random from the previous generation’’ (Nordborg
2001). A coalescence event occurs if genes are both on
the same lattice node and if they originate from the
same parental gene. Multiple coalescences are allowed.
The probability for a coalescence of k genes in a given
parental gene is 1/2k21 under the model with one
individual per lattice node. In this case, the remaining j
genes from the same lattice node coalesce in the other
parental gene. For convenience, we keep the numbering
(i 2 [1, . . . , n(0)]) of descendant genes for their parents
when these genes do not coalesce and attribute new
numbers (i 2 [n(0) 1 1, . . . , n(1)]) for the parents of the
coalesced genes. A gene i at G 5 0 and its parent at G 5 1
have the same number if there was no coalescence event
between the gene i and another gene at G 5 0. Thus our
numbering refers more to the branches of the coalescent
tree than to the genes themselves. This particular num-
bering of branches, nodes, and genes is illustrated in
figure 1. At G 5 1, we have X(1) 5 (x1(1), . , xn(1)(1)),
Y(1) 5 (y1(1), . , yn(1)(1)), the n(1) geographic coordinates
at G 5 1 for each branch corresponding to a lineage of our
sample. We keep in memory the ages of the tree ‘‘nodes’’
(corresponding to coalescence events) and the labels of the
branches descending from this ‘‘node.’’ The entire process
is repeated over generations until the most recent common
ancestor of our entire gene sample has been found.

Dispersal Functions

Biologically realistic dispersal functions often have
a high kurtosis (Endler 1977; Kot, Lewis, and van den
Driessche 1996). Forward dispersal distributions for which
the probability of moving k steps (for 0 , k < Kmax) in
one direction is of the form fk 5 f2k 5 M/kn were
considered, with parameters M and n controlling the total
dispersal rate and the kurtosis, respectively.

By suitable choice of the two parameter values, large
kurtosis can be obtained with high migration rates
(Rousset 2000). For all of our simulations, we used
a dispersal distribution with a moderate r2 value (r2 5 4),
corresponding to a dispersal distribution with parameters:

f1 ¼ f�1 ¼ 0:06; f2 ¼ f�2 ¼ 0:03 and for

2, k , 49; M ¼ 0:802 and n ¼ 2:518: ð1Þ
With such a dispersal distribution the product 4pDr2 is
50.26. This value corresponds to a relatively strong
isolation by distance, which appears biologically reason-
able for many species (see references cited in the
Introduction).

Mutation Processes

One interesting feature of the coalescent-based
approach is that, for neutral loci, genealogical and mu-
tation processes are totally independent, so that the effects
of mutation are simply superimposed on the genealog-
ical tree obtained for the gene sample.

Two theoretical mutation models, the infinite allele
model (IAM: Kimura and Crow 1964) and the K-allele
model (KAM: Crow and Kimura 1970), have sometimes
been used for microsatellite loci. However, the most
widely adopted model for microsatellite mutation is the
stepwise mutation model (SMM: Ohta and Kimura 1973)
in which the mutant allele differs from its parent by one
repeat. Direct and indirect studies have shown that
mutations of several repeats also occurred, indicating that
a strict one-step model is inappropriate (Estoup and
Angers 1998; Gonser et al. 2000; Ellegren 2000). In

FIG. 1.—Numbering of branches, genes, and nodes of a genealogical
tree for a sample of five genes as described by our coalescence algorithm.
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practice, modeling assumptions are commonly limited to
the SMM (e.g., Reich and Goldstein 1998; Wilson and
Balding 1998), and sensitivity of the final inferences to
this assumption may be substantial, although this is rarely
investigated. In several studies (e.g., Pritchard et al. 1999),
a generalization of the SMM was adopted in which the
change in the number of repeat units forms a geometric
random variable. This generalization was named the GSM
(generalized stepwise mutation) model. The geometric
distribution in our GSM model refers to a change ex-
pressed in an (absolute) number of repeat units sub-
sequently added or withdrawn to the mutating allele with
equal probability. Under this model, the large data set of
microsatellite mutations of Dib et al. (1996) in humans
suggests an estimate of the variance of the geometric
distribution near 0.36 (Estoup et al. 2001). The GSM does
not capture all the complexity of the mutation process at
microsatellite loci. In particular, constraints on allele size
occur at some microsatellite loci (reviewed in Amos 1999;
Estoup and Cornuet 1999; Ellegren 2000) and potentially
affect various statistics in population genetics (Estoup et al.
2002). This evolutionary feature, particular to micro-
satellite loci, was thus tested on our method. Allele size
constraints were included in our simulations by imposing
reflecting boundaries to the allele size range (e.g., Feldman
et al. 1997; Estoup et al. 1999). Another outstanding fea-
ture of the microsatellite mutation process is that within-
loci mutation rate increases with allele length (Ellegren
2000; Huang et al. 2002). Whether this increase is linear
with the number of repeats remains subject to further
investigation (Schlötterer 2000; Stumpf and Goldstein
2001; Brohede et al. 2002). In our simulations, we con-
sidered a linear model in which (1) the mutation rate
was fixed to 5 3 1024 for the allelic state of the root of the
tree (fixed at 100 repeats units and considered the ‘‘middle
size allele’’); (2) a decrease in mutation rate with allele size
of 0.1% or 1% per repeat unit for a weak or a strong
variation, respectively is simulated for alleles shorter than
100 repeat units; (3) a similar increase is simulated for
alleles longer than 100 repeat. In other words, this leads to
the linear form: l(L) 5 l0 1 s*L, where l(L) is the muta-
tion rate for an allele of size L, l0 the mutation rate for the
smallest allele, and s the increase per repeats unit. We set
s 5 0.1% or 1% for a weak or a strong variation, res-
pectively, to be close to the value given in Brohede et al.
(2002).

Interlocus variability in the mutation rate potentially
decreases the precision of parameter estimation in
population genetics (Takezaki and Nei 1996; Gonser et
al. 2000). The effect of variable mutation rate was thus
tested as well. Little information is available on the
interlocus variance of the mutation rate at microsatellite
loci. Several pedigree studies show that the mutation rates
can differ across loci in important respects (reviewed in
Schlötterer 2000). Without more information, we modeled
variable mutation rates at microsatellite loci by drawing
single locus mutation rate values in a gamma distribution
with parameters (shape, scale) being (2, 2.5 1024). This
distribution has a mean equal to 5 3 1024, a value con-
sidered as the average mutation rate in many species
(reviewed in Estoup and Angers 1998), and 2.5% and 97.5%

quantiles equal to 6 3 1025 and 1.4 3 1023, respectively.
These values are similar to the mean and 95% confidence
interval values typically considered for autosomal micro-
satellites in humans (Weber and Wong 1993).

The following step-by-step procedure was used to
add mutations to the genealogical tree. Take at random two
genes i, j and their most recent common ancestor, the gene
l, and let statei, statej, statel be their respective allelic
states. The number of mutations that occurred in lineage i
is proportional to the length Li (expressed in number of
generations) of branch i (from l to i) and is given by
a binomial distribution with parameters (l, Li), which can
be approximated by a Poisson process with parameter lLi.
Let mi be the number of mutations that occurred on branch
i. One can easily deduce statei from statel through mi

successive steps, each step corresponding to a mutation
event under the chosen mutation model. The allelic states
of the various genes of the sample were obtained starting
from a given state for the common ancestor of the sample
(root of the genealogical tree) and going forward in time
on each branch.

Method of Analysis

Each simulation iteration gave the genotypes at l
polymorphic loci for (n 3 n) individuals denoted by their
coordinates on the lattice. l independent coalescent trees
were used to simulate multi-locus genotypes. This process
was repeated 1,000 times giving 1,000 multilocus samples
sharing the same demographic conditions. We computed
estimates of the parameter

ar [
Qw � Qr

1 � Qw

for each pair of individuals, where Qw is the probability of
identity in state for two genes taken from the same
individual, and Qr the probability of identity in state for
two genes at geographical distance r (Rousset 2000). The
statistic ar is a parameter analogous to the parameter FST/
(1 2 FST), calculated between individuals (and not
between populations, as in Rousset 1997). An estimator
of ar for a pair p of individuals taken from the P different
possible pairs is:

âa [
SSbðpÞPPP
k¼1 SSwðkÞ

� 1

2

with

SSb½etween�ðpÞ[
X

i;u

ðXi::u � X:::uÞ2

and

SSw½ithin�ðpÞ[
X

i;j;u

ðXij:u � Xi::uÞ2
;

where Xij:u is an indicator variable taking the value 1 if
gene i of individual j is of allelic type u and the value
0 otherwise (Rousset 2000).

To test the effect of using a statistic that takes into
account the allele length differences (and hence the
stepwise mutational process occurring at microsatellite
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loci), we defined another parameter br, equivalent to ar,
except that it is defined in terms of squared differences in
microsatellite allele lengths (SD) instead of probabilities of
non- identity in state (1 2 Q). Thus, we have

br [
SDr � SDw

SDw

;

where SDr is the expectation of the squared length
differences between two genes at geographical distance r
and SDw is the expectation of the squared length
differences between two genes taken in the same in-
dividual. br was estimated for a pair p of individuals taken
from the P different possible pairs in a way similar to ar:

b̂b [
SSDbðpÞPPP
k¼1 SSDwðkÞ

� 1

2

with

SSDb½etween�ðpÞ[
X

i

ðSi: � S::Þ2

and

SSDw½ithin�ðpÞ[
X

i;j

ðSij � Si:Þ2
;

where Sij is a variable representing the size of gene i of
individual j, expressed in number of repeat units.

For each of the 1,000 repetitions, the value of the
slope of the regression line between â (or b̂b) and the
logarithm of geographical distance was computed. In the
limit of low mutation rates, the inverse of the slope is an
estimate of the product 4pDr2, where D is the density of
adults and r2 the average squared axial parent-offspring
distance (Rousset 1997). It is worth noting that high
mutation rates should not result in an asymptotic bias as
long as the focus is on local processes involving distances
between sampled individuals

r � rffiffiffiffiffiffi
2l

p :

Beyond this limit, the linear relationship between ar (or br)
and the logarithm of the distance holds less well (for
details, see Rousset 1997). Thus, if the analysis is done at
a small geographical scale, the use of highly variable loci
such as microsatellite loci should not bias the estimation.
However, the effect of mutation on small sample
properties of the estimator needs to be tested. The quality
of an estimator is usually assessed through the computa-
tion of its bias and its mean square error (MSE). These
measures are suitable when estimates have approximately
a normal distribution but not when the estimate is
sometimes infinite. In the present case, a negative slope
should be interpreted as an infinite estimate of Dr2.
Therefore we chose to work on the slope values and not on
Dr2 estimates. The following statistics were estimated
over all repetitions: (1) the mean relative bias between the
value of the slope and the expected value 1/(4pDr2); (2)
the standard error on this relative bias; and (3) the mean
square error (MSE 5 Bias2 1 var). The bias and the MSE
are relative values, as they are computed from the ratio of
the estimate to the value to be estimated, 1/(4pDr2). We

also computed the proportion of negative slopes found and
the probability that the estimate was within a factor of 2
from 1/4pDr2. Note that the latest measure is strictly
equivalent to the probability that the Dr2 estimate was
within a factor of 2 from the expected Dr2 value.

An accurate estimate of the uncertainty associated
with parameter estimates is important to avoid misleading
inferences. The nonparametric ABC bootstrap procedure
described in DiCiccio and Efron (1996) was adapted to
compute 95% confidence intervals around the regression
slope. ABC bootstrap is a procedure that generates
approximated bootstrap confidence intervals without real
resampling. It is useful for estimation methods with high
computation time needs. In this procedure, we considered
genotypic data at each locus as independent replicates of
the genealogical process. Tests of this procedure were
performed using the same simulation program described
above by calculating probability coverage of the confi-
dence intervals for 1,000 simulated data sets. We choose
arbitrarily a dispersal distribution with r2 5 4 [parameters
given in equation (1)]. For each repetition, 100 individuals
were sampled every two lattice nodes within an area of
(10r 3 10r) on a (100 3 100) lattice. Estimates of ar and
95% confidence intervals were calculated for 7, 13, or 25
loci evolving under a SMM with a mutation rate equal to
5 3 1024.

Results
ABC Bootstrap

Table 1 shows that the non parametric ABC bootstrap
procedure gives inaccurate 95% confidence intervals in
terms of coverage probability even for large number of loci
(e.g., coverage probability is 0.90 instead of 0.95 for 25
loci). The inaccuracy mostly concerns the lower bound of
the confidence intervals for the regression slope (i.e., the
proportion of intervals above the slope value is 0.07
instead of 0.025 for 25 loci; table 1). This may reflect the
asymmetrical shape of the distribution with a long tail for
small values (i.e., large Dr2, data not shown). The effect
of asymmetrical distribution on ABC bootstrap was tested
on a simpler statistical model. ABC confidence intervals
were computed for the mean of a random sample drawn in
a bivariate student distribution with density

PrðrÞ ¼ 2pr
�½1 þ p�
pu�½p� ð1 þ r2=uÞ�1�p

and parameters (p,u) being (1,1). This distribution is
asymmetrical with an infinite kurtosis and an infinite
skewness. Even for very large sample sizes (5000

Table 1
Coverage Probability of 95% Confidence Intervals Around
the Regression Slope Using an ABC Bootstrap Procedure

Bootstrap Sample Size

7 loci 13 loci 25 loci

Coverage probability 0.842 0.885 0.90
Proportion of intervals

below the slope value 0.020 0.030 0.030
Proportion of intervals

above the slope value 0.138 0.085 0.070
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replicates, results not shown), the ABC procedure gives an
inaccurate upper bound, resulting in underestimated
confidence intervals (results not shown). In the case of
the regression slope, the inaccuracy increases for small
sample size (e.g., 0.842 instead of 0.95 for seven loci;
table 1).

Because of the important computation time needed to
construct ABC confidence intervals, this procedure was
not used for evaluating the influence of the sampling scale
and mutational factors on the estimation of Dr2 (see
Models and Methods).

Influence of the Sampling Scale

Previous simulations with two-allele loci suggested
that the regression method would be efficient if one can
sample all individuals within an area of about 10r 3 10r,
giving a sample size of 100Dr2 individuals (Rousset
2000). It is worth noting that if Dr2 is greater than say 5, it
becomes difficult in practice to sample and genotype all
individuals (.500 individuals). Hence, since the number
of individuals to sample is necessarily limited, the method
should be less efficient when Dr2 increases. In practice,
biologists collect samples of a reasonably large number of
individuals (say 100) within an area larger or smaller than
the recommended (10r 3 10r) area when Dr2 is small or
large respectively. In order to assess the effect of such
practical ‘‘non-scaled sampling,’’ we simulated a distri-
bution of dispersal with r2 5 4 [parameters given in
expression (1)] and four different sampling schemes. One
hundred individuals were taken: (1) every lattice node
within an area of (5r3 5r), for the first sampling scheme;
(2) every two lattice nodes within an area of (10r 3 10r),
for the second one; (3) every five lattice nodes within an
area of (25r 3 25r) for the third one; and (4) every ten
lattice nodes within an area of (50r 3 50r) for the last
one. For each repetition the parameter estimated is ar for
13 loci evolving under a SMM with a mutation rate equal
to 5 3 1024. We considered that a set of 13 loci represents
a reasonable number of loci in empirical studies using
microsatellites. A two dimensional lattice of (200 3 200)
individuals was considered for the first three sampling
schemes and of (500 3 500) individuals for the last one, to
avoid edge effects on the estimations when considering
samples larger than half the length of the lattice. Figure 2

shows that lattice size has no major effect on the
estimation, except if it is less than ten times the mean
dispersal distance (simulation parameters are those used in
this paragraph). Unless the lattice size is very small
(50*50), the bias and the MSE do not differ notably from
those for a very large lattice size (1000*1000).

The sampling scale seems to have only a limited
effect on the MSE of the Dr2 estimation (table 2).
Whatever sampling scale is considered (i.e., smaller or
larger than the recommended area) the MSE is low (values
between 5% and 12% in the studied cases). In contrast, the
sampling scale has a great effect on the bias. A sample
taken from an area two times smaller than the recom-
mended area (first column of table 2) gave a large and
positive bias (22%). The bias decreases when the sampling
area increases and becomes negative when the sampling
area is larger than the recommended area, reaching high
values (e.g., 221%, fifth column of table 2). However, it is
worth noting that even for extreme sampling situations,
estimates of Dr2 are not very different from the expected
value, as shown by the large proportion of estimated
values falling within a factor of two from Dr2 (.93%).

Influence of the Mutation Model

The following mutation models were considered: (1)
the infinite allele model (IAM); (2) the K-allele model
(KAM) with an arbitrary choice of K 5 10 possible allelic
states; (3) the stepwise mutation model (SMM); (4) the
generalized stepwise model (GSM) with variance of the
geometric distribution equal to 0.36; and (5) the GSM with
constraints on allele size (bounded GSM). In the bounded
GSM, the number of possible allelic states was equal to 10
or 20, each allelic state being separated by a single repeat
unit.

Simulations were run considering a sample of 100
individuals for 13 loci evolving in a two-dimensional
lattice of (100 3 100) individuals. For each repetition of
the simulation process the parameter estimated is ar. As it
is often not easy in practice to sample most individuals
from a small area, we considered a sample of (10 3 10)
individuals taken every two nodes from an area of (20 3
20) nodes in the lattice. By doing so, we approximated the
sampling scheme typically used in empirical studies. We
also chose a dispersal distribution with a relatively large
r2 value [i.e., r2 5 4, parameters given in equation (1)].
The logic underlying this choice is that the method may be
inaccurate in this case and that it is more relevant to
distinguish differences in efficiency when the method does
not perform extremely well, than when it performs well,
whatever the mutation model.

The mutation rate was first fixed at 5 3 1024 for all
loci for each mutation model. Our results show that the
nature of the mutation model has little influence on the
estimation of the product Dr2 (table 3). Whatever muta-
tion model is considered, the bias is positive and around
10%. Although the precision of the method is maximum
under the IAM (MSE of 6%) and minimum under
the GSM with strong constraints (K 5 10, MSE 5 0.11),
these differences are small. For all mutation models more

FIG. 2.—Influence of the lattice size on the estimation of the product
1/4pDr2. NOTE—Only 500 iteration were done for each case. Vertical
bars represent standard errors on the bias.
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than 97% of the estimations are within a factor 2 from
the expected Dr2 value.

For a given mutation rate, level of genetic diversity
varies according to the mutation model considered.
Because the level of genetic diversity is likely to have an
important effect on the estimation of the product Dr2, we
studied the influence of different mutational models for
the same level of diversity. The genetic diversity can be
expressed in terms of probability of identity by (1 2 Qw),
where Qw is the probability of identity in state of two genes
taken in the same individual. This corresponds to the
fraction of heterozygous individuals in the population.
The influence of mutation models was thus studied with the
same Qw value for all mutation models. The conclusions
are similar to those obtained with a mutation rate fixed at
the same value for all mutation models (table 3). For a given
value of genetic diversity, the bias and the MSE of Dr2

estimates shows little variation among mutational models.

Influence of the Mutation Rate

The influence of the mutation rate (or the genetic
diversity) has been studied for the GSM, a mutation model
considered as more realistic for microsatellite loci than the
SMM, the KAM, or the IAM (e.g., Estoup and Cornuet
1999). All other simulation parameters are those used for
evaluating the influence of the mutation model. Our
simulations showed that the mutation rate has a substantial
effect on the bias and the MSE (fig. 3 and table 4). The
MSE is more strongly influenced by the mutation rate than
the bias. For ‘‘low’’ genetic diversities (i.e., H 5 0.5), the
observed bias is positive and never greater than 12%. In
contrast, for genetic diversity lower than 0.6, the MSE is
greater than 20% and increases relatively rapidly when the
genetic diversity decreases. However, even for a genetic
diversity lower than the mean genetic diversity observed in
most microsatellite studies (e.g., about 0.5), 85% of the
estimations are within a factor of two from Dr2, but 15
negative slopes were found (table 4).

It is worth mentioning that the observed bias may be
of two types: (1) the bias, inherent in the method, that is
due to the effect of high mutation rate on the parameter
value (we will name it the ‘‘parametric bias’’); and (2) the
bias due to the deviation of the estimates in relation to the
parameter value considering a finite sample of individuals
and loci (which we will name ‘‘small sample bias’’). The
method is expected to perform poorly for very high

mutation rates because distances between some pairs of
sampled individuals are then larger than

rffiffiffiffiffiffi
2l

p

(Rousset 1997). In such a case, the parametric bias is
expected to be negative because the slope of the regression
line will be underestimated (for details, see Rousset 1997).
In our simulations, we have r 5 2 and the maximal
distance between individuals equals 20

ffiffiffi
2

p
lattice units,

which is within

rffiffiffiffiffiffi
2l

p

for mutation rates lower than 0.001. However, our results
show that for a genetic diversity of 0.8 (corresponding to
a mutation rate of c. 0.005 in our model) the bias and the
MSE are very low. The low values of the bias and the
MSE in this case are likely to result from some com-
pensatory effects between a positive ‘‘small sample bias’’
and a negative ‘‘parametric bias.’’ When higher genetic
diversity is considered (i.e., H 5 0.85 corresponding
to mutation rates of c. 0.05 in our model), the bias be-
comes large and negative and the MSE rapidly increases
(table 4). This result is in agreement with the above
prediction: for very high mutation rates the ‘‘parametric
bias’’ becomes more important than the ‘‘small sample
bias,’’ so that the global bias observed for high mutation
rates is negative.

It is sometimes considered that the large variation
between loci of the mutation rate decreases the precision of
parameter estimation in population genetics (e.g., Takezaki
and Nei 1996; Gonser et al. 2000). To address this question,
we considered 13 loci evolving under the GSM with
mutation rates drawn for each locus in a gamma distribu-
tion of mean 5 3 1024 (see earlier under Models and
Methods: Mutation Model), all other simulation parameter
values being the same as those used in the previous section.
Our simulation results show that variable mutation rates for
microsatellite loci have little effect on the estimation of
Dr2 (table 4). The bias and the MSE values are 11% and
11%, respectively, which does not differ much from the
values of 10% and 9% obtained with a fixed mutation rate
of 5 3 1024. More than 98% of the estimations are within
a factor of 2 from Dr2 and no negative estimates were
found. Finally, our simulation results show that a linear
increase in mutation rates with allele length has little effect
on the estimation of Dr2 (table 4). Strong or weak

Table 2
Influence of Sampling Scale on the Estimation of 1/4pDs2

Sampling Scale (Sampling Area)

1 (10 3 10) 2 (20 3 20) 5 (50 3 50) 10 (100 3 100)

Bias 0.219 0.130 20.056 20.205
(standard error) (0.0077) (0.0077) (0.0072) (0.0064)

MSE 0.106 0.0763 0.0554 0.082
23 coverage 0.999 0.996 0.967 0.93
Negative slope 0 0 0 0

NOTE—Sampling area is expressed in lattice node unit (see text for details). 23 coverages correspond to the probability that

the estimate was within a factor of 2 from 1/4pDr2 .
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variations give similar results. The bias and the MSE values
are about 10%–11% and 8%, respectively, which again
does not differ much from the values of 10% and 9%
obtained with a fixed mutation rate of 5 3 1024. No
negative estimates were found, and more than 99% of the
estimations are within a factor of 2 from Dr2.

Test for a Statistic Taking into Account Allele Size
Differences

The behavior of the statistic br, an equivalent of ar

based on allele sizes, has been studied under both the
SMM (i.e., the mutation model under which this statistic is
expected to perform optimally) and the GSM with
a mutation rate fixed at 5 3 1024. All other simulation
parameters values are those used in the two previous
sections. Table 5 shows that the method of estimation of
Dr2 performs poorly when br is used. Under both the
SMM and GSM, the increase in MSE as well as the
number of negative slopes is spectacular. For instance the
MSE goes from about 10% when using the classical
measure ar to values greater than 100% when using br. In
contrast, the bias is only slightly increased compared to
estimations using ar. Although slight, the bias increase
appears higher under the GSM than the SMM (1 9%
versus 1 4%).

Discussion

A first general conclusion of this study is that the
mutation model of the markers has little influence on the
efficiency of the method of estimation of Dr2 based on
individual genotypes and allelic identity. Hence, the allele
size homoplasy typically produced under stepwise muta-
tion models (SMM and GSM), and specifically of
microsatellite markers (reviewed in Estoup, Jarne, and
Cornuet 2002 for different population genetics statistics),
is not a feature prejudicial for the method described in this
article. Our results dealing with constraints on allele sizes,
an evolutionary feature also specific to microsatellite
markers and known for substantially increasing size
homoplasy, show that even extremely strong constraints
(e.g., K 5 10) have little effect on the estimation of Dr2.
These results can be interpreted in the context ofT
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FIG. 3.—Influence of the mutation rate on the estimation of the
product 1/4pDr2. The mutation model is a GSM.
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coalescent theory. Values of F-statistics, under the
assumption of low mutation rate, can be deduced from
the comparison between the distributions of coalescence
probability for different pairs of genes (e.g., pairs from the
same deme and pairs from different demes) (Rousset 1996,
2002). These distributions differ essentially by an
‘‘excess’’ of coalescence probability for the most related
genes, this excess being concentrated in a brief period in
the recent past. Under isolation by distance, the more
distant the demes are, the more the ‘‘recent past’’ is
extended to the distant past, permitting more mutations to
act and thus to increase the sensitivity to variation in the
mutation process. By contrast, sensitivity to range
constraints has been observed for statistics that are not
related to differences of distribution of coalescence times
(e.g., genetic distances, Nauta and Weissing 1996) or for
F-statistics when the excess probability of coalescence is
not concentrated in a recent enough past (large sub-
population sizes and low dispersal rates, Gaggiotti et al.
1999). Because the method of Rousset (2000) focuses on
local differentiation and thus on recent evolutionary
processes corresponding to a narrow recent past zone, it
is no surprise that mutation processes (including allele size
constraints) have little influence on the estimation of Dr2.

A second major conclusion of this study is that the
mutation rate, or the genetic diversity (the latest being
largely dependent on the mutation rate), has a strong
influence on the estimation of Dr2. This is in agreement
with previous studies demonstrating that mutation rate is
a more important feature than mutation processes for the
estimation of demographic parameters through F-statistics
(reviewed in Rousset 2001a; Estoup, Jarne, and Cornuet
2002). Interestingly, the heterozygosities at microsatellite
loci are typically between 0.5 and 0.8 (reviewed in Estoup
and Angers 1998), a range of values corresponding to the
level of genetic diversity that was found to maximize
the efficiency of the estimation of Dr2. Moreover, the
potential effect on the estimation of interlocus and
intralocus variability in the mutation rate seems to be
weak. Therefore microsatellites are more appropriate to
estimate the product Dr2 than less polymorphic markers
such as allozymes. The importance of the level of
variability of the loci used to estimate population
parameters has been illustrated by several theoretical and
empirical studies. For example, Robertson and Hill (1984)
showed that precision in estimates of heterozygote

deficiency (Fis) increases with the level of variability of
the markers. Goudet et al. (1996) also showed that the
power of statistical tests of differentiation increases with
the number of alleles. In practice, although precise
information on mutation rate is difficult to obtain, it is
straightforward to calculate a genetic diversity index for
a set of markers from which a level of efficiency can be
inferred for the estimation of Dr2. Our simulations also
indicate that future studies should avoid loci with a very
high level of genetic diversity (higher than, say, 0.85),
because those loci were found to strongly bias negatively
the estimations of Dr2.

Many studies emphasize that traditional FST does not
make use of the additional information provided by the
difference in the number of repeat units at microsatellite
loci. However, statistics developed for this purpose often
have higher variance than statistics based on allele fre-
quencies (e.g., Gaggiotti et al. 1999). In agreement with
this finding, estimates computed using a statistic taking
into account allele size differences increases by at least
a factor of 10 the MSE compared to a statistic based on
identity in state. This result parallels those of Gaggiotti
et al. (1999), which showed that in many cases, especially
when sample size and number of loci are ‘‘small’’ (i.e.,
under the conditions of most empirical studies), population
structure measures based on allele frequencies alone are
more reliable than measures specifically designed for
microsatellite loci. Takezaki and Nei (1996) also showed
that even for loci evolving under a strict SMM, genetic
distances taking into account allele size differences are less
efficient for phylogenetic inference than those based on
identity in state, especially for short to moderate di-
vergence times. The poor efficiency of this category of
statistics appears to be a general feature of studies of
evolutionary events, especially those referring to fine
geographical and temporal scales.

The effects of the mutation processes and high
mutation rates on the estimation of Dr2 are expected to be
more important at large geographical scales (Rousset
1997). In agreement with this expectation, our results
showed that sampling at large distance leads to an
underestimation of the regression slope and thus to an
overestimation of Dr2. Therefore sampling at large
distance makes it less likely to detect a pattern of isolation
by distance. In contrast, sampling from too small an area
leads to an overestimation of the regression slope and thus

Table 4
Influence of the Mutation Rate on the Estimation of the Product 1/4pDs2

Mutation Rate
Interloci

Variability
Intraloci Variability (**)

0.00005 0.00012 0.0005 0.005 0.05 (*) Weak Strong

Genetic diversity 0.56 0.68 0.77 0.82 0.85 0.77 0.77 0.77
Bias 0.0972 0.121 0.104 0.00946 20.390 0.114 0.0965 0.111

(standard error) (0.01609) (0.0120) (0.00863) (0.00616) (0.0055) (0.0096) (0.00846) (0.0081)
MSE 0.268 0.159 0.0852 0.0380 0.182 0.105 0.0808 0.0778
23 coverage 0.844 0.938 0.987 0.996 0.761 0.983 0.991 0.993
Negative slope 0.015 0.001 0 0 0 0 0 0

NOTE.—The mutation model is a GSM. (*) Mutation rate drawn in a gamma (2, 2.5 1024 ) distribution. (**) Variation in mutation rate with allele length is 0.1% and

1% per repeat unit for weak and strong variation, respectively (see text under Influence of Mutation Rate for details).
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to an underestimation of the product Dr2. A possible
explanation for this overestimation is that the linear
relationship between estimates of ar and the logarithm of
the geographical distance is expected to hold less well over
very short distances (Rousset 1997). However, using
a sample not exactly appropriate to the biological case
studied [i.e., a few times larger or smaller than the
recommended area of (10r 3 10r)] still gives reasonably
robust estimations because, in most cases, the estimated
Dr2 fell within a factor of 2 from the expected Dr2 value.

Given our result on bootstrap confidence intervals,
we alert biologists using this method on a standard-sized
data set (10 loci and 150 individuals, e.g., Sumner et al.
2001) that ABC confidence intervals overestimate the
lower bound for the regression slope and thus underesti-
mate the upper bound for Dr2. Construction of reliable
confidence intervals based on the bootstrap is an ongoing
problem for which a satisfactory solution has not yet been
found, especially when the number of replications is
limited computationally (DiCiccio and Efron 1996).
Nevertheless, the ABC bootstrap procedure evaluated here
should give an idea of the uncertainty of the Dr2 estimate,
namely a correct lower bound for Dr2 and a minimal
value for the upper bound. This procedure will be
implemented in the next version of the population genetics
package Genepop (Raymond and Rousset 1995).

Conclusion

Three conclusions inferred from our simulation study
have important consequences for empirical investigations.
First, we recommended using loci with high levels of
polymorphism (genetic diversity around 0.7), although
loci with too high genetic diversity, e.g., more than 0.85,
should be avoided. Because the mutational processes,
specifically size homoplasy and allele size constraints,
have little influence on Dr2 estimations, microsatellite
markers seem to be the best choice at the present time.
Second, using statistics based on allele size differences at
microsatellite loci gives unreliable estimations of Dr2

because of the very high variance of those estimations.
Third, it is important to restrict the sampling design to
a relatively small geographical area in order to work at
a local geographical scale; however, it is necessary to
sample on a relatively large scale when r is high.
Optimizing the method studied here requires a previous

knowledge of r, and we therefore recommended using
a preliminary estimate of r to allow subsequent design of
an appropriate sampling scheme. In the absence of
a preliminary estimate of r, a rough estimate of this
parameter deduced from consideration of known dispersal
mechanisms should be useful to define the minimal scale
of the study (e.g., Leblois et al. 2000). If these aspects are
approximately satisfied, the method should give estimates
of the product Dr2 with low bias and low mean square
error. Finally, the ABC bootstrap procedure, as imple-
mented in the package Genepop (Raymond and Rousset
1995), should be useful to estimate a 95% confidence
interval on Dr2, although the upper bound of this interval
is likely to be underestimated.
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ABSTRACT
Drift and migration disequilibrium are very common in animal and plant populations. Yet their impact

on methods of estimation of demographic parameters was rarely evaluated especially in complex realistic
population models. The effect of such disequilibria on the estimation of demographic parameters depends
on the population model, the statistics, and the genetic markers used. Here we considered the estimation
of the product D�2 from individual microsatellite data, where D is the density of adults and �2 the average
squared axial parent-offspring distance in a continuous population evolving under isolation by distance.
A coalescence-based simulation algorithm was used to study the effect on D�2 estimation of temporal and
spatial fluctuations of demographic parameters. Estimation of present-time D�2 values was found to be
robust to temporal changes in dispersal, to density reduction, and to spatial expansions with constant
density, even for relatively recent changes (i.e., a few tens of generations ago). By contrast, density increase
in the recent past gave D�2 estimations biased largely toward past demographic parameters values. The
method was also robust to spatial heterogeneity in density and estimated local demographic parameters
when the density is homogenous around the sampling area (e.g., on a surface that equals four times the
sampling area). Hence, in the limit of the situations studied in this article, and with the exception of the
case of density increase, temporal and spatial fluctuations of demographic parameters appear to have a limited
influence on the estimation of local and present-time demographic parameters with the method studied.

DISPERSAL rates and population sizes or densities Rowe 2001; Spong and Hellborg 2002), population
geneticists usually consider that contemporary spatialare important demographic parameters in evolu-
patterns of diversity reflect the past more than the pres-tionary processes. Many studies have attempted to estimate
ent-time population dynamics of a species. Whitlockthose parameters, using direct methods (e.g., mark-recap-
and McCauley (1999) recently concluded that esti-ture methods) or indirect methods (genetic markers).
mates of the number of migrants between subpopula-Discrepancies between estimations based on direct and
tions from F-statistics under the assumption of an islandindirect methods have often been attributed to inade-
model at equilibrium were “likely to be correct withinquacies of the assumptions of the genetic models in
a few orders of magnitude” only because assumptionsindirect methods (Hastings and Harrison 1994; Slat-
of the genetic model (i.e., equal migration, no selection,kin 1994; Koenig et al. 1996). The assumptions that have
and demographic stability) are often violated in biologi-usually been considered inadequate are those related to
cal systems. This degree of precision is of little value forthe modalities of dispersal (e.g., the island model), the
understanding the present-time demographic processesmutation rates and processes of genetic markers, the
of populations. This is particularly worrying in a practi-selective neutrality of genetic markers, and the demo-
cal context since reliable estimates of present or at leastgraphic stability in time and space. The latter assump-
recent migration rates, dispersal distances, or densitiestion raises the question of the exact meaning of demo-
are increasingly demanded as integral elements of ap-graphic parameter estimations in biological systems for
plied management and conservation decisions.which temporal and/or spatial fluctuations of demo-

The effect of temporal and spatial fluctuations on thegraphic parameters have occurred. With a few excep-
estimation of demographic parameters strongly de-tions (e.g., Stone and Sunnucks 1993; Beebee and
pends on the type and intensity of the fluctuation en-
countered. However, it also strongly depends on the
population models assumed, the statistics computed,

1Corresponding author: Laboratoire Génétique et Environnement, In- and the genetic markers used. Most studies dealing with
stitut des Sciences de l’Evolution, UMR 5554-CC065, Université des

disequilibrium situations referred to the classical islandSciences et Techniques du Languedoc, Pl. E. Bataillon, 34095 Mont-
pellier, France. E-mail: leblois@isem.univ-montp2.fr model or to the Wright-Fisher population model and

Genetics 166: 1081–1092 ( February 2004)
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only a few of them have considered more sophisticated (Malécot 1975; Rousset 2000). More realistic continu-
ous models would incorporate the feature that individu-and realistic models (but see Slatkin 1993). In numer-

ous species, individual dispersal is restricted in space als could settle in any position in a continuous space.
Although such models have been formulated (e.g.,(see references in Leblois et al. 2003). A method of

analysis adapted to a “continuous” population evolving Malécot 1967; Sawyer 1977), it is known that they do
not follow a well-defined set of biological assumptionsunder isolation by distance was developed to estimate

the product D�2, where D is the density of adults and (Maruyama 1972; Felsenstein 1975; see Barton et al.
2002 for an alternative approach for continuous popula-�2 the average squared axial parent-offspring distance

(Rousset 2000). This method uses a regression of esti- tions). To avoid edge effects, a two-dimensional lattice
is represented on a torus. Edges and lattice size havemators of a parameter ar to the geographical distances

or the logarithm of the geographical distances in one little effect on local differentiation when the habitat
area (i.e., the lattice size) is large compared to the meanor two dimensions, respectively. The parameter ar, de-

fined in Rousset (2000), is analogous to the parameter dispersal (Leblois et al. 2003). Finally, we considered
diploid individuals with dispersal through gametes only.FST/(1 � FST) but is calculated between individuals (see

Method of analysis for details about this parameter and The life cycle is divided into five steps: (i) at each repro-
ductive event, each individual gives birth to a great num-its estimator). The inverse of the slope of the regression

line gives an estimate of 4�D�2 (Rousset 1997). The ber of gametes and dies; (ii) gametes undergo the effect
of mutations; (iii) gametes disperse; (iv) diploid individ-method is valid for leptokurtic distributions of dispersal

distance (Rousset 2000; Leblois et al. 2003), a feature uals are formed; and (v) competition brings back the
number of adults in each deme to N (usually N � 1 butcommonly observed in natural populations (review and

data in Endler 1977; Portnoy and Willson 1993). see Spatial and temporal heterogeneities). We assume here
random assortment of gametes present after dispersalBecause analysis of genetic differentiation is made at a

small (local) geographical scale, heterogeneity of demo- at a given node. This is akin to random selfing in a
population of N diploids without spatial structure, bygraphic parameters such as dispersal or density is re-

duced and hence its influence on genetic differentiation which selfing occurs with frequency 1/N. How alterna-
tive assumptions would affect the analysis is discussedis also reduced (Slatkin 1993; Rousset 2001). The

good properties of this method have been confirmed below.
Coalescent algorithm: In this work, we focused onby comparisons of direct and indirect estimates of D�2

(Rousset 2000; Sumner et al. 2001). isolation by distance. For this category of models, no
analytical treatment of coalescence time or coalescenceAs for any population genetics method of demo-

graphic parameter estimation, the quality of the estima- probabilities has been done for more than two genes.
The coalescent algorithm used in this study is thus nottion of D�2 using this method may be affected by local

and temporal spatial heterogeneities in demographic based on the large-N approximation of the n-coalescent
theory; rather it is an exact algorithm for which coales-parameters. In this study, we adapted the coalescence-

based simulation algorithm of Leblois et al. (2003) to cence and migration events are considered generation by
generation until the common ancestor of the sample hasstudy the effect of temporal and spatial fluctuations of

demographic parameters on the estimation of present- been found. The idea of tracing lineages back in time
generation by generation is fundamental in the coales-time D�2. Although one can imagine many scenarios

dealing with demographic heterogeneities in space and cence theory, and is well described in Nordborg (2001).
Such a generation-by-generation algorithm leads to less ef-time, we have chosen to focus our study on demographic

scenarios often met in empirical surveys in conservation ficient simulations in terms of computation time than
do those based on the n-coalescent theory (Kingmanbiology and in the study of introduced invading species.

In this context, we assessed the effect on the estimation 1982a,b; Nordborg 2001). However, this algorithm is
much more flexible when complex demographic andof the present-time D�2 of (i) a temporal change of the

dispersal feature, (ii) a density reduction (bottleneck) dispersal features are considered. Note that, since multi-
ple coalescent events are taken into account by consider-or increase (flush) in time, (iii) a spatial expansion with

constant density, and (iv) a sample of individuals taken ing the probability of a coalescence event of k genes in
a given parental node (� 1/2k�1 under the model withfrom a high-density zone within a lower-density area.
one individual per lattice node), it allows us to build
an exact coalescent tree under very small population

MODELS AND METHODS
size. The entire generation-by-generation algorithm that
gives the coalescent tree for a sample of n genes evolvingSpatial model and population cycle: The model that

we considered for “continuous” populations is the lat- under isolation by distance, with density and dispersal
homogenous in space and time, is detailed in Lebloistice model with each lattice node corresponding to one

diploid individual. This model without demic structure et al. (2003). The algorithm and the program used in
this study were checked at every step during its elabora-is viewed as an approximation for truly continuous

populations with infinitely strong density regulation tion by comparing simulated values of probabilities of
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identity of two genes under models of isolation by dis- study of Leblois et al. (2003) stressed the interest in
tance on finite lattices with their exact analytically com- using loci with high levels of polymorphism for D�2

puted values (e.g., Malécot 1975 for the lattice model) estimation. Therefore, microsatellite markers were sim-
with adaptation to different mutation models following ulated in the present study. On the basis of direct obser-
general methods valid for any assumption about dis- vations of mutations at human microsatellite loci (Dib
persal and density (Rousset 1996). These comparisons et al. 1996; Ellegren 2000), the generalized stepwise
show that estimates of identity probabilities from our model (GSM) in which the change in the number of
program and analytical expectations differ by less than repeat units forms a geometric random variable was
one per thousand for sufficiently long runs. adopted (Pritchard et al. 1999; Estoup et al. 2001).

Dispersal functions: Let (dx, dy) be the parent-off- The variance of the geometric distribution was fixed at
spring axial distance, backward in time, expressed in 0.36 (Estoup et al. 2001), a value computed from the
number of steps on the lattice. Under a two-dimensional mutation data in Dib et al. (1996). The mutation rate
model, the probability distribution of the random vari- was equal to 5 � 10�4, a value considered as the average
able (dx, dy) is given by bdx,dy, the “backward” dispersal mutation rate in many species (reviewed in Estoup and
function. The term backward is used because the posi- Angers 1998). The GSM does not capture all the com-
tion of the parental gene is determined knowing the plexity of the mutation process at microsatellite loci
position of its descendant gene. This function is calcu- (reviewed in Ellegren 2000; Schlötterer 2000).
lated using fdx,dy, the forward dispersal density function However, Leblois et al. (2003) have shown that exact
describing where descendants go. Biologically realistic mutation processes, and in particular the occurrence
dispersal functions often have a high kurtosis (Endler of constraints on allele size and increase of mutation
1977; Kot et al. 1996). As previously explained (Rousset rate with allele length, have little influence on D�2 esti-
2000), the commonly used discrete probability distribu- mations.
tions for dispersal are not appropriate here because Method of analysis: Each simulation iteration gives
high kurtosis can be achieved only by assuming a low the genotypes at 10 polymorphic loci of 100 (i.e., 10 �
dispersal probability, i.e., that most offspring reproduce 10) individuals characterized by their coordinates on
exactly where their parents reproduced. Thus we used the lattice. Ten loci and 100 individuals were considered
forward dispersal distributions for which the probability as representative of the number of loci and individuals
of moving k steps (for 0 � k � Kmax) in one direction commonly analyzed in empirical studies based on micro-
is of the form satellites. Independent coalescent trees were used to

simulate multilocus genotypes at independent loci. Infk � f�k � M/kn, (1)
practice it is difficult to sample all individuals in a small

with parameters M and n controlling the total dispersal area. Simulations were run for a sample of (10 � 10)
rate and the kurtosis, respectively. This distribution cor- individuals taken every two nodes from an area of (20 �
responds to a truncated variant of the discrete Pareto, 20) nodes in the lattice. In this we aimed to roughly
or �, distribution (see, e.g., Patil and Joshi 1968). By mimic a sampling scheme commonly achieved in empir-
suitable choice of the two parameter values, large kurto- ical studies. This process was repeated 1000 times giving
sis can be obtained with high migration rates (Rousset 1000 multilocus samples of 100 individuals sharing the
2000). For some distributions, the first p terms were same demographic history.
arbitrarily fixed: For each simulated multilocus sample, estimates of

the parameter ar � (Qw � Qr)/(1 � Qw) were computed
f1 � f�1 � M1, f2 � f�2 � M2, . . , fp � f�p � Mp , for each pair of individuals, with Qw the probability of

identity in state for two genes taken from the sameand for p � k � Kmax, fk � f�k � M/kn. (2)
individual and Qr the probability of identity in state for

Dispersal was assumed to be independent in each direc- two genes at geographical distance r (Rousset 2000).
tion, so that fdx,dy � fdx � fdy. When density is homogenous The parameter ar is a parameter analogous to FST/(1 �
in space, backward dispersal functions are equal to forward FST) calculated between individuals (not between popu-
dispersal functions, so that bdx,dy � fdx,dy � fdx � fdy. lations as in Rousset 1997). An estimator of ar for a

Mutation processes: The number of mutations on pair 	 of individuals taken from the P different possible
each branch of the coalescent tree follows a binomial pairs is
distribution with parameter (
, L), where 
 is the muta-
tion rate and L the length of the branch. The allelic

â � SSb(	)P

�P
k�1SSw(k)

�
1
2

, (3)states of each gene of the sample were obtained starting
from the common ancestor of the sample (root of the

where SSb[etween](	) � �i,j(Xi.:u � Xi.:u)2 measures divergencegenealogical tree) from an allelic state determined ac-
between genes taken from two different individuals andcording to a probability distribution determined by the
SSw[ithin](	) � �i,j,u(Xij:u � Xi.:u)2 measures divergence be-mutation model and then going forward in time adding

mutations one by one on each branch of the tree. The tween genes within the same individual (Xij:u is an indica-
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tor variable taking the value 1 if gene i of individual j the MSE for the slope values of the regression lines and
not for D�2 estimates. Thus, the following statistics wereis of allelic type u and the value 0 otherwise; Rousset

2000). Thus, â compares the genetic divergence of indi- estimated over all repetitions: (i) the mean relative bias
between the value of the slope and the expected value,viduals at distance r (numerator) to the divergence of
1/(4�D�2) [i.e., (observed slope � expected slope)/the two-gene copy within the individual (denominator),
expected slope]; (ii) the standard error on this relativewhich is essentially what the parameter ar does. Because
bias; and (iii) the mean square error [i.e., MSE � ((ob-stepwise mutations occur at microsatellite loci, a statistic
served slope � expected slope)/expected slope)2]. Thetaking into account the allele size might appear to be
bias and the MSE are relative values since they are com-attractive. However, Leblois et al. (2003) have shown
puted from the ratio of the observed to the expectedthat incorporation of allele size into the estimate of ar

value. We also computed the probability that the esti-gives unreliable results due to the high variance of the
mate of 1/(4�D�2) was within a factor of two from theestimates. Therefore, only the parameter ar described
expected value (i.e., in the interval [expected slope/2;in Equation 3 was used in this study.
2 � expected slope]).The generalized random selfing assumption made in

Spatial and temporal heterogeneities: One importantthis article implies that the identity within individuals
advantage of the generation-by-generation algorithm isis identical to the identity between juveniles competing
that virtually any demographic model including thosefor a site. More generally, D�2 is related to the parameter
with variations in time and space of demographic param-
eters can be easily implemented.�r

1 � �r

�
Q0 � Qr

((1 � Qw)/2) � Q0

, (4)
Temporal change in dispersal: We first studied the effect

of a simple decrease of dispersal capabilities in time.
where Qw is the probability of identity of genes within Decrease in dispersal under isolation-by-distance mod-
individuals, Qr is the probability of identity of two genes els can be modeled in various ways (i.e., changing various
in different individuals at distance r, and Q0 is the proba- parameters in the dispersal distributions). Here we con-
bility of identity of two genes in different individuals in sidered a decrease over time of the average squared axial
the same node (Rousset 2004, Equation 8.12). Without parent-offspring distance (�2). Two different dispersal
random selfing, â r is not the most relevant statistic. distributions with different �2 values were used, while
Rather one should estimate not only Qw but also Q0. all other parameters of the distribution (i.e., the global
Since there is only one adult per node of the lattice, Q0 shape of the distribution) remained unchanged. This
cannot be estimated directly from adults: it must be situation corresponds to a change in a landscape (e.g.,
approximated as the identity between close adults or a fragmentation) resulting in modifying the ability of a
(better) between close juveniles before competition species to move within this landscape (e.g., Brooker
(see Rousset 2004, Chap. 8, for further discussion). In and Brooker 2002). Simulations were run with a two-
this way, it is easy to adapt the methods considered in dimensional lattice of (500 � 500) nodes with one indi-
this article, but this is not considered further. vidual per node. A first dispersal distribution, given in

For each simulated data set, the value of the slope expression (2) with parameters
of the regression line between â and the logarithm of

M � 0.555 and n � 2.744 for 0 � k � 48, (5)geographical distance was computed. In the limit of low
mutation rates, the inverse of the slope is an estimate has a moderate �2 value (�2 � 4 in lattice units) and is
of the product 4�D�2 (Rousset 1997). High mutation the dispersal distribution from the present until the
rates should not result in a large sample bias as long time of change, Gc. A second dispersal distribution, with
as one focuses on local processes involving distances parameters M � 0.187 and n � 1.246 for 0 � k � 48
between sampled individuals, r � �/√2
. Beyond this corresponds to a very high �2 value (�2 � 100) and is
limit, the linear relationship between ar and the loga- the dispersal distribution from the time of change Gc

rithm of the distance holds less well (see Rousset 1997 until the time of the most recent common ancestor
for theoretical details). Thus, if the analysis is done on (TMRCA). Four simulations were run with Gc � 10, Gc �
a small geographical scale, the use of loci with high 20, Gc � 100 generations (going backward in time),
mutation rates such as microsatellites does not bias the and Gc infinite as baseline (i.e., no change in dispersal
estimation. This is illustrated by Leblois et al. (2003), features over time).
using simulations. Temporal change in density: A second category of fluc-

The quality of an estimator is usually assessed through tuations is temporal variations in density of individuals.
the computation of its bias and its mean square error We studied two simple situations: (i) a decrease in den-
(MSE). These measures are suitable when estimates sity from past to present (population bottleneck) and
have an approximately normal distribution but not (ii) an increase in density from past to present (popula-
when estimates are sometimes infinite. In the present tion flush). Such bottleneck or flush events are expected
case, a negative slope should be interpreted as an infi- to occur in endangered or invasive populations, respec-

tively. These situations were implemented in our simula-nite estimate of D�2. Therefore, we present the bias and
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TABLE 1

Models used to study the effects of density variation
in time on the estimation of 1/(4�D�2)

Density (no. of individuals
per lattice node)

From sampling From Gc to
Demographic change time to Gc the TMRCA Factor

Figure 1.—Schema of a demographic expansion with con-
stant density as modeled in this study. (a) The source popula-Bottleneck
tion from which a subpopulation (dark gray grid) is intro-Weak decrease 1 10 10
duced in an empty habitat (dotted arrow). (b) The emptyStrong decrease 1/9 10 90
habitat on which the introduced population spreads within a
few generations (solid arrows). In our simulations, two-dimen-Flush
sional habitats are represented on a torus and not on a planeWeak increase 1 1/9 9
square as in this figure.Strong increase 1 1/100 100

The number of generations, Gc, indicates the moment in
the past when the density variation occurred. TMRCA corre-

additional simulations with a 90-fold density increasesponds to the time of the most recent common ancestor of
(from 1/9 to 10 individuals per node) and a dispersalthe sampled genes.
distribution adapted to keep a constant �2 gave similar
results (results not shown).

For each case of density change considered, four sim-tions by changing the number of individuals per lattice
ulations were run, using a two-dimensional habitat ofnode over time. Four different lattice models were used:
(500 � 500) nodes with Gc � 10, Gc � 20, Gc � 100one with 1 individual per node, one with 10 individuals
generations, and Gc infinite as baseline. For each bottle-per node, one with 1 individual every 3 nodes in each
neck and flush case, we simulated a weak density varia-direction, and one with 1 individual every 10 nodes in
tion (10 and 9 times density change, respectively) andeach direction. These models correspond to densities
a strong density variation (90 and 100 times densityof 1, 10, 1/9, and 1/100, respectively. Having less than 1
change, respectively). In the case of bottleneck, the low-individual per node avoids the consideration of models
density models (1 and 1/9 individuals per node for weakwith a too high number of individuals per node (i.e.
and strong variations, respectively) were implemented10) before or after a change in density, which would
from sampling time to Gc and the high-density modelsstrongly deviate from the concept of continuous popula-
(10 individuals per node) from Gc to the TMRCA. Intion to which the method of estimation applies. For
the case of density flush, the high-density models (1easier coding, we modeled densities lower than 1 indi-
individual per node) were implemented from samplingvidual per node, considering that a given proportion of
time to Gc and the low-density models (1/9 and 1/100nodes of the lattice are always “empty” (e.g., for a density
individuals per node for weak and strong variations,of 1/9, 8/9 of the nodes are empty). This is equivalent
respectively) from Gc to the TMRCA (Table 1).to a model with a larger lattice unit (e.g., a lattice unit

Spatial expansion with constant density: The third typethree times larger in each dimension for a density of
1/9 compared to the lattice unit for a density of 1). A of studied situation is a population expansion in space

with constant density of individuals (Figure 1). The pop-summary of the different density changes studied is
presented in Table 1. ulation introduced into an empty habitat is composed

of individuals that have evolved in a source populationFor the model with 1 individual every 9 nodes, we
adapted the dispersal distribution to keep a constant at equilibrium with some demographic features (i.e.,

density and dispersal distribution). The introduced pop-�2 � 4. Since dispersal may occur only between “non-
empty” nodes, the dispersal distribution parameters are ulation spreads within a few generations on an empty

two-dimensional habitat with the same demographicthen M � 0.299 and n � 4.159 for 0 � k � 48. For the
model with 1/100, 1, or 10 individuals per node, the dis- features as the source population. This situation corre-

sponds to the case of an introduced species that colo-persal distribution parameters are those used in the
previous section [cf. expression (5)]. We have not adapted nizes a new territory with similar ecological features to

that of its native territory. Before expansion (i.e., atthe dispersal distribution to keep a constant �2 � 4 for
the model with 1 individual every 100 nodes because it generation Gc), the introduced population is composed

of 100 individuals located on a (10 � 10) area, whichwas mathematically impossible to adjust this distribution
with a too small number of points in the distribution were sampled from a (10 � 10) area in the source

population, which itself evolved on a (160 � 160) lattice.(i.e., in this case, there are only five possible moves
in each direction between “suitable” nodes, which are From generation Gc to present, the introduced popula-

tion spreads over a lattice of (160 � 160) nodes. Thelocated at 0, 10, 20, 30, and 40 lattice units). However,
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Figure 2.—Schema of the spatial density heter-
ogeneities as modeled in this study. (a) A small
high-density zone (dark gray grid) strictly corre-
sponds to the sampling area (black grid) on a
two-dimensional habitat with a lower density
(light gray grid). (b) A large high-density zone
(dark gray grid) includes the sampling area (black-
grid) on a two-dimensional habitat with a lower

density (light gray grid). (c) A large high-density zone (dark gray grid) is present on a two-dimensional habitat with a lower density
(light gray grid); the sampling area (black grid) is located outside the high-density zone. In our simulations, two-dimensional habitats
are represented on a torus and not on a plane square as in this figure.

entire (160 � 160) matrix is potentially occupied in sample area (Figure 2a), and (ii) a larger high-density
zone of (40 � 40) nodes, which includes the (20 � 20)two generations. At sampling time, as in the previous

sections, 100 individuals were taken from an area of nodes sample area (Figure 2b). We were particularly
interested in assessing whether the estimated density(20 � 20) nodes located outside the area of introduc-

tion, the distance between the introduction area and corresponds to the density on the sampling area (i.e., the
local density) or whether the estimation is influencedthe sampling area being equal to 50 nodes. The forward

dispersal distribution parameters are those given in ex- largely by the density surrounding the sampling area
(i.e., the neighboring density). This was performed bypression (5) and correspond to a �2 � 4. Four simula-

tions were run with Gc � 10, Gc � 20, Gc � 100, and Gc alternatively considering that the expected D�2 value
corresponded to a density of 10 (local density) and 1infinite as baseline.

Spatial density heterogeneities: The situations we choose (surrounding density) individuals per node. An addi-
tional simulation was run with a single large high-densityto study reflect the fact that biologists usually collect

individual samples in localities where they are easy to zone of (40 � 40) nodes located outside the sampling
area, the distance between the high-density and sam-collect, that is, in high-density areas. Hence, we consid-

ered a lattice model with homogenous density except pling zones being equal to 50 nodes (Figure 2c).
on a squared area where the density of individuals is
higher (Figure 2). In such models with density heteroge-

RESULTSneities in space, backward and forward dispersal differ.
Each lattice node has a backward distribution that de- Interpretation of observed bias: Observed bias in our
pends on the density of each surrounding node (e.g., simulations might be attributable to (i) a bias, inherent
each node being at a distance less or equal to the Kmax to the method, due to the effect of a high mutation
step). Those surrounding nodes correspond to all loca- rate on the parameter value (this we call “mutational
tions from which genes could have come in one genera- bias”), (ii) a bias due to the deviation of the estimates
tion (forward in time). Since those nodes are occupied relative to the parameter value considering a finite sam-
by different numbers of individuals and because nodes ple of individuals and loci (this we name “small sample
occupied by more individuals contribute potentially bias”), and (iii) a bias introduced by the demographic
more to the number of immigrants that reach a given fluctuations studied. Additional details on the small
node, we have to weight each term of the backward sample and mutational biases can be found in Leblois
dispersal distribution by the number of individuals of et al. (2003). All results in the present study should be
the node from where immigrants have come. Let Nx,y,G interpreted taking into account the small sample and
be the number of individuals at node (x, y) at generation mutational biases that can be observed in the simula-
G. Then for any node (x, y) the probability bdx,dy for a tions without demographic fluctuations that were in-
gene to move backward dx steps in one direction and cluded in all situations studied as baseline (Gc infinite).
dy in the other is equal to For example, in the case of a reduction of density (bot-

tleneck, Table 3), the mutational and small sample bias
bdx,dy �

N(x�dx),(y�dy),G · fdx,dy

�dx,dy�Kmax
N(x�dx),(y�dy),G · fdx,dy

. (6) is large when considering an intermediate-density model
(baseline simulation for a weak reduction) and much
lower when considering a low-density model (baselineSimulations were run for a sample of 100 individuals
simulation for a stronger reduction). This difference istaken every two nodes from an area of (20 � 20) nodes
due partly to the different densities of individuals inevolving in a (160 � 160) lattice. Density is one individ-
the two baseline simulations, which influence the globalual per node, except on a (n � n) zone including the
level of genetic diversity in the sample. Leblois et al.sample area where density is 10 individuals per node.
(2003) indeed showed that differences in genetic diver-Two cases were considered: (i) a small high-density zone

of (20 � 20) nodes, which strictly corresponds to the sity have a substantial effect on the estimation of D�2.
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TABLE 2

Effect of a temporal reduction of dispersal on the estimation of 1/(4�D�2)

Gc Infinite 100 20 10

Bias (standard error) 0.444 (0.0062) 0.0923 (0.0081) �0.0795 (0.0076) �0.234 (0.0074)
MSE 0.228 0.0743 0.0642 0.109
2� coverage 0.995 0.989 0.965 0.876

The number of generations, Gc, indicates the moment in the past when the dispersal reduction occurred.
Bias is the mean of relative bias of each run [(observed slope � expected slope)/expected slope]; MSE is the
mean of the square error of each run [((observed slope � expected slope)/expected slope)2]; 2� coverage
corresponds to the probability that the estimate of 1/(4�D�2) was within a factor of two from the expected
value (i.e., in the interval [expected slope/2; 2 � expected slope]).

Temporal change in dispersal: Simulation results ation Gc until the TMRCA. For a 10 times reduction of
density, the method is quite robust when the densityshow that the bias due to a reduction of dispersal is

negative (Table 2) and thus corresponds to an overesti- change occurred 20 or more generations ago. The bias
and the MSE are low (�10%) and almost 99% of themation of the present time D�2. This result is in agree-

ment with a transition from a high D�2 value (�2 � 100) estimations are within a factor of two of the present-
time D�2 value. For very recent density change (e.g.,during the past generations (i.e., before Gc) to a much

lower value after Gc (�2 � 4). In other words, the method Gc � 10) the bias is substantial. However, the MSE re-
mains low and 90% of the estimations are still withinof D�2 estimation has a memory of temporal changes

in dispersal. However, this memory is short term since a factor of two of the present-time D�2 value.
The effect of reduction of density is more markeda reduction of dispersal 100 generations ago gave only

a slight negative bias compensated by the positive small for a stronger change in density (i.e., 90 times density
reduction). For a very recent density reduction (i.e., 10sample and mutational biases (cf. first column of Table

2). Moreover, even for a recent reduction of dispersal generations ago), the negative bias reaches 50% and
only 24% of the estimations are within a factor of two(Gc � 10), the bias is �25% (i.e., �0.25), a relatively low

value compared to the high amplitude of the dispersal of the present-time D�2 value. For Gc � 100, the bias
and the MSE become similar to the baseline. Note thatchange. Standard error of the estimation also remains

low for all Gc values, and for changes older than 20 all estimations are within a factor of two of the present-
time D�2 for Gc � 20. Therefore, even for large recentgenerations, 95% of the estimations are within a factor

of two of the present-time D�2. Hence, our simulations density reductions, the method appears to be relatively
robust.generally show that the precision of the present-time

D�2 estimation is relatively robust to temporal changes Temporal increase in density (demographic flush):
The positive bias observed in Table 4, which corre-in dispersal.

Temporal reduction of density (bottleneck): The neg- sponds to an underestimation of the present-time D�2,
reflects the lower population density from generationative bias observed in Table 3 (i.e., overestimation of

D�2) reflects the higher population density from gener- Gc until the TMRCA. For a small increase in density (10

TABLE 3

Effect of a weak (10 times density reduction) and strong (90 times density reduction) bottleneck on the estimation of 1/(4�D�2)

Intensity Gc Infinite 100 20 10

Weak Bias (standard error) 0.444 (0.0062) 0.0990 (0.0070) �0.0625 (0.0064) �0.222 (0.0061)
MSE 0.228 0.0588 0.0449 0.0868

2� coverage 0.995 0.997 0.989 0.915

Strong Bias (standard error) �0.0138 (0.0042) �0.0743 (0.0027) �0.330 (0.0017) �0.526 (0.0012)
MSE 0.0175 0.0128 0.115 0.278

2� coverage 1 1 1 0.238

The number of generations, Gc, indicates the moment in the past when the density reduction occurred. Bias is the mean of
relative bias of each run [(observed slope � expected slope)/expected slope]; MSE is the mean of the square error of each run
[((observed slope � expected slope)/expected slope)2]; 2� coverage corresponds to the probability that the estimate of
1/(4�D�2) was within a factor of two from the expected value (i.e., in the interval [expected slope/2; 2 � expected slope]).
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TABLE 4

Effect of a weak (9 times density increase) and strong (100 times density increase) density flush
on the estimation of 1/(4�D�2)

Intensity Gc Infinite 100 20 10

Weak Bias (standard error) 0.444 (0.0062) 0.315 (0.040) 0.685 (0.043) 1.4 (0.046)
MSE 0.228 1.72 2.33 4.07

2� coverage 0.995 0.45 0.381 0.238

Strong Bias (standard error) 0.432 (0.00644) 0.648 (0.0094) 2.24 (0.015) 3.91 (0.0193)
MSE 0.228 0.508 5.27 15.8

2� coverage 0.999 0.89 0.00262 0

The number of generations, Gc, indicates the moment in the past when the density increase occurred. Bias
is the mean of relative bias of each run [(observed slope � expected slope)/expected slope]; MSE is the
mean of the square error of each run [((observed slope � expected slope)/expected slope)2]; 2� coverage
corresponds to the probability that the estimate of 1/(4�D�2) was within a factor of two from the expected
value (i.e., in the interval [expected slope/2; 2 � expected slope]).

times), the bias and the MSE are high even for a rela- within a factor of two of the expected D�2 value. Hence,
a spatial expansion as modeled here has only a short-tively ancient flush (e.g., Gc � 100). The proportion of

estimations being within a factor of two of D�2 remains term and limited influence on the present-time D�2

estimation; the method is precise even for very recentsmall (�50%) even for Gc � 100. The effect of the
flush also increases substantially with the intensity of expansions.

Spatial heterogeneity in density (sampling within athe density change. For a 100-fold density change and
for Gc � 10, the bias reaches 391% and none of the high-density zone): Table 6 shows that D�2 estimation

is not robust when the high-density zone is small andestimations are within a factor of two of D�2 (Table 4).
Hence, although the bias and the MSE decrease when strictly corresponds to the sampling area. The bias and

MSE values indicate that in this case the low-densityGc increases, the estimation remains unreliable for both
100- and 10-fold density change. These results contrast area surrounding the sampling area strongly influences

the D�2 estimation, which becomes a bad measure ofsharply with those pertaining to bottlenecks and dis-
persal changes. both local density (i.e., the density on the sampling area)

and surrounding density (i.e., the density surroundingSpatial increase in population size with constant den-
sity (demographic expansion): All measures (bias, MSE, the sampling area). It can be seen, however, that two

times coverage probabilities, although globally low, areand proportion of estimates within a factor of two) indi-
cate that the estimation of the present-time D�2 is good higher when referring to the local rather than to the

surrounding area density as expected (D�2 value 0.018when the spatial expansion occurred 20 or more genera-
tions ago (Table 5). For Gc � 10 only, an 8% negative vs. 0.001). This suggests that there is a tendency for the

method to measure the local rather than the sur-bias is observed, which corresponds to an overestimation
of the present-time D�2 (Table 5). However, the MSE rounding density. This trend becomes obvious when

looking at results for a larger high-density zone (Tableis very small (10%) and 97% of the estimations are

TABLE 5

Effect of a spatial expansion

Gc Infinite 100 20 10

Bias (standard error) 0.430 (0.0076) 0.387 (0.0126) 0.133 (0.0111) �0.0824 (0.0101)
MSE 0.243 0.23 0.08 0.0581
2� coverage 0.989 0.98 0.996 0.972

The number of generations, Gc, indicates the moment in the past when the spatial expansion occurred. The
expansion occurred without density and dispersal changes. Bias is the mean of relative bias of each run
[(observed slope � expected slope)/expected slope]; MSE is the mean of the square error of each run
[((observed slope � expected slope)/expected slope)2]; 2� coverage corresponds to the probability that the
estimate of 1/(4�D�2) was within a factor of two from the expected value (i.e., in the interval [expected
slope/2; 2 � expected slope]).
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TABLE 6

Effect of spatial heterogeneities in density

Local density Surrounding density

Spatial heterogeneity Estimation Control Estimation Control

Small high-density zone
Bias (standard error) 2.11 (0.017) 0.45 (0.025) �0.689 (0.0017) 0.430 (0.0076)
MSE 4.76 0.83 0.477 0.243
2� coverage 0.018 0.65 0.001 0.989

Large high-density zone
Bias (standard error) 0.393 (0.013) 0.45 (0.025) �0.861 (0.0013) 0.43 (0.0076)
MSE 0.330 0.83 0.743 0.243
2� coverage 0.9 0.65 0 0.989

Large high-density zone outside sampling area
Bias (standard error) 0.447 (0.00752) 0.43 (0.0076) 13.5 (0.0752) 0.45 (0.025)
MSE 0.256 0.243 187 0.83
2� coverage 0.99 0.989 0 0.65

Sampling was done on a small or large high-density zone of (20 � 20) and (40 � 40) nodes, respectively.
Local density, the expected density is the local density (i.e., density in the sampling area); surrounding density,
the expected density is the surrounding density (i.e., around the sampling area). Controls correspond to a
homogenous lattice with density being the local or the surrounding density for the local and surrounding
estimation cases, respectively. Bias is the mean of relative bias of each run [(observed slope � expected slope)/
expected slope]; MSE is the mean of the square error of each run [((observed slope � expected slope)/
expected slope)2]; 2� coverage corresponds to the probability that the estimate of 1/(4�D�2) was within a
factor of two from the expected value (i.e., in the interval [expected slope/2; 2 � expected slope]).

6). In this case, the bias and the MSE are much lower about changes on timescales of a few tens of generations
when considering the local rather than the surrounding in the past, which may be very recent by standards in
zone for the D�2 value. About 90% of the estimates are population genetics, but not for lots of species undergo-
within a factor of two of the local D�2 value, while none ing demographic changes due to ongoing human im-
of them are within a factor of two of the surrounding pact. Moreover, the numbers of generations defining
D�2 value. The third case of a large high-density zone the time of demographic change in this study should
located outside the sampling area (i.e., 50 nodes away) be considered as indicative of only the length of the
confirms this result (Table 6). Hence, our simulations effect of the demographic changes studied rather than
generally show that the method estimates local demo- as absolute reference numbers. As a matter of fact, the
graphic parameters and is robust for such measurement persistence in time of the effect of demographic fluctu-
when the density is relatively homogenous around the ations strongly depends on various features of the demo-
sampling area (e.g., over an area equal to four times the graphic model (e.g., �2 values) and disequilibrium situa-
sampling area). tions. It is thus preferable to consider general trends

rather than precise numbers for each situation. For clar-
ity, those trends have been summarized in Table 7.

DISCUSSION The robustness of the method of Rousset (2000) to
several temporal and spatial demographic fluctuationsThis work is the first one focusing on the study of
somewhat contradicts previous studies dealing with theevolutionary disequilibrium situations in the complex
study of evolutionary disequilibrium. In their review,but realistic population model of a continuous popula-
Koenig et al. (1996) concluded that estimations of dis-tion evolving under isolation by distance. Within the
persal parameters from genetic data give ideas aboutlimits of the situations studied in this article, and with
past rather than present dispersal and gene flow, sothe exception of the case of a density flush, we found
that direct methods, such as mark-recapture methods,that temporal and spatial fluctuations of demographic
should give a better estimation of actual dispersal pa-parameters, if not too strong and not too recent (i.e.,
rameters. Boileau et al. (1992) similarly showed thatmore than, say, 20–50 generation in the past), have a
hundreds or thousands of generations are required tolimited influence on the estimation of local and present-
erase the effects of colonization processes on “FST-liketime demographic parameters with the method of

Rousset (2000). It is worth noting that we are talking estimates” from allozyme data in large populations, con-
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TABLE 7

Qualitative summary of the effects of different temporal and spatial heterogeneities

Effect on D�2 estimation

Bias

Demographic change Sign Intensity 2� coverage Duration

Temporal Dispersal increase Positive Medium Good Short
(25 times)

Density decrease Positive Low to medium Good to poor Short
(10–90 times)

Density increase Negative High Poor Medium
(9–100 times)

Spatial Local high-density zone Negative Low (local) to high Good (local) to poor NA
(10 times) (surrounding) (surrounding)

Temporal and spatial Spatial expansion Negative Low Good Short

Low intensity, mean relative bias �50%; high intensity, mean relative bias 100%; good, 2� coverage 85%; poor, 2� coverage
�85%; short duration, few (10–20) generations; medium duration, 100 generations; NA, not appropriate.

cluding that estimates of gene flow from genetic data pected to be more problematic. Moreover, under isola-
tion-by-distance models, the more distant the demes areshould be taken with care. We fully agree that temporal

demographic fluctuations in a population are likely to on the lattice, the more the period � is expanding to
the past, increasing the effect of past demographic pa-have a strong and persistent effect on some population

genetics statistics and methods. However, the present rameter fluctuations (Slatkin 1994; Rousset 2004).
Because the present method focuses on local differentia-study shows that some indirect methods and genetic

markers give accurate estimations of present-time den- tion and thus on recent evolutionary processes corre-
sponding to a narrow recent past zone, it is again logicalsity and dispersal features even when the demographic

history includes relatively recent demographic changes. that past demographic fluctuations have limited effects
on the estimation of the present-time and local D�2The general robustness to spatial and temporal heter-

ogeneities of the present F -statistic-based method can with this method. The same reasoning can be used to
understand why the method gives estimates of the localbe interpreted using arguments from the coalescence

theory and analytical treatment available in this field. demographic parameter values rather than estimates of
the surrounding demographic parameter values. As theValues of F -statistics, under the assumption of low muta-

tion rate, can be deduced by comparing the distribu- period � is short in the models considered, F -statistics
depend mainly on genetic events (migration, coales-tions of coalescence probability for different pairs of

genes (e.g., pairs from the same deme and pairs from cence, mutation) that occurred in a recent past and,
because dispersal is localized, at a local geographicaldifferent demes; e.g., Rousset 2002). These distribu-

tions differ essentially by an excess of coalescence proba- scale. Therefore, the estimate of D�2 by the present
method should correspond to the local demographicbility for the most related genes, this excess being concen-

trated in a brief period � in the recent past. F-statistics parameter values on the sampling area and should not
be much influenced by demographic features of zonesthus depend mainly on differences between the distribu-

tions of coalescence probability for different pairs of that are far away from the sampling area.
Close examination of our results brings up severalgenes in recent generations. As the sensitivity of F -statis-

tics values to past demographic fluctuations is also re- issues. Our simulations showed that, for the study of
invading species, the present method should give pre-lated to this recent time period, past demographic fluc-

tuations have less effect when the time period � is short. cise estimates of the present-time D�2 provided that
no demographic flush occurred during the expansionThis recent time period � is shorter when high dispersal

rates and/or low deme size are considered (Rousset process. This is an interesting feature of the method,
which makes it appropriate to study invasive organisms2004). Hence, if models with small deme size and high

migration rates, such as isolation by distance between for which demographic features are similar in the newly
founded population and in the original source popula-individuals where each deme is of size two genes, are

considered the influence of past demographic fluctua- tion. Our simulations further showed that if a change
in dispersal occurred during the invasion process, thistions on the estimation of demographic parameters

from F -statistics is limited. By contrast, under the classi- new dispersal feature should translate quickly in the
estimation of the present-time D�2. On the other hand,cal island model with large deme size and low migration

rates, the effect of past demographic fluctuations is ex- density flushes (and to a much lower extent population



1091Estimation Under Isolation by Distance

bottlenecks) may strongly affect present-time D�2 esti- LITERATURE CITED
mation. Invading species populations often experience Barton, N. H., F. Depaulis and A. M. Etheridge, 2002 Neutral
complex demographic fluctuations that may include evolution in spatially continuous populations. Theor. Popul. Biol.

61: 31–48.both bottlenecks (i.e., founder events) and density
Beebee, T., and G. Rowe, 2001 Application of genetic bottleneckflushes during their spreading (e.g., Williamson 1996; testing to the investigation of amphibian declines: a case study

Estoup et al. 2001). Therefore, it seems necessary to with natterjack toads. Conserv. Biol. 15: 266–270.
Boileau, M. G., P. D. N. Hebert and S. S. Schwartz, 1992 Non-run additional simulations adapted to those complex

equilibrium gene frequency divergence: persistent founder ef-demographic scenarios to thoroughly evaluate the ro- fects in natural populations. J. Evol. Biol. 5: 25–39.
bustness of the estimation of the present-time D�2. Brooker, L., and M. Brooker, 2002 Dispersal and population dy-

namics of the blue-breasted fairy-wren, Malurus pulcherrimus, inOur simulations also show that for conservation biol-
fragmented habitat in the Western Australian wheatbelt. Wildlifeogy studies dealing with bottlenecked populations the Res. 29: 225–233.

estimation of D�2 is potentially biased toward past demo- Dib, C., S. Faure, C. Fizames, D. Samson, N. Drouot et al., 1996 A
comprehensive genetic map of the human genome based ongraphic parameter values. However, the memory of past
5,264 microsatellites. Nature 380: 152–154.demographic parameter values is short so that this bias

Ellegren, H., 2000 Heterogeneous mutation processes in human
is important for only a strong and recent decrease in microsatellite DNA sequences. Nat. Genet. 24: 400–402.

Endler, J. A., 1977 Geographical variation, speciation, and clines.density. A major genetic consequence of a population
Princeton University Press, Princeton, NJ.bottleneck is that the number of alleles decreases much

Estoup, A., and B. Angers, 1998 Microsatellites and minisatellites
faster than the heterozygosity (Nei et al. 1975; Luikart for molecular ecology: theoretical and empirical considerations,
and Cornuet 1998). One might have expected the pre- pp. 55–86 in Advances in Molecular Ecology NATO ASI Series, edited

by G. Carvalho. IOS Press, Amsterdam.cision of the method to be reduced due to the lower
Estoup, A., I. J. Wilson, C. Sullivan, J.-M. Cornuet and C. Moritz,number of alleles in the bottlenecked population. How- 2001 Inferring population history from microsatellite and en-

ever, standard error on the bias was weak whatever the zyme data in serially introduced cane toads, Bufo marinus. Genet-
ics 159: 1671–1687.strength of the bottleneck. One possible explanation

Felsenstein, J., 1975 A pain in the torus: some difficulties withfor this result is that the method’s precision depends models of isolation by distance. Am. Nat. 109: 359–368.
more on the mean heterozygosity level than on the Hastings, A., and S. Harrison, 1994 Metapopulation dynamics

and genetics. Annu. Rev. Ecol. Syst. 25: 167–188.average number of alleles.
Kingman, J. F. C., 1982a The coalescent. Stoch. Proc. Appl. 13:Our simulations indicate that surrounding densities

235–248.
considerably influence the estimation of local D�2 when Kingman, J. F. C., 1982b On the genealogy of large populations. J.

Appl. Probab. 19A: 27–43.the sample is taken on a small high-density zone. In this
Koenig, W. D., D. Van Vuren and P. N. Hooge, 1996 Detectability,case, the estimates correspond neither to the D�2 values

philopatry, and the distribution of dispersal distances in verte-
on the sampling area nor to the surrounding D�2 values. brates. Trends Ecol. Evol. 11: 514–517.
However, if sampling is done in a sufficiently large high- Kot, M., M. A. Lewis and P. van den Driessche, 1996 Dispersal data

and the spread of invading organisms. Ecology 77: 2027–2042.density zone (e.g., on a surface equals to four times the
Leblois, R., A. Estoup and F. Rousset, 2003 Influence of muta-sampling area), the estimates correspond more to the tional and sampling factors on the estimation of demographic

local density (i.e., the density in the sampling area). Our parameters in a ‘continuous’ population under isolation by dis-
tance. Mol. Biol. Evol. 20: 491–502.simulations allowed us to study the case of a high-density

Luikart, G., and J.-M. Cornuet, 1998 Empirical evaluation of azone in the middle of a large homogenous zone with test for identifying recently bottlenecked populations from allele
low density. This situation is realistic for various demo- frequency data. Conserv. Biol. 12: 228–237.
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Malécot, G., 1975 Heterozygosity and relationship in regularly sub-situations with spatial density heterogeneities would cor-

divided populations. Theor. Popul. Biol. 8: 212–241.respond rather to random density fluctuations on each
Maruyama, T., 1972 Rate of decrease of genetic variability in a two-

lattice node. It is expected that differentiation in such dimensional continuous population of finite size. Genetics 70:
scenarios will be a function of some “effective” density 639–651.

Nei, M., T. Maruyama and R. Chakraborty, 1975 The bottleneckand dispersal rate. The lack of analytical formulas for
effect and genetic variability in populations. Evolution 29: 1–10.these effective parameters limits the interpretation of Nordborg, M., 2001 Coalescent theory, pp. 179–208 in Handbook

a simulation study of the performance of estimators. of Statistical Genetics, edited by D. A. Balding, M. Bishop and C.
Cannings. John Wiley & Sons, Chichester, UK.Nevertheless, there is no obvious reason to believe that

Patil, G. P., and S. W. Joshi, 1968 A Dictionary and Bibliography ofthe estimation of the effective D�2 would be affected
Discrete Distribution. Oliver & Boyd, Edinburgh.

more by such random fluctuations than by previously Portnoy, S., and M. F. Willson, 1993 Seed dispersal curves: behav-
ior of the tail of the distribution. Evol. Ecol. 7: 25–44.studied spatial heterogeneities.

Pritchard, J. K., M. T. Seielstad, A. Perez-Lezaun and M. W.
We thank Thomas Lenormand and Franck Shaw for constructive Feldman, 1999 Population growth of human Y chromosome

comments on the manuscript. This work was financially supported microsatellites. Mol. Biol. Evol. 16: 1791–1798.
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We evaluate the performance of maximum likelihood (ML) analysis of allele frequency data in a linear array of
populations. The parameters are a mutation rate and either the dispersal rate in a stepping stone model or a dispersal rate
and a scale parameter in a geometric dispersal model. An approximate procedure known as maximum product of
approximate conditional (PAC) likelihood is found to perform as well as ML. Mis-specification biases may occur
because the importance sampling algorithm is formally defined in term of mutation and migration rates scaled by the total
size of the population, and this size may differ widely in the statistical model and in reality. As could be expected, ML
generally performs well when the statistical model is correctly specified. Otherwise, mutation rate estimates are much
closer to mutation probability scaled by number of demes in the statistical model than scaled by number of demes in
reality when mutation probability is high and dispersal is most limited. This mis-specification bias actually has practical
benefits. However, opposite results are found in opposite conditions. Migration rate estimates show roughly similar
trends, but they may not always be easily interpreted as low-bias estimates of dispersal rate under any scaling. Estimation
of the dispersal scale parameter is also affected by mis-specification of the number of demes, and the different biases
compensate each other in such a way that good estimation of the so-called neighborhood size (or more precisely the
product of population density and mean-squared parent–offspring dispersal distance) is achieved. Results congruent with
these findings are found in an application to a damselfly data set.

Despite lasting efforts, estimating dispersal rates from
genetic data remain a challenging problem. Many uncer-
tainties remain about the various complicating factors that
may invalidate inferences. It is not clear how many param-
eters can be estimated accurately and whether the results
will be robust to various factors such as the mode of evo-
lution of the markers, ancestral history of the species, and
populations unaccounted for in the statistical model (e.g.,
Slatkin 1994; Arbogast et al. 2002; Rousset 2007 for
reviews).

Nevertheless, in spatially subdivided populations,
some statistical patterns depend mainly on the recent his-
tory of the population. This makes it possible to develop
statistical methods that specifically exploit these patterns,
and therefore could be robust to various uncontrolled fac-
tors (e.g., Slatkin 1993, 1994). For example, previous
works on moment-based methods (i.e., methods based
on Wright’s FST and similar measures) have shown that re-
liable estimation of some dispersal parameters is possible
under isolation by distance because such estimation may
be based on genetic patterns independent of unsampled
populations, of mutation models, and robust to past demo-
graphic fluctuations (Slatkin 1993; Rousset 1997; Leblois
et al. 2004).

On the other hand, moment methods may throw out
too much of the information in the data. Much recent efforts
have been focused on developing maximum likelihood
(ML) methods (Beerli and Felsenstein 1999, 2001; Bahlo
and Griffiths 2000; Stephens and Donnelly 2000; Beerli
2004; de Iorio and Griffiths 2004b; de Iorio et al. 2005),
which in principle use more information in the data than
moment methods. Although ML methods could allow to
estimate more parameters and to estimate them more accu-

rately, the same general robustness concerns arise as for any
other method. The effect of populations that are connected
by dispersal to the sampled ones, but that are not accounted
for in the statistical model, has received some attention
(Beerli 2004; Slatkin 2005). Beerli (2004) investigated
the effect of a third population on the estimation of dispersal
between 2 populations, for sequence data (100,000 bp per
individual sampled). Slatkin (2005) considered predicting
the magnitude of these effects from a simple algebraic ar-
gument based on expected coalescence times of pairs of
genes. This argument predicts a bias when there is some
estimator bias in Beerli’s simulations, but the predicted bias
is an overestimate of the observed bias. Slatkin also notes
that the method cannot be applied to all possible dispersal
patterns and sampling designs, in particular in a linear array
as will be considered below.

So far, performance of ML methods has been analyzed
in models with up to 4 demes (Beerli and Felsenstein 2001;
Beerli 2006). The ultimate aim of the present work is the
application and assessment of ML methods in much larger
networks of subpopulations. The type of data considered
here are allelic counts at high mutation rate loci such as
many microsatellites.

Estimation is expected to be less precise when the
number of parameters increases, and this effect is already
apparent in a 4-demes model (Beerli 2006). We therefore
focus on dispersal models with few parameters, such as
the stepping stone/isolation by distance models on a homo-
geneous lattice, rather than the whole migration matrix
approach implemented, for example, in Migrate (Beerli
and Felsenstein 1999, 2001). We have implemented the al-
gorithm of de Iorio and Griffiths (2004a, 2004b) to handle
the case of localized dispersal (isolation by distance) in a lin-
ear habitat. This scenario has been chosen because it is a rel-
atively simple starting point for a larger simulation project,
yet it is realistic enough to have allowed reasonably accu-
rate statistical analyses on real data sets. Although the iso-
lation by distance models neglect spatial heterogeneities,
these do not appear to be a major concern in a number
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of applications, for example, allowing good estimation of
‘‘neighborhood size’’ by nonlikelihood methods (Rousset
1997, 2000; Sumner et al. 2001; Fenster et al. 2003; Watts
et al. 2007), and a similar result will be achieved here using
the data of Watts et al. (2007). We attempt to analyze sam-
ples from large sets of subpopulations, not only because of
the problem of unaccounted populations but because, as
shown in these references, many natural populations may
be described as a large network of small subpopulations
connected by a large amount of dispersal, even up to the
point where no subpopulations are distinguished from in-
dividuals or mating pairs (‘‘continuous’’ populations).
Moreover, the same works confirm the theoretical expecta-
tion that such conditions are favorable to the reliable esti-
mation of dispersal rates.

We will see that although ML estimation under models
of 10–15 populations is easy based on the algorithms of de
Iorio and Griffiths, it becomes progressively more difficult
as the number of subpopulations increases, and analysis of
an average data set would require weeks on most desk com-
puters when more than 40 subpopulations are considered.
Hence, after a check of the method and assessment of nu-
merical factors that may affect the precision of the estimates
in simple conditions, we will consider the effects of unac-
counted subpopulations on the analyses and a fast approx-
imation to ML.

Under a nearest neighbor stepping stone model, unac-
counted populations will be found to have little effect, but if
dispersal distance follows a geometric distribution, stronger
mis-specification effects will be obtained. Irrespective of
mis-specification, the shape of the dispersal distribution
will appear difficult to estimate. We will also test less thor-
oughly the effect of some other deviations from the model,
which will appear to have less impact on performance.

A fast heuristic approximation, product of approxi-
mate conditional (PAC) likelihood (Li and Stephens
2003; Cornuet and Beaumont 2007), will be shown to yield
results very close to those based on likelihood itself and will
allow a more thorough investigation of possible causes of
poor performance as well as of a wider range of parameter
values, in particular higher dispersal among smaller demes,
and lower mutation rates.

Methods
Design of Simulation Study

Population Models

As a first approximation, we may consider many spe-
cies as collections of clusters of subpopulations (or of
‘‘demes’’) with abundant dispersal within each cluster
and relatively much less dispersal among clusters. We con-
sider the analysis of one such cluster. Typical values for
the biological scenarios envisioned here would be deme
size �1–100, dispersal probability �0.5, and therefore ex-
pected number of immigrants �0.5–50 per deme. In order
to maintain enough genetic variability within the total pop-
ulation, we must also consider a large array of demes and/or
large deme size and small migration rates.

These different requirements somehow conflict with
each other and with constraints on computation times.

Thus, we first consider large haploid deme size (400), small
dispersal probability (0.01), and high mutation probability
(10�3 per gene copy per generation), so that we can check
performance in a small network of populations; then we
will take benefit of the fast PAC likelihood method and will
increase lattice size, reduce deme size, increase dispersal,
and decrease mutation probability. In all cases the proba-
bility of dispersal to signed distance k 6¼ 0 can be described
as

m

2
ð1 � gÞgjk�1j; ð1Þ

for given g. g is thus a shape parameter which describes
dispersal distances. The stepping stone model is the limit
case g/0.

Some effects of dispersal on population processes,
such as cline shape, are well quantified by the axial
mean-squared parent–offspring distance, r2 (e.g., (Barton
and Gale 1993). In the geometric dispersal model,

r25
mð1 þ gÞ
ð1 � gÞ2

: ð2Þ

The product Dr2, where D is population density, also
determines spatial variation in the probability of identity of
genes (isolation by distance: Sawyer 1977 for the most
accurate results). Although different views have been held
about the reasonable magnitude of r2 and Dr2, these
parameters can be low in natural populations. In such
organisms, as Dipodomys rodents (Rousset 2000; Winters
and Waser 2003), humans in the rainforest (Wood et al.
1985; Rousset 1997), Chamaecrista fasciculata (Fabaceae;
(Fenster et al. 2003), American marten (Broquet et al.
2006), and Gnypetoscincus queenslandiae skinks (Sumner
et al. 2001), concurrent genetic and demographic estimates
of Dr2 were 2.5 � � � 40, and such is r2 when measured
in unit of interindividual distance (such that D 5 1). In the
latter units, r2 will be 7.5 � � � 840 in our simulations.
Note that in the linear habitats considered in this work,
Dr2 values cannot be compared unless they are measured
in the same spatial unit because density scales as
distance�1 hence Dr2 scales as distance. In this work, it
will be reported as Nr2, that is, in units of array step
(except for the actual data analysis).

The assumed mutation probability is 10�3 or 10�4,
which is not unrealistic for microsatellite markers (re-
viewed in Ellegren 2000; see also e.g., Vigouroux et al.
2002; Gusmão et al. 2005). At high mutation rate loci,
the allelic type of rare immigrants from distant populations
should be uncorrelated to that of resident individuals, so the
mutation events can also represent immigration from distant
clusters of populations (Kimura and Weiss 1964). Only the
10�3 mutation probability will be considered in the smallest
populations simulated as it is required to maintain substan-
tial variation. Both mutations rates will be considered in
larger populations, where this 10-fold variation in mutation
probability will have notable consequences for the interpre-
tation of the results.

The K-allele mutation model will be assumed in the
data-generating simulations, except for a few cases where
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a 10-allele–bounded stepwise mutation model (SMM) will
be considered in order to test the robustness of the analyses
when the marker mutational process deviates from the one
assumed in the statistical model.

Statistical Models

In its most general form the statistical model consid-
ered here allows estimation of 3 parameters: a mutation rate,
a migration rate (scaled probability of immigration), and the
g parameter describing the geometric distribution of dis-
persal distances. We also investigated the performance of
the estimator obtained by plugging the ML estimates of
Nm and g in the parametric expression for Nr2 in terms
of these parameters (eq. 2).

Most simulations assume localized dispersal on a lin-
ear array of populations, with absorbing boundaries, much
as in the population models under which samples are sim-
ulated. However, in practice this either assumes that the po-
sitions of the sampled demes in the linear array are known
or this forces the user to make assumptions about this po-
sition. Hence, estimation under a circular lattice model will
also be considered.

Sampling Design

We assume that samples are taken as follows: in the 4-
demes model, in each deme; in the 100-demes models, at
positions 50, 52, . . ., 50 þ 2(ns � 1) where ns is the number
of demes sampled; in the 1,000-demes models, at positions
500, 502, . . ., 500 þ 2(ns � 1) for ns 5 4 or 10 and at posi-
tions 500, . . ., 519 for ns 5 20.

The Algorithms and their Implementation

Notation

Some notation is summarized in table 1. Note that de
Iorio and Griffiths (2004a, 2004b) denote N, the total size of
the population, which we here denote NT.

Computation of the Likelihood

The detailed features of the algorithm have been de-
scribed in de Iorio and Griffiths (2004a, 2004b) and are
not repeated here, although some guidance is given. In this

section, their notation is followed, unless indicated otherwise.
Their algorithm computes likelihood under the structured
coalescent models described by Notohara (1990) and
Herbots (1997), which are limit processes, for large deme
size and low migration rates, of the classical migration ma-
trix models (e.g., Nagylaki 1983; Rousset 2004, p. 54 sqq).
In these algorithms, one considers an absorbing Markov
chain over the state n of the set of ancestral lineages of
a sample of genes from the time of sampling up to the most
recent common ancestor. n is characterized by the allelic
type and the geographic position of the lineages. A sample
can be represented as the sequential addition from 0 to n
genes, where the probability that any additional gene is
of a given type will depend on the state of genes already
present. The likelihood can thus be written in terms of
any given sequence of gene states sl (allelic type and geo-
graphic position) leading to the observed sample, as

�
n
n

�Yl5n

l51

pðsljnl�1Þ; ð3Þ

where p(sl|nl–1) is the probability that an additional
sampled gene sl is of a given type, given the configuration

nl–1 already generated by the sequence, and

�
n
n

�
is the

multinomial coefficient in terms of the allelic counts n (de
Iorio et al. 2005). de Iorio and Griffiths define an
importance sampling (IS) algorithm considering the
successive events (mutation, migration or coalescence)
that may affect the ancestral lineages of the sample. p(�)
terms can be defined for migration and mutation events
from the above ones (e.g., the p for a migration event
leading from some configuration ‘‘n þ migrating gene in
deme 1’’ to ‘‘n þ migrating gene in deme 2’’ is defined
from the ratio of the p(�|n) for addition of the migrating
allele to deme 1 and of the p(�|n) for its addition to deme
2). The IS algorithm is defined in terms of approximations
p̂ to the p’s. If p̂5p, one iteration of this algorithm (i.e.,
one ancestral history) is enough to compute the likelihood.
In general, the p’s cannot be computed exactly so that
p̂ 6¼ p. In this case, the IS algorithm may still allow
consistent estimation of the likelihood, and fewer iterations

Table 1
Notation

Population (data-generating) model
N Deme size (gene copies or haploid individuals)
r2 Mean-squared parent–offspring distance
nd Number of demes
vab Dispersal probability between demes a and b in de Iorio and Griffiths (2004b)
m Total dispersal probability (this work)

Additional parameters of statistical model

nm Number of demes in statistical model
NT Total haploid size in statistical model (N in de Iorio and Griffiths, 2004b)
Ne Effective size in statistical model (haploid equivalent)
h [ 2NTl Scaled mutation rate
mab [ 2NTvab Scaled dispersal rate in between demes a and b in de Iorio and Griffiths (2004b)

Numerical parameters

nt Number of ancestral trees (IS algorithm) or sequences (PAC likelihood algorithm)
np Number of parameter points in which likelihood or other statistics are computed
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of this algorithm should be needed the closer the p̂’s are to
the p’s. Poor choice of p̂ may result in inefficient
estimation of the likelihood (requiring too many iterations
of IS for practical applications) or even in inconsistent
estimation (Stephens and Donnelly 2000). To overcome
these limitations, de Iorio and Griffiths proposed to use the
following p̂. Denote p̂ðjja; nÞ the coefficients considered
when a lineage of allelic type j in deme a is affected by
some event. They are obtained as solutions of linear
equations of the form:

½naq�1
a þ maþh�p̂ðjja; nÞ
5najq

�1
a þ h

X
i

Pijp̂ðija; nÞ þ
X
b 6¼a

mabp̂ðjjb; nÞ ð4Þ

(de Iorio and Griffiths 2004b, eq. 2.11) for each j and a.
Here qa is the deme size relative to the total population
size, and (Pij) is a matrix of relative forward mutation
rates. In the present work, we assume a 1-dimensional
lattice, with nd demes of equal size, so that qa 5 1/nd.

Solving a system of Z linear equations typically re-
quires approximately O(Z3) computations (e.g., Press
et al. 1988; Golub and van Loan 1996). The p̂ðjja; nÞ
are the solutions of a system of Knm equations of the form
(4) and most of the computation time is spent solving such
systems of equations. This is the limiting step in consider-
ing scenarios with large numbers of alleles or of demes.
Ways of dealing with a large number of alleles are dis-
cussed below. The increase in computation time with the
number of demes actually scales higher than n3

m because
the number of events in the history of a sample increases
as nm increases. Iterative methods of solution of linear sys-
tems of equations can speed up the computations with a neg-
ligible loss of accuracy when compared with the direct
solvers. A preconditioned conjugate gradient method
(e.g., Golub and van Loan 1996) was found useful for
nm � 60 in this study.

Computation time can be substantially reduced if the
above system of equations can be broken down in disjunct
subsystems of equations. This occurs in particular in the
symmetric K-allele model (KAM) that was the only model
assumed in the estimation procedure in this work. In the
KAM, Pij 5 1/K (for i 5 j included if we follow de Iorio
and Griffiths’ convention).

P
i p̂ðija; nÞ51, so that the mu-

tation term on the right-hand side of equation (4) simplifies:
for each allele type j, the recursion (4) can be written as

½naq�1
a þ maþh�p̂ðjja; nÞ�

X
b 6¼a

mabp̂ðjjb; nÞ

5najq
�1
a þ h=K: ð5Þ

Hence, for each allele j, the p̂ðjja; nÞ are obtained as
a solution of the system of nd linear equations for a 5 1,
. . ., nd. The system of Knd equations separates in K
disjunct systems of nd equations, only one of which is
solved once a given allelic type has been chosen. Systems
of nd linear equations also arise for more complex
mutation models if the mutation and genealogical pro-
cesses are independent (as is usually assumed for neutral
genetic variation): for each right eigenvector rk [ (rkj) of

(Pij), one has to deduce equations for
P

j rkjp̂ðjja; nÞ from
equation (4). For each eigenvector rk, there are nd such
equations. Solutions of such a system can then be back
transformed to obtain solutions of equation (4). This
procedure is illustrated for an unbounded SMM, where it
amounts to Fourier analysis, in de Iorio et al. (2005), but it
increases computation time in comparison to the KAM and
was not considered here. Instead, the performance of
KAM-based estimation on data following a bounded SMM
will be presented.

Another potential solution to reduce the computation
time is bridge sampling (Meng and Wong 1996; Fearnhead
and Donnelly 2001), in which the proposal distributions
(hence the p̂’s) are not computed independently for each
parameter point, but only for a few driving values. There
could be a trade-off between the cost of computing the
p̂’s for each point and the potential loss in efficiency of like-
lihood estimation when suboptimal proposal distributions
are used, and the efficiency of de Iorio and Griffiths’ pro-
posal distribution has initially drawn us away from methods
such as bridge sampling. However, this could prove useful
in later applications.

The PAC Likelihood Heuristics

Cornuet and Beaumont (2007) proposed to use de
Iorio and Griffiths’s p̂ directly as a substitute to p in equa-
tion (3) and to average over different sequences of genes
leading to the sample (see also RoyChoudhury and
Stephens 2007). This follows a similar suggestion by Li and
Stephens (2003) who described this procedure as PAC like-
lihood and as maximum PAC likelihood, the procedure of
maximizing this product with respect to parameters.

There is no general result showing that the PAC likeli-
hood algorithm consistently estimates the likelihood. It
clearly does so when p̂5p, in which case simulation is
not necessary. p is known in particular when the stationary
joint distribution of allele frequencies in different demes is
known. This occurs in the n-coalescent with parent-
independent mutation (Stephens and Donnelly 2000; de
Iorio and Griffiths 2004a) and can be extended to the island
model with the same mutation model and a large number of
islands. On the other hand, the distribution is unknown for
stepwise mutation and/or for isolation by distance. Never-
theless, simulation results of Cornuet and Beaumont and
RoyChoudhury and Stephens for stepwise mutation suggest
that PAC likelihood may be used as a practical substitute to
likelihood, and it is much faster to compute because the
number of systems of linear equations to be solved for each
sequence is the sample size, whereas in the IS algorithm, the
number of linear systems will be increased beyond this in
proportion to the number of mutation and migration events
in an ancestral history.

As will be seen, the PAC likelihood statistic is not
a consistent estimator of the likelihood. On the other hand,
the variance of estimation of the PAC likelihood for a given
number of iterations of the PAC likelihood algorithm is
lower than the variance of estimation of likelihood from
the same number of iterations of the IS algorithm, as
was already observed by Cornuet and Beaumont and
RoyChoudhury and Stephens. This reduced variance more
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than compensates for the small bias in estimating likeli-
hood. So, even if maximizing likelihood is better, in terms
of mean square error (MSE), than maximizing the expec-
tation of PAC likelihood, the estimation of demographic
parameters by maximum PAC likelihood may appear better
than ML estimation when both the likelihood and the PAC
likelihood are estimated with some error. We will indeed
find that maximum PAC likelihood estimation is at least
as good, if not slightly better than ML estimation by the
IS algorithm.

Likelihood Surface and ML Estimation

The likelihood in any given parameter point is esti-
mated with some error rather than computed. This prevents
the straightforward application of most algorithms for find-
ing the maximum of a function. A convenient way to ad-
dress this problem is to interpolate the likelihood surface
from the estimated points by predicting it under some prob-
abilistic model for the shape of the surface. If the surface is
assumed to be the realization of a Gaussian process, this
prediction can be achieved by techniques known as kriging
(e.g., Cressie 1993). Both prediction uncertainty and pre-
diction bias, when the Gaussian assumption does not hold,
are expected, but in most cases this appears to be a minor
source of inaccuracy, as can be tested by increasing the den-
sity of points on which interpolation is based. We use krig-
ing as in de Iorio et al. (2005; see also Sacks et al. 1989;
Welch et al. 1992): for each point in parameter space, the
likelihood is estimated by simulations of nt trees. This is
repeated at np points in parameter space. Kriging fits a sur-
face to the estimated likelihood values in the different pa-
rameter points. This is an estimate of the likelihood surface,
of which the maximum may be sought by any of the usual
algorithms. We used the package fields (Fields Develop-
ment Team 2006) in the R statistical environment (R De-
velopment Core Team 2004) for the kriging computations.
The Nelder–Mead algorithm as implemented in the R optim
function was used to find the maximum of the estimated
likelihood surface.

As in de Iorio et al. (2005), points are selected by Latin
hypercube sampling (a form of stratified random sampling).
The number of points is adjusted as function of time con-
straints and efficient use of hypercube sampling. The range
of parameter space explored has to be provided by the user.
In general, one should first explore a wide parameter space
then focus the search around the first estimate obtained.
Here, preliminary work (not shown) helped select param-
eter ranges within which all estimates would be found,
and only results for these ranges are presented because they
give the relevant information about the performance of ML
estimation per se. Alternatively, a more automated iterative
procedure has been used where a wide parameter range is
used in the first iteration and the parameter range used in the
later iterations is narrowed around the previous estimate ob-
tained for each sample. In particular, a 2-steps procedure
has been used recurrently, where estimates were first de-
duced from 512 points; 512 additional points were sampled
from an approximately 10-fold smaller parameter space
around the first estimates for each sample, and final esti-
mates are deduced from the 1024 points thus obtained.

Computer Implementation

The Cþþ program used in all data analyses will be
distributed as a free software, MIGRAINE, available
through URL http://kimura.univ-montp2.fr/;rousset/
Migraine.htm. It writes the required R code and can call
R interactively to perform the above iterative procedure.
It has been run on PCs under Windows and Linux,
a Sun workstation, SGI Origin 3800 and IBM Power4 par-
allel computers of the CINES (www.cines.fr), and several
Linux PC clusters. Some representative computation times
are given in table legends.

Programs Checks

The likelihood estimation procedure was checked
against standard formulas for probability of identity of pairs
of genes (e.g., Maruyama 1970a; Malécot 1975) adapted to
the KAM (e.g., Crow and Aoki 1984; Rousset 2004) and
taken in the limit N/N for Nl and Nm fixed as in the co-
alescent algorithm. The simulation program generating sam-
ples has been previously described (Leblois et al. 2003,
2004) and has been checked as described in these papers.

Comparison of Performance of Different Implementations

There are 2 sources of inaccuracy of estimates. One is
the inaccuracy of the ML estimate relative to the parameter
value. The other is the inaccuracy of the numerical method
in locating the ML estimate, which may be due to consid-
ering not enough replicate trees per point in the IS compu-
tation or not enough points. It is possible to evaluate the
inaccuracy due to the numerical method by comparing in-
dependent runs on the same data (de Iorio et al. 2005).
However, it would have been too time consuming to do
so in all cases. Rather, the impact of numerical settings
on performance will be checked in several cases.

Distributions of estimators (or distributions of differ-
ences in cases of paired simulations) were compared pri-
marily through the estimation of differences in MSE or
relative MSE, and further by estimation of differences in
bias and variance. Maximum differences consistent with
the data were deduced from 95% confidence intervals
(CIs) for effects on MSE, bias, and variance constructed
by the ‘‘bootstrap corrected and accelerated’’ (BCa) method
of DiCiccio and Efron (1996). However, because it would
be inconvenient to report all CIs, synthetic bounds on max-
imum absolute effect size and/or P values derived from the
confidence curves are reported when they bring the main
information together with estimates reported in the tables.

Results

Numbers in brackets refer to the numbered cases in the
different tables. For the parameters Nm, Nl, and Nr2, we
present relative bias and relative root MSE (

ffiffiffiffiffiffiffiffiffiffi
MSE

p
) as this

may be more important than absolute bias and MSE in prac-
tice. These relative error measures cannot apply for g (in
particular in the nearest neighbor stepping stone model,
g 5 0), for which bias and MSE are directly computed.

2734 Rousset and Leblois



Stepping Stone Dispersal

Numerical results are presented in table 2. For all cases
in this table, l5 0.001 and m 5 0.01 (Nl5 0.4, Nm 5 4).
The following values apply to all cases unless noted other-
wise: sample sizes were 5 loci, 4 demes sampled, and 60
genes sampled per deme; sampled ranges of parameter val-
ues were 2Nl 2 [0.125, 5] and 2Nm 2 [0.125, 20]; nm 5 4,
np 5 512, and nt 5 10.

The precision would be excellent for most practical
purposes. For 5 different analyses of the same data sets
[1]–[5] (4-allele model), the analysis with the largest num-
ber of loci (50, case [4]) stands out as the one with the low-
est MSE for both estimates (as could be expected) as well as
the lowest Nm bias, but also the highest Nl bias. For an
identical total computation effort, reducing the number
of loci and increasing the number of points analyzed is less
efficient (cases [3] vs. [4], all P , 0.039 except for Nl
MSE). Similar observations are made for a population of
100 demes. For the 10-allele model, MSEs and variances
are likewise reduced after a 10-fold increase in the number
of loci (case [8] vs. [6]); all P , 0.006).

For a population of 4 demes, a stronger bias and MSE
in Nl estimation is observed for data generated under the
10-allele model (case [6]) than under the 4-allele model. For
100 demes, estimation is markedly improved in the 10-
alleles model relative to the 4-alleles one (cases [18] vs.

[9]). The latter observation is more in keeping with the fre-
quent observation that highly polymorphic markers allow
more powerful inferences, including about structured pop-
ulations (power of tests of differentiation, Goudet et al.
1996; estimators of FST, Raufaste and Bonhomme 2000;
assignment, Estoup et al. 1998 and Waples and Gaggiotti
2006; Dr2 estimation, Leblois et al. 2003). However, the
estimation biases are reduced by less than 15% (CI bound
on bias reduction; P 5 0.023 for Nm bias, 0.24 for Nl). One
reason for persistent Nl biases with increased sample size
(most notably when the number of loci is increased) is that
the observed number of alleles k in a 1-locus sample is often
lower than K, so the program analyzes the data under a k-
alleles model rather than under the correct 4- or 10-alleles
model. This also readily explains the comparatively poor
performance in the 4-demes, 10-alleles cases as some al-
leles are more likely to be absent in smaller populations.
There is no obvious way to avoid the resulting biases, un-
less external information is provided by the user. Thus, this
must be taken as an inherent bias of the method. Further,
this will be less of a problem in later applications with larger
total population sizes (so that k approaches K), so no at-
tempt was done to correct for this problem in the analyses.

Beyond the number of loci, the number of parameter
points considered may also set a limit to the precision that
can be reached whatever the number of loci is. However, in-
creasing the number of points from 512 to 5,000 (case [2] vs.
[1]) reduces all relative measures of performance by at most
4.5% (upper CI bound, significant only for Nl MSE and var-
iance). Finally, the performance of maximum PAC likeli-
hood is at least as good as the ML analysis (case [5]
vs. [1], all relative effects in favor of PAC likelihood
and ,0.065; P 5 0.003 for Nl bias and .0.24 otherwise).
Another test of a numerical factor (the number of trees sam-
pled by the IS algorithm, case [7] vs. [6]) shows weak effect
(for MSEs, at most a 6% reduction for Nm, P . 0.22, al-
though this hides a bias-variance trade-off, with maximum
absolute bound 7.8% and P 5 0.001 on Nm bias).

Thus, the performance of estimation appears limited
more by sample size than by numerical aspects of the algo-
rithms and not worsened by the use of the PAC likelihood
approximation. These 2 observations will recur in the
sequel.

Estimation of Scaled Parameters under Mis-Specification

We now focus on the effect of unaccounted popula-
tions. We assume that unsampled demes in between the
sampled ones are known and properly accounted for. Other-
wise, serious mis-specification effects would occur, but
these should be relatively easy to anticipate and/or avoid.
By contrast, we will consider the less trivial effect of un-
accounted populations outside the spatial range of sampled
populations. Indeed, we will consider the effect of popula-
tions that hardly exchange any migrant directly with the
sampled populations.

First, we should make clear which parameters are to be
estimated when some demes are unaccounted. The coales-
cent algorithm is based on approximations in terms of
scaled parameters, NTm and NTl in a stepping stone model,
and is expected to perform well (in the sense of asymptotic

Table 2
Performance of Estimation in a Nearest Neighbor Stepping
Stone Model

Nl relative
bias (relativeffiffiffiffiffiffiffiffiffiffi

MSE
p

)

Nm relative
bias (relativeffiffiffiffiffiffiffiffiffiffi

MSE
p

)

Linear array of 4 demes of 400 individuals

K 5 4
[1] 0.04 (0.28) 0.11 (0.36)
[2] (np 5 5,000) 0.04 (0.31) 0.11 (0.33)
[3] (np 5 5,000, 10 loci) �0.01 (0.22) 0.09 (0.25)
[4] (np 5 1,000, 50 loci) 0.11 (0.19) �0.03 (0.12)
[5] PAC �0.002 (0.28) 0.09 (0.33)

K 5 10
[6] 0.52 (0.60) �0.04 (0.25)
[7] (nt 5 300) 0.53 (0.61) �0.08 (0.23)
[8] (50 loci) 0.47 (0.48) �0.11 (0.13)

Linear array of 100 demes of 400 individuals

K 5 4
[9] (np, nt) 5 (512, 10) 0.33 (0.72) 0.10 (0.53)
[10] (np, nt) 5 (512, 30) 0.27 (0.67) 0.12 (0.51)
[11]a (np, nt) 5 (5,000, 30) 0.25 (0.63) 0.16 (0.53)
[12] nm 5 100 0.30 (0.50) �0.04 (0.32)
[13] PAC(np, nt) 5 (512, 10) 0.26 (0.73) 0.06 (0.48)
[14] PAC(np, nt) 5 (512, 30) 0.29 (0.75) 0.08 (0.49)
[15] PAC(np, nt) 5 (512, 300) 0.28 (0.74) 0.07 (0.49)
[16] PAC(np, nt) 5 (5,000, 30) 0.25 (0.69) 0.10 (0.51)
[17] PAC, nm 5 100 0.19 (0.42) �0.12 (0.24)

K 5 10
[18] 0.40 (0.51) �0.005 (0.29)
[19] Bounded SMM �0.15 (0.25) �0.06 (0.29)

NOTE.—Sixty samples were analyzed except 30 for case [4] and 120 for cases

[9] and [18].
a Likelihood computations for case [11] took �84 min per sample on 2.66

GHz processors, whereas the otherwise identical PAC likelihood analysis took less

than 7 min per sample.
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efficiency, at least) when the statistical model and the true
population structure match each other, that is, when nd 5
nm. But it is not obvious how it will perform when these do
not match. Consider, for example, that 4 demes have been
sampled out of a large population of nd 5 100 demes, and
that only nm 5 10 demes are considered in the statistical
model, so that likelihood is computed for different values
of Nnmm. Will ML estimates of Nnmm be close to Nnmm,
close to NTm 5 Nndm, or show a more erratic behavior? In
the latter case, the analysis could be useless. In the second
case, it would not be possible to infer the dispersal proba-
bility m (if N is known) or the number of immigrants Nm,
unless there is additional information about nd. Indeed, nd is
often little more than a convenient abstraction as total pop-
ulation sizes fluctuate over the time span of coalescence of
gene lineages. The inferences will therefore be most infor-
mative in the first case, when estimates approach Nnmm,
and likewise for Nnml so that estimators of Nm and Nl
can be deduced (and given moderate demographic informa-
tion, N can be taken out).

This conclusion is a bit caricatural. One could argue
that the most informative scaling for mutation and for mi-
gration differ from each other. However, for the parameter
values of cases [11] and [18], the simulations indeed show
that estimates of Nndm and Nndl approach Nnmm and
Nnml. To make this clear, estimates of Nndm and Nndl will
be both divided by the (necessarily known) nm and the re-
sulting values will be compared with Nm and Nl values in
order to assess performance. When we take these values as
the estimands, the mis-specification bias appears low (as
long as l5 10�3, as later simulations will emphasize). This
turns a substantial mis-specification bias into a benefit of the
method.

Under this interpretation, some mis-specification ef-
fects remain apparent by comparison with the correctly
specified analysis (cases [12] vs. [9]; with both reduced
variance and bias of Nm estimates and reduced variance
of Nl estimates, all P , 0.032). The correctly specified
PAC likelihood analysis also yields clearly better results
than all incorrectly specified ML and PAC likelihood anal-
yses (cases [17] vs. [9]–[16]). PAC likelihood estimates of
Nm are less biased than ML ones (P , 0.043 in all 4 com-
parisons [9] vs. [13], [10] vs. [14], [11] vs. [16], and [17]
vs. [12]), except for Nm in the latter case. However, effect
sizes are ,10% overall. Numerical settings again appear
to be a comparatively minor source of error in estimation,
the most notable effect being a reduction in variance of
Nl estimates when a higher number of points is computed
(CI for this reduction is 1.1–26.5% for case [9] vs. [11],
less clear cut for case [13] vs. [16]). No further attempt
was made to further sort out the diverse effects of model
mis-specification, small sample size, and PAC likelihood
approximation and their interactions as they all appear
small.

Comparison of cases [18] and [9] also show, as in pre-
vious 10-alleles/4-alleles comparisons, a lower MSE and
variance of estimators with 10 alleles than with 4 (all
P , 0.017), yet the Nl bias is not reduced (CI for relative
effect �0.07 to 0.19), which was explained as an effect of
mis-specification of the number of alleles in the mutation
model. Because this mis-specification should be less of

a concern in sample’s larger populations, and given our fo-
cus on microsatellite data, all further simulations in this pa-
per are for K 5 10 alleles.

Effect of Mutation Model

We have considered a KAM for fast computation, but
of course this may not be realistic. Because estimating pa-
rameters under a more general mutation model appears un-
practical, we evaluated the impact of a bounded stepwise
mutation process on the estimation procedure (case [19]).
The total population is also mis-specified as in the KAM
(case [18]). Compared with the latter, there is some reduc-
tion in MSE of Nl estimates due to an �55% change in
mean value (this is highly significant due to the low vari-
ance of estimates, P , 5.10�4). The dispersal estimates are
robust to mis-specification of the mutation model. Similar
results will be obtained for other data generated under the
SMM.

Geometric Dispersal

So far only the nearest neighbor stepping stone model
has been considered, and mis-specification of the number of
demes seemed to have little effect. We now consider
whether we can estimate the parameters of a more general
dispersal distribution. For these analyses, we assume that
dispersal follows a geometric dispersal model described
by equation (1). The performance of estimators of Nm, Nl,
and g when g 5 0, 0.2, and 0.5 is presented in table 3.
For all cases in this table, N 5 400 haploid individuals

Table 3
Performance of Estimation for Geometric Dispersal in
a Linear Array of 100 Demes

nm

Nl relative
bias (relativeffiffiffiffiffiffiffiffiffiffi

MSE
p

)

Nm relative
bias (relativeffiffiffiffiffiffiffiffiffiffi

MSE
p

)
g bias

(
ffiffiffiffiffiffiffiffiffiffi
MSE

p
)

Samples of 5 loci
g 5 0

[20] 10 0.42 (0.54) �0.17 (0.30) 0.12 (0.14)
[21] PAC — 0.26 (0.39) �0.21 (0.28) 0.16 (0.21)

g 5 0.2
[22] — 0.52 (0.65) 0.04 (0.34) �0.01 (0.14)
[23] PAC — 0.39 (0.49) 0.03 (0.34) �0.02 (0.16)
[24] 25 0.30 (0.46) 0.08 (0.38) �0.02 (0.18)
[25] PAC 40 0.04 (0.25) 0.01 (0.31) �0.02 (0.18)
[26] PAC 100 0.05 (0.24) 0.001 (0.30) �0.01 (0.18)

g 5 0.5
[27] 10 1.01 (1.13) 0.23 (0.40) �0.15 (0.29)
[28] PAC — 0.86 (0.97) 0.16 (0.33) �0.13 (0.27)
[29] 16 0.77 (0.90) 0.21 (0.39) �0.21 (0.32)
[30] PAC — 0.68 (0.85) 0.13 (0.31) �0.14 (0.27)
[31]a 25 0.65 (0.84) 0.20 (0.42) �0.18 (0.30)
[32] PAC — 0.48 (0.68) 0.15 (0.35) �0.16 (0.29)
[33] PAC 40 0.20 (0.61) 0.12 (0.25) �0.12 (0.25)
[34] PAC 100 0.20 (0.61) 0.09 (0.27) �0.12 (0.26)

g 5 0.5, 20 loci
[35] PAC 10 0.76 (0.79) 0.07 (0.17) �0.07 (0.19)
[36] PAC 100 �0.02 (0.31) 0.07 (0.20) �0.04 (0.20)

NOTE.—Thirty multilocus samples of 4 sampled demes and 60 genes sampled

per deme were analyzed, except 60 samples for cases [20] and [27]–[32].
a Case [31] required about 24 h 30 min per sample on 2.66 GHz CPUs.
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per deme; samples were generated assuming a 10-alleles
model; nt 5 30 and np 5 2197 or 5,000; and sampled ranges
were 2Nl 2 [0.125, 5], 2Nm 2 [2.5, 20], and g 2 [0, 0.8].

The estimation of the parameter g appears very poor
when nm 5 10. For g 5 0, the estimator is biased upward
(case [20]). A bias is expected for a MLE as the parameter
value is at the boundary of the feasible parameter range, but
in the present case this bias is high. For g 5 0.5, the esti-
mator of g is biased downward (case [27]). The weak bias
observed for g 5 0.2 may be the midpoint between the pos-
itive bias for lower values of g and the negative bias for
higher value of g. For g 5 0, there is also a slightly higher
absolute bias of Nm estimates (CI 0.093–0.255) relative to
analyses of the same data under the stepping stone model
(cases [18] vs. [20]).

These biases may result both from model mis-
specification, small sample size, and inaccurate estimation
of likelihood. Effects of model mis-specification can be evi-
denced only by comparison with analyses assuming the true
number of demes (100), and such analyses can be done rou-
tinely only with PAC likelihood. However, the value of the
likelihood statistic under the ‘‘true’’ model was compared
with the PAC likelihood in a few points, and there are
demonstrable differences (fig. 1). Yet, maximum PAC like-
lihood performance appears at least as good as ML perfor-
mance (cases [20]–[32] in table 3) as the differences are
mostly in the direction of lower MSE by maximum PAC
likelihood. For maximum PAC likelihood when nm 5
100 and g 5 0.5 (case [34]), Nm is relatively well estimated,
Nl estimates remain biased upward, and g estimation is not
precise enough to be worth considering in practice. Thus,
there is little information about g in the data. Accordingly,
we will increase sample size (in particular, the number of
demes sampled) in later simulations. With the present
sampling design, performance is as good with 40 as with
100 demes, but there is evidence of mis-specification on
Nm and Nl estimation as the bias and MSE of their estima-
tors decrease with nm increasing from 10 to 40.

Not only the number of demes but also the position of
samples relative to the total habitat may be mis-specified.

Estimation performance may differ whether samples are
set close to the assumed edge of the habitat or in its center
as shown in one example (case [37] vs. [32], differing in
particular through the Nl mean, CI on relative effect
0.16–0.39). Analyses under a circular array model were in-
vestigated as a practical alternative to having to choose the
position of samples on a linear lattice (table 4 and fig. 2).
Overall, the performance depends somewhat on whether
a circular or linear array is assumed, but this does not affect
the previous conclusions (including the consistently smaller
bias of maximum PAC likelihood estimates relative to
MLEs across simulation conditions, and the improvement
in Nl estimation when nm is increased). As could be ex-
pected, the highest discrepancies between linear and circu-
lar analyses are observed for the lowest nm and highest g
value and should be generally negligible relative to other
causes of error. As before, strong biases may be observed
for the lowest nm values, and increasing the number of rep-
licate ancestral trees ([44] vs. [43]) or the number of loci
(case [48]) has little effect, confirming that the biases are
mostly due to mis-specification. The differences between
circular and linear models are very small for nm � 40 (with
most CI widths for effects on means narrower than 0.01 in
the PAC likelihood analyses; see fig. 2 legend).

Larger Samples

The previous results show that unaccounted popula-
tions become important when there is some ‘‘long-dis-
tance’’ dispersal (g . 0; keeping in mind that g 5 0.5
implies only limited long-distance dispersal, compared with
many biological studies). Further, even with a correctly
specified model, there is less information about g in the data

FIG. 1.—Differences between PAC likelihood and IS estimation.
Each of the 9 columns shows 3 independent estimates of the PAC
likelihood (n) and 3 estimates of the likelihood (h) for one given
parameter point and one given sample. For each of them, the 3 replicates
are barely distinguishable because the variance of estimation is very low.
The 9 columns represent groups of 3 parameters points for each of 3
samples. Samples and PAC likelihood analyses are as in case [34] but
with nt 5 1,000. IS analysis are for the same statistical model and same nt.

Table 4
Edge Effects

nm

Nl relative
bias (relativeffiffiffiffiffiffiffiffiffiffi

MSE
p

)

Nm relative
bias (relativeffiffiffiffiffiffiffiffiffiffi

MSE
p

)
g bias

(
ffiffiffiffiffiffiffiffiffiffi
MSE

p
)

Position effect, g 5 0.5, 5 loci

[37] PACa 25 0.20 (0.59) 0.11 (0.25) �0.12 (0.25)

Analyses under circular array model

g 5 0, 5 loci
[38] 10 0.32 (0.43) �0.17 (0.29) 0.06 (0.08)

g 5 0.2, 5 loci
[39] 10 0.44 (0.59) �0.06 (0.34) �0.07 (0.14)
[40] 25 0.21 (0.35) 0.14 (0.41) �0.07 (0.14)
[41] PAC 40 0.04 (0.25) 0.01 (0.31) �0.02 (0.18)
[42] PAC 100 0.04 (0.25) 0.01 (0.31) �0.01 (0.19)

g 5 0.5, 5 loci
[43] 10 0.86 (0.96) 0.17 (0.32) �0.28 (0.35)
[44]b nt 5 120 10 0.91 (1.04) 0.17 (0.31) �0.31 (0.36)
[45] 25 0.53 (0.76) 0.19 (0.31) �0.22 (0.29)

[46] PAC 25 0.22 (0.59) 0.10 (0.25) �0.13 (0.25)
[47] PAC 40 0.20 (0.61) 0.12 (0.25) �0.12 (0.25)

g 5 0.5, 20 loci
[48]b 10 0.84 (0.87) 0.11 (0.25) �0.28 (0.31)
[49] PAC 100 0.02 (0.29) 0.06 (0.19) �0.06 (0.17)

NOTE.—Samples and simulation conditions as in Table 3.
a Samples set in positions 10, 12, 14, 16 of the array versus 3, 5, 7, 9 in other

analyses with nm 5 25.
b The analysis of each sample from cases [44] and [48] (5,000 points) takes 12

CPU hours on 2.66 GHz processors.
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than about the migration rate. Overall, Nm was relatively
well estimated in most cases, estimation of mutation rate
was affected by mis-specification, and estimation of g was
affected both by mis-specification and by lack of power.

To increase power, both larger number of demes sam-
pled and of loci were considered (table 5). As previously,
there is no evidence of mis-specification with 40 demes in
the statistical model. The performance of maximum PAC
likelihood (with 5 loci, case [51]) or of ML estimation (with
10 loci, case [50]) is excellent. Similar results are obtained
with nt 5 10 or 100 sequences (case [52] vs. case [51], all
P . 0.059, all CI bounds on effects ,0.074) for PAC likeli-
hood computation, confirming that a low nt is enough.
Good performance is confirmed in the case g 5 0.2 (case
[56]). However, if samples come from a 1,000-demes array,
a slight bias reappears for Nl estimates (case [53]), whereas
a more substantial bias appears if the true mutation rate is
reduced to 10�4 (case [54]). The latter phenomenon will be
investigated more thoroughly below. Finally, analysis of
data generated under a bounded SMM shows an �50% re-
duction in mutation rate estimates but no notable effect on
dispersal estimation (case [55]).

Smaller Demes with Higher Dispersal

Our aim is to test the performance of the algorithms in
scenarios more representative of spatial structure at small
spatial scale. In this section, we consider samples from a pop-
ulation of 1,000 demes, with fewer individuals per deme and
higher dispersal rate. Twenty demes are sampled, so the
number of demes in the statistical model is always larger
than 20, and then ML analyses based on the IS algorithm
become extremely time consuming. Hence, only maximum
PAC likelihood is considered in all but one simulation.

The results are presented in table 6 and fig. 3. For g 5
0.5 and nm 5 60, there are strong biases, in particular for
Nl. Mutation and migration rates are overestimated,
whereas g is slightly underestimated. As before, simulation
conditions were varied to understand these biases. For nm 5
60, increasing the number of loci yields reductions of var-
iance of estimators (all .50% for both case [58] vs. [62]
and case [61] vs. [60]) but no significant, or even consistent,
improvement in biases. Varying the number of points (cases
[57] vs. [59], [58] vs. [61], and [60] vs. [62]) or of replicate
sequences (cases [57] vs. [58] and [59] vs. [61]) has no de-
tectable effect, except for significant but still small effects (a
few percents at most on biases) for cases [60] vs. [62]. Only
increasing nm to 200 demes does result in improved perfor-
mance, with reduction of Nl bias (CI on relative reduction
0.17–0.40) and of g bias (CI on reduction 0.007–0.06; Nr2

bias is likewise reduced). Improvement in bias of the same
parameters for an identical increase in nm is also apparent
for a higher level of dispersal (g 5 0.75, case [68] vs. [71];
Nl relative reduction 1.05–1.35, g reduction 0.002–0.07),
although all biases are more moderate and less affected by
nm for lower level of dispersal (g 5 0.2, case [66] vs. [65],
all P . 0.59 for biases). Thus, the mis-specification prob-
lems previously encountered are met again, but at higher nm

values, when the total dispersal rate is increased.
Whether poor performance is due in part to the PAC

likelihood heuristics can only be assessed by comparison
with the ML analysis. One comparison was conducted
for nm 5 60 and g 5 0.75 (cases [67] vs. [68]), and both
analyses yield very similar results, except that the PAC like-
lihood estimates of Nl are slightly less biased (0.03–0.15
relative reduction; MSE is reduced too). For both IS and

FIG. 2.—Interaction of edge effects with nm. This figure compares
selected results from tables 3 and 4. (Relative) bias (n) and

ffiffiffiffiffiffiffiffiffiffi
MSE

p
(�)

are shown for the 3 estimated parameters. Simulation conditions were
identical in the paired linear and circular analyses, including the sequence
of the random number generator (for cases [20] and [32], this may involve
only a subset of all replicates considered in table 3). Hence, with PAC
likelihood, the same sequences of p̂’s were computed, the only difference
being the equations that the p̂’s solve; whereas in the ML analysis, a p̂
value at some step affects the further sequence of p̂ values computed. This
results in a much smaller variance of differences between paired PAC
likelihood analyses compared with paired ML analyses (paired PAC
likelihood analyses may remain statistically different even when the
differences are not visible).

Table 5
Performance of Estimation for Geometric Dispersal

Nl relative
bias (relativeffiffiffiffiffiffiffiffiffiffi

MSE
p

)

Nm relative
bias (relativeffiffiffiffiffiffiffiffiffiffi

MSE
p

) g
Bias

(
ffiffiffiffiffiffiffiffiffiffi
MSE

p
)

[50]a IS 0.04 (0.25) 0.08 (0.17) 0.5 �0.05 (0.14)
[51] PAC 0.02 (0.29) 0.01 (0.13) — �0.02 (0.15)
[52] PAC, nt 5 100 0.01 (0.24) 0.03 (0.13) — �0.04 (0.14)
[53] nd 5 1,000, PAC 0.17 (0.33) �0.01 (0.16) — �0.05 (0.15)
[54] PAC, l 5 10�4 0.77 (0.99) 0.03 (0.18) — �0.09 (0.13)
[55] SMM, PAC �0.54 (0.57) 0.11 (0.25) — 0.006 (0.14)
[56] PAC �0.08 (0.17) 0.10 (0.3) 0.2 0.04 (0.12)

NOTE.—For each sample analyzed, 60 genes were sampled at each of 5 loci (10

in case [50]) in each of 10 demes out of a linear array of 100 demes (except 1,000

for case [53]). The mutation probability was 10�3 (except 10�4 for case [54]). nm 5

40 and nt 5 10 except 100 for case [52]. Other simulations settings were as in table

3. 2197 points were analyzed, except in case [50].
a In case [50], 2 steps of 512 points were computed as described in the text.

2738 Rousset and Leblois



PAC likelihood methods, increasing the number of param-
eter points (cases [69] and [70]) markedly improved Nr2

estimation. For the other parameters, the distribution of es-
timates are shown in fig. 4; PAC likelihood was again only
slightly, though consistently, better than ML. Thus, the
PAC likelihood heuristics again appears as an excellent
substitute to likelihood estimation.

The effect of a bounded stepwise mutation process
was tested again (case [72]), and it was again found that
it yielded a reduction in mutation rate estimates and little
effect on other parameters.

Lower Mutation Rate

Performance was assessed for a lower mutation rate
(l 5 10�4), still with relatively high dispersal rates and
small deme sizes (table 7 and fig. 3). For all cases in the
table, samples were simulated for an array of 1,000 demes
of 40 haploid individuals, with m 5 0.25, 0.5, or 0.75 and
l 5 10�4 (Nl 5 0.004, Nm 5 10–30). Estimation was by
maximum PAC likelihood with nt 5 10, and Dr2 estimates
were compared with those obtained by the moment method.
Except as noted, sample sizes were 5 loci per sample, 20
demes sampled, and 40 genes sampled per deme; sampled
ranges were 2Nl 2 [0.00125, 0.25]; 2Nm 2 [2.5, 60], g 2
[0.05, 0.8] when true g 5 0.5 and g 2 [0.2, 0.999] when true
g 5 0.75. Genetic diversity remains high in these simula-
tions. For example, in case [78], the probability of identity
in the samples was 0.245.

With respect to Nl estimation, for nm 5 60, the bias
appears high, but only following the previous decision to
measure biases relative to nmNl rather than relative to

ndNl, the mutation rate scaled by the true total size of
the population. For the highest dispersal, the bias is much
weaker when assessed relative to nmNl, and thus estimation
performs more in accordance to the general definition of the
algorithm. Expectedly, the biases are reduced when nm is
increased to 200, though still large in the highest dispersal
case. Again, data simulated under a bounded SMM (case
[84]) yield lower estimates of mutation rate.

Dispersal rate estimates are also substantially biased
but can be interpreted as low-bias estimates neither of
nmNm nor of ndNm. In particular, they do not scale as nd

in the highest dispersal case. FST-based estimates of Nm
could well be better than those derived under nm 5 60.
The biases on Nm and g seem to compensate each other,
yielding low relative biases on Nr2 estimation. Most biases
are reduced when the number of demes is increased, but
additionally increasing the number of loci has little effect,
which again indicates that large biases are mostly due to
mis-specification.

Nr2 estimates could be compared with those obtained
by a moment method (Rousset 1997). Following the clas-
sical bias-variance trade-off of likelihood estimators, the
PAC likelihood estimator generally has lower variance
but higher bias than the moment estimator. The PAC likeli-
hood estimator may have lower MSE overall, as one might
expect under well-specified models, but the trend is not
clear cut, which leaves room to speculate what would be
the ‘‘best’’ method in practical conditions. The comparison
could have been more favorable to the likelihood method
in simulation conditions with relatively large l/m as muta-
tion is expected to bias results of the moment method in
that case.

Table 6
Performance of Estimation under High Dispersal

nm

Nl relative
bias (relativeffiffiffiffiffiffiffiffiffiffi

MSE
p

)

Nm relative
bias (relativeffiffiffiffiffiffiffiffiffiffi

MSE
p

)
g bias

(
ffiffiffiffiffiffiffiffiffiffi
MSE

p
)

Nr2 relative
bias (relativeffiffiffiffiffiffiffiffiffiffi

MSE
p

)

Samples from an array of 1,000 demes of 40 haploid individuals, with m 5 0.25 (Nl 5 0.04, Nm 5 10)
g 5 0.5, Nr2 5 60

[57] 60 0.58 (0.74) 0.91 (1.05) �0.19 (0.23) �0.12 (0.29)
[58] (nt 5 30) — 0.58 (0.76) 0.88 (1.01) �0.19 (0.21) �0.10 (0.29)
[59] (np 5 2197) — 0.61 (0.79) 0.92 (1.05) �0.18 (0.21) �0.08 (0.27)
[60] (nt 5 30, np 5 2,197, 20 loci) — 0.56 (0.60) 0.86 (0.90) �0.18 (0.19) �0.09 (0.17)
[61] (nt 5 30, np 5 2,197) — 0.56 (0.74) 0.94 (1.10) 0.18 (0.22) �0.08 (0.28)
[62] (nt 5 30, 20 loci) — 0.53 (0.55) 0.95 (1.00) �0.20 (0.21) �0.12 (0.03)
[63] 200 0.27 (0.69) 0.83 (0.99) �0.16 (0.19) �0.05 (0.28)
[64] 40 1.26 (1.34) 0.96 (1.08) �0.19 (0.22) �0.06 (0.26)

g 5 0.2, Nr2 5 18.75
[65] 200 0.38 (0.52) 0.41 (0.52) �0.07 (0.08) 0.08 (0.22)
[66] 60 0.35 (0.44) 0.39 (0.45) �0.08 (0.08) 0.09 (0.21)

g 5 0.75, Nr2 5 280
[67] IS — 1.51 (1.64) 0.77 (0.86) �0.04 (0.13) 2.10 (4.01)
[68] — 1.42 (1.55) 0.74 (0.84) �0.03 (0.13) 2.45 (4.30)
[69]a IS — 1.57 (1.70) 0.75 (0.86) �0.07 (0.12) 0.59 (2.63)
[70]b — 1.47 (1.60) 0.70 (0.78) �0.07 (0.11) 0.53 (2.58)
[71] 200 0.27 (0.61) 0.54 (0.59) �0.03 (0.07) 0.46 (1.05)
[72] SMM — �0.17 (0.44) 0.78 (0.86) �0.08 (0.11) 0.16 (0.70)

NOTE.—Estimation is by maximum PAC likelihood except for cases [67] and [69]. Except as noted, nt 5 10, np 5 512 and sample sizes were 5 loci per sample,

20 demes sampled, and 20 genes sampled per deme. Thirty such samples were analyzed in each case, except 120 samples for cases [67]–[70]. The parameter ranges explored

were 2Nl 2 [0.0125, 0.5], 2Nm 2 [2.5, 60] (except for g 5 0.2 where 2Nm 2 [2.5, 40] was sufficient), and g 2 [0.05, 0.8] except g 2 [0.2, 0.999] when true g 5 0.75.
a Second step of 512 points after case [67].
b Second step of 512 points after case [68]. It took � 20 min per sample on 2.6 GHz 64-bit processors. First and second iterations required about 1,000 and 110 more

time, respectively, for IS computation than for PAC likelihood.
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Nr2 estimation is better ceteris paribus with nm 5 60
(case [78]) than with nm 5 200 (case [82]) for the same data,
although the opposite effect of mis-specification holds for
the other parameters. This suggests that specifying a large
number of demes is less important for good estimation of
Nr2 than for other parameters.

As usual, it is not a priori obvious to which extant a rel-
atively poor performance is due to numerical issues. In par-
ticular, for high g values, a minor error in finding the g MLE
results in a high error on Nr2 estimates. This effect was
already apparent in cases [67]–[70], where increasing
the density of points analyzed markedly improved Nr2 es-
timation. We have further tested the effect of numerical pa-
rameters in cases showing the poorest Nr2 estimation
relative to the moment method. For nm 5 60, increasing
nt to 100 (case [77] vs. [76]) had no notable effect on
the conclusions, whereas when nm 5 200, increasing nt

to 50 (case [83] vs. [82]) substantially reduced the MSE.
Thus, mis-specification is the main determinant of poor
Nr2 estimation for low nm, whereas a higher number of
replicates become necessary for Nr2 estimation with high
nm. The latter conclusion was confirmed when the mutation
model is also mis-specified (cases [84]–[86]). The perfor-
mance notably improves when nt is increased from 10 to 50,
mainly due to improvement of a few outlying estimates. As
before, PAC likelihood performs as least as well as ML in
this case; MLEs for Nl and Nr2 actually have higher MSE
(P , 0.027).

Application to Real Data

Watts et al. (2007) have compared genetic and demo-
graphic estimates of Dr2 in the damselfly Coenagrion mer-
curiale along a linear habitat. The demographic estimate of
4Dr2 (for D here being a density of diploid individuals)
derived from a mark–recapture study and corrected for var-
iance in reproductive success was 277,894 individuals.m.
Indirect estimates obtained from a sample of 240 individ-
uals and 14 loci by several variants of the regression method
based on pairwise comparison of individual genotypes
(Rousset 2000) ranged within 179,058–242,816, with a syn-
thetic CI 66,015–392,866.

In simulation conditions fitted to these data with re-
spect to sampling design, gene diversity, dispersal distribu-
tion, and total population size (Watts et al. 2007, case r 5
130), the relative bias and root MSE of Dr2 estimates
yielded by the ê regression estimator were 0.93 and 2.55
(reduced to 0.67 and 1.31 when 3 outliers are taken out
of 200 replicates), and the other regression estimator con-
sidered yielded some negative estimates (for ease of com-
parison and as previously discussed in Leblois et al. 2003,
bias and MSE of the more Gaussian-distributed 1/(Dr2)
were instead reported in Watts et al.). These biases are

FIG. 3.—Interaction of mutation with nm. This figure compares
selected results from tables 6 and 7. (Relative) bias and

ffiffiffiffiffiffiffiffiffiffi
MSE

p
are shown

as in Fig. 2. For each (l, nm) combination, cases are ranked by increased
Nr2 values.

FIG. 4.—Distributions of estimates by PAC likelihood and IS
estimation. The PAC likelihood distributions (case [70]) are laid over the
likelihood distributions (case [69]). The arrows mark the position of the
parameter values.
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largely small-sample ones as could be seen by comparison
with an estimate from 40,000 loci. More important though,
the CI deduced jointly from the 2 regression estimators
were little affected by such biases and had good coverage
properties (Watts et al. 2007). To analyze the same simu-
lated data by PAC likelihood, individual genotypes have to
be binned in artefactual demes. Here, 80 such demes were
defined exactly as described below for the actual data anal-
ysis. Geometric dispersal is still assumed in the statistical
model, which now implies mis-specification of the dispersal
distribution. Despite this, estimation performance is sub-
stantially improved as the maximum PAC likelihood has
a lower relative root MSE of 0.54 (bias is 0.8%; from 60
replicates).

We have reanalyzed the damselfly data by PAC like-
lihood. Here, the linear habitat was divided in nm spatial
units of width 3500/(nm � 1) m, the patch of habitat (the
‘‘Lower Itchen Complex’’ in Watts et al. 2007, fig. 1) being
about 3500 m long. For nm 5 80, several gradually more
focused (in parameter space) analyses led to 4Dr2 ¼̂ 2159,
the unit being individuals.(bin width). When translated
back to individuals.m, this is 4Dr2 ¼̂ 95; 645. Several
independent, less focused replicate analyses yielded likeli-
hood ratio CI �50,000–140,000 (fig. 5 shows one
such computation, where the Nb estimate is 92,039). Sim-
ilar computations yielded 4Dr2 ¼̂ 123; 676 and 113; 303
individuals.m for nm 5 5 and 20, respectively. Thus,
as did nm in the simulations, the bin width has little
effect on Dr2 estimates, although it affects more the other
estimators.

Discussion
Performance of Estimation

In this work, we have investigated the performance of
ML estimation of mutation and dispersal parameters under
isolation by distance in a linear habitat, using de Iorio and
Griffiths’ IS algorithm. We have focused on the effect of
mis-specification of the number of demes. In the same
conditions, we have also found that the maximum PAC
likelihood approximation is practically as efficient as ML
analysis.

Beyond the simulation results reported in this ms,
we have considered some additional approximations
that would ease computations for large arrays of demes.
In particular, approximation of the remote ancestry of a sam-
ple by Kingman’s coalescent has been considered in 2-
dimensional models (Cox 1989; Cox and Durrett 2002;
Zähle et al. 2005), but for ancestors of genes uniformly
sampled on the lattice, rather than in a small part of it as
considered here. Even for uniform sampling, both analysis
(Cox 1989) and simulations (Wilkins 2004) suggest it is not
appropriate for linear habitats. In agreement with these re-
sults, we could not achieve good performance by such ap-
proximations while simultaneously reducing computation
time by a notable extent (details not shown).

Expectedly, there is good performance of ML in favor-
able conditions (no model mis-specification, large sample
size). In less favorable conditions, performance is affected
differentially for different parameters. Estimation of g is
often very poor (e.g., fig. 4). In general, the dispersal rate

Table 7
Performance of Estimation under Lower Mutation Rate

Nl relative bias
(relative

ffiffiffiffiffiffiffiffiffiffi
MSE

p
) Nm

Relative bias
(relative

ffiffiffiffiffiffiffiffiffiffi
MSE

p
) g

Bias
(

ffiffiffiffiffiffiffiffiffiffi
MSE

p
) Nr2

Relative bias (relative
ffiffiffiffiffiffiffiffiffiffi
MSE

p
)

PAC Regression

nm 5 60
[73]a 8.19 (8.66) 10 1.01 (1.04) 0.75 �0.09 (0.11) 280 0.16 (0.54) 0.003 (0.50)
[74]a 6.22 (6.46) 20 2.66 (2.99) 0.5 �0.32 (0.33) 120 0.05 (0.27) �0.08 (0.44)
[75]a 11.56 (11.94) — 4.89 (5.77) 0.75 �0.28 (0.31) 560 0.13 (0.43) �0.04 (0.44)
[76]a 7.54 (7.78) 30 3.30 (3.43) 0.5 �0.30 (0.30) 180 0.36 (0.50) �0.08 (0.20)
[77]b 7.95 (8.19) — 3.82 (3.97) — �0.34 (0.34) — 0.31 (0.46) �0.08 (0.20)
[78]a 12.53 (13.05) — 7.41 (8.21) 0.75 �0.38 (0.39) 840 0.09 (0.45) �0.06 (0.55)

nm 5 200
[79] 2.83 (3.01) — 0.79 (0.90) — �0.18 (0.21) 60 �0.12 (0.26) �0.08 (0.37)
[80] 2.85 (2.99) 10 0.66 (0.71) — �0.08 (0.10) 280 0.02 (0.44) 0.003 (0.50)
[81] (20 loci) 2.84 (2.89) — 0.61 (0.63) — �0.07 (0.08) — �0.06 (0.16) �0.04 (0.25)
[82]a 3.96 (4.84) 30 5.02 (5.31) — �0.30 (0.38) 840 0.18 (0.70) �0.06 (0.55)
[83]c 3.79 (4.07) — 3.66 (3.68) — �0.24 (0.25) — 0.12 (0.46) �0.06 (0.55)

Samples generated under SMM
[84] 2.37 (2.85) 10 0.73 (0.80) — �0.08 (0.11) 280 0.18 (0.92) �0.09 (0.57)
[85]d 1.95 (2.45) — 0.74 (0.79) — �0.07 (0.10) — 0.17 (0.80) �0.09 (0.57)
[86]e 2.12 (2.71) — 0.71 (0.76) — �0.08 (0.10) — 0.13 (0.67) �0.09 (0.57)
[87]f IS 1.73 (1.82) — 0.87 (0.91) — �0.06 (0.08) — 0.34 (0.72)
Versus [86] (subset)g 1.39 (1.51) — 0.84 (0.87) — �0.07 (0.09) — 0.18 (0.45)

NOTE.—In each case, 200 samples were analyzed by the moment method, and 30 samples were analyzed by maximum PAC likelihood, except for cases [84] and [86]

(60 samples) np 5 512, except as noted.
a For analyses with nm 5 60, as well as case [82], where large biases were observed and difficult to anticipate, 2 steps of 512 points were computed as described in the

text. In the first step, estimates were deduced from 512 points in the range 2Nl 2 [0.00125, 0.25], 2Nm 2 [2.5, 450], and g 2 [0.05, 0.999].
b Two-steps procedure, nt 5 100 after first step of analysis of case [76].
c Two-steps procedure, nt 5 50 after first step of analysis of case [82].
d Two-steps procedure, the first step being case [84].
e As case [85] but with nt 5 50 in the second step.
f In case [87], the first 10 samples of case [86] were analyzed by ML with np 5 256 and nt 5 50. This computation takes about 13 CPU years on 2.8-GHz processors.
g Same 10 samples as in case [86].
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Nm appears easier to estimate to the extent that ;60% rel-
ative biases are deemed acceptable, but larger biases can
again result from mis-specification. Large biases occur even
though sampled demes exchange essentially no migrants
with demes not accounted in the statistical model. Positive
biases of Nm estimates and negative biases of g estimates
compensate each other to yield Nr2 estimates with low rel-
ative MSE. Thus, the largest Nr2 MSEs are obtained when
g is well estimated (i.e., for g 5 0.75 in tables 6 and 7).

Figure 5 also shows that there is more information about
Nr2 than about Nm and g separately.

Estimates of the mutation rate Nl are generally biased
upward, to some extent by small sample bias, but in partic-
ular when fewer subpopulations are considered in the sta-
tistical model than in simulation of the data and when the
mutation rate is low. Local diversity contains information
about the mutation rate scaled by the total population size
(Nagylaki 1983; Slatkin 1987; Strobeck 1987), so the likeli-
hood must depend on the total size of the population. How-
ever, the dependence of diversity on total size may be only
perceptible for small mutation rates. For high mutation rates
and low dispersal, the probability of identity within demes
(or a few demes apart) depends little on the total size of the
array (see, e.g., comparison of Maruyama’s (1970b) finite
lattice results to Nagylaki’s (1974) infinite lattice results in
fig. 2 of Cox and Durrett 2002), so that there may be little
statistical information to distinguish between a 40-demes
and a 1,000-demes array. This may explain why distribu-
tion of NTl estimates appear closer to Nnml than to the true
NTl value for the higher mutation rate (10�3) and lower
dispersal, whereas the reverse holds for higher dispersal
and lower mutation rate (10�4, table 7).

Similar trends are observed for Nm estimates but are
not always so easily understood. For high mutation (l 5
10�3), relatively good estimation of Nm can be achieved.
For l5 10�4 and large dispersal, no migration rate appears
well estimated when deme number is mis-specified. This
does show how easily likelihood methods could be misused
in realistic conditions.

There would be considerable difficulties, both concep-
tual and statistical, in trying to estimate the number of
demes itself. Over the timescale of genealogical processes,
assuming a fixed number of demes is often no more than
a convenient device. Even in the ideal case considered in
the simulations, comparing the PAC likelihoods of the fitted
parameter values under models with different number of
demes does not point to good estimates of this number.
In the 3 cases from table 7 were the comparison was pos-
sible, the data were equally well fitted under the 60-demes
model as under the 200-demes model; the fitted PAC like-
lihoods were, if anything, slightly lower for larger number
of demes, thus pointing away from the true value of 1,000
demes.

Because any pure simulation study may miss impor-
tant factors affecting the performance of estimation, com-
parisons with demographic estimates are also important to
evaluate the possible impact of factors ignored in the sim-
ulations and eventually to force us to consider additional
factors. In the present case, the maximum PAC likelihood
estimate is ;3 times lower than the demographic estimate,
and its CI excludes this estimate. As discussed by Watts
et al. (2007), the demographic estimate reported in that
study is a worst-case overestimate for comparisons with ge-
netic estimates, in that no attempt was made to correct for
variations in population density over years. The genetic
point estimates differ in a manner consistent with the ex-
pected bias of the regression estimators under simulation
conditions fitted to the conditions of the population studied,
but more importantly the CI obtained by the regression
method overlaps widely with the one given by PAC

FIG. 5.—PAC likelihood surface for the Coenagrion mercuriale data
set. Top: a contour plot of likelihood for 2Nl 5 0.4. Dashed lines are
lines of equal Nb values (50,000, 92,039, and 140,000 from left to right).
PAC likelihood analysis was computed for 2197 points with nt 5 100
(requiring 52 CPU hours on 2.66 GHz processors). Bottom: a profile
likelihood ratio plot from the same PAC likelihood computation, derived
by profiling over (Nm, g) values for given neighborhood size (Nb). The
likelihood ratio relative to the maximum is shown. Confidence regions are
given by the v2 approximation for the profile likelihood ratio (Cox and
Hinkley, 1974, pp. 322 sqq). With 2 df, the 95% confidence region for
(2Nl, Nb) is simply bounded by the 0.05 level for the profile likelihood
ratio (i.e., the outer level in this plot), whereas the 95% CI for Nb is given
by the 0.1465 level of the 1-dimensional profile. The point estimate is
marked by a þ.
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likelihood. Hence, one explanation consistent with all avail-
able evidence is that both genetic methods estimate, with
different small-sample biases, the same effective Dr2

and that the demographic estimate was too high. Although
discrepancies between the different methods (in particular,
asymptotic bias) could still be sought, they would be of the
order of differences in confidence limits (20% for the lower
bound, 145% for the upper bound). Further comparisons
would be necessary to demonstrate systematic differences
of this magnitude.

We have assumed the same mutation rate for all loci. It
is unclear how variation in mutation rate would affect the
analyses, and estimating one mutation parameter per locus
would be both highly impractical and would increase the
MSE of the other estimates. A tentative solution to this prob-
lem could be to use a random effect model for mutation, that
is, to integrate the likelihood over a distribution of mutation
rates, of which some parameters would be estimated.

Predicting Mis-Specification Biases

Although our analysis has highlighted the biases re-
sulting from mis-specification of the number of demes,
some of these biases appear small compared with the accu-
racy sometimes expected (Whitlock and McCauley 1999)
from analyses of spatial genetic structure. How far this con-
clusion will remain true when a wider range of biological
scenarios is considered? It would be helpful to be able to
predict biases by relatively simple arguments.

In an idealized world, spatial patterns would contain
no information about mutation rates, and dispersal rates
could be estimated independently of mutation. To some ex-
tent, this is what occurs with moment methods based on
probabilities of identity of pairs of genes: local diversity
depends on the mutation rate but FST and related quantities
are relatively independent of mutation (Crow and Aoki
1984; Slatkin 1991), particularly at a local geographical
scale (Rousset 1996). Thus, it is to some extent possible
to estimate dispersal rate without good estimates of muta-
tion rates. The present results, as those of Beerli (2004),
suggest a similar behavior, in that mutation rate estimation
is more affected by mis-specification. However, cases
where mis-specification also notably affects estimation of
dispersal were also pointed out.

Attempts to estimate simultaneously dispersal and mu-
tation by moment methods could also result in biased esti-
mates of both parameters (an example will be presented
below). It is therefore tempting to try to predict the biases
of MLEs from the analytical theory for pairs of genes, and
the number of demes to be considered in the statistical
model might be predicted from such theory. Bias prediction
was considered by Slatkin (2005), but the approximations
of diversity by expected coalescence times he considered do
not describe well genetic identity at loci with high mutation
rates. In addition, it may not be possible to fit exactly all
probabilities of identity in a large array of demes to a model
with few parameters. Validating any prediction procedure is
bound to be complex.

Nevertheless, the simple example of the island model
can be used to support such a logic. A way of predicting
biases in the island model is to compute expected values

of within- and among-deme probabilities of identity for
the actual number of population and to find the numerical
values of the mutation and migration rates which would
give the same probabilities of identity for the assumed num-
ber of demes in the estimation model. These computations
are straightforward (e.g., Nagylaki 1983; Rousset 2004, pp.
27, 224).

Thus, in the demographic conditions of case [51]
(nd 5 100 demes, N 5 400, m 5 0.01), but for an island
model of dispersal, if the mutation probability is 10�4 (for
a KAM with 10 alleles) the probabilities of identity within
and among demes are 0.269 and 0.181, and the mutation
and migration probabilities which yield the same probabil-
ities in a 10-demes model are 9.1 � 10�4 and 0.0083. The
predicted relative biases are therefore 8.1 and �0.17. The
observed biases were close: 8.8 and �0.20 out of 60 rep-
licate samples of 5 loci (further simulation details not
shown). The observed biases are thus well predicted and
close to those of a moment method using the information
contained in probabilities of identity. Likewise, if the mu-
tation probability is 10�3, the probabilities of identity
within and among demes are 0.196 and 0.108, and the mu-
tation and migration probabilities which yield the same
probabilities in a 10-demes model are 0.0053 and
0.0048, yielding predicted relative biases 4.3 and �0.52,
respectively. The observed biases were again close: 4.04
and �0.46 out of 60 replicate samples of 5 loci.

Beyond illustrating a case where the probabilities of
identity provide good prediction of MLE biases, these ex-
amples also illustrate the simple expectation, consistent
with the other simulation results, that the relative bias on
mutation estimation will be of the order of the nd/nm ratio
when the mutation rate is low and lower for higher mutation
rates. In the latter case, however, the bias on the migration
rate can be large and not so easily interpreted.

Therefore, a higher number of demes might need to
be considered for lower mutation rates, which could be
a serious practical problem for some types of markers.
The comparison of Nl biases in table 6 versus table 7 sup-
ports this idea. Local diversity is more sensitive to total
size when dispersal is less localized (higher m or g values).
So, by the same logic, a higher number of demes should be
considered when dispersal rates are higher, which is in-
deed observed in our simulations. Mis-specification ef-
fects could be important in 2-dimensional applications
and more generally when the probability of identity is
more dependent on the total size of the population than
in a linear habitat.

Finally, the variation in local diversity in KAM versus
SMMs is at most that resulting from a 2-fold variation in
mutation rate (Rousset 1996), so one could expect the mu-
tation model to have little impact on estimator performance
beyond an at most 2-fold effect on mutation rate estimation,
which is indeed what was observed when stepwise mutation
data were analyzed under a KAM statistical model.

Conclusion

The present work has shown that ML can be applied to
allelic type data from moderately large networks of popu-
lations. Maximum PAC likelihood is of potential utility for
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larger networks. Its performance was practically identical to
that of ML estimation and even superior in most cases for an
identical computation effort. The current implementation
effectively allows ML analyses of systems of nm 5 10
demes in a few hours, and maximum PAC likelihood anal-
yses of larger arrays (up to 200 demes in this study) can
yield reasonably accurate estimates within a week. When
the true number of demes is unknown, the assessment of
performance yields mixed results. The number of demes
that has to be considered in the statistical model to achieve
good performance depends on the scale of dispersal and the
mutation rate, which may limit the range of realistic appli-
cations. Mis-specification biases for mutation rates are
relatively easily understood but less so for dispersal param-
eters. The composite parameter Dr2 was relatively little af-
fected by mis-specification of the number of demes, but it
may be difficult to overcome mis-specification biases in the
estimation of other dispersal parameters.
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Abstract
Likelihood-based methods of inference of population parameters from genetic data in structured populations have been
implemented but still little tested in large networks of populations. In this work, a previous software implementation of
inference in linear habitats is extended to two-dimensional habitats, and the coverage properties of confidence intervals are
analyzed in both cases. Both standard likelihood and an efficient approximation are considered. The effects of misspecifi-
cation of mutation model and dispersal distribution, and of spatial binning of samples, are considered. In the absence of
model misspecification, the estimators have low bias, low mean square error, and the coverage properties of confidence in-
tervals are consistent with theoretical expectations. Inferences of dispersal parameters and of the mutation rate are sensitive
to misspecification or to approximations inherent to the coalescent algorithms used. In particular, coalescent approxima-
tions are not appropriate to infer the shape of the dispersal distribution. However, inferences of the neighborhood parameter
(or of the product of population density and mean square dispersal rate) are generally robust with respect to complicat-
ing factors, such as misspecification of the mutation process and of the shape of the dispersal distribution, and with respect
to spatial binning of samples. Likelihood inferences appear feasible in moderately sized networks of populations (up to 400
populations in this work), and they are more efficient than previous moment-based spatial regression method in realistic
conditions.

Key words: dispersal, maximum likelihood, coalescence, isolation by distance, microsatellites.
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Introduction
Accurate estimation of dispersal in natural populations by
demographic observations is difficult, which has led to the
development of many methods to infer dispersal from ge-
netic information. Recent developments include some ap-
plications of assignment techniques (Wilson and Rannala
2003; Paetkau et al. 2004; Faubet and Gaggiotti 2008), meth-
ods based on simulation of the distribution of summary
statistics (such as so-called approximate Bayesian compu-
tation, e.g., Beaumont 2007 applied to dispersal estimation
in Hamilton et al. 2005 and Becquet and Przeworski 2007)
and likelihood methods (Rannala and Hartigan 1996; Beerli
and Felsenstein 1999, 2001; de Iorio and Griffiths 2004b) that
aim to use all information in the data.

These methods seem to perform well for low migration
rates between a small number of populations, but their
performance is more generally uncertain. For example, the
evaluation of likelihood remains time consuming, so that
likelihood methods have been tested only for small net-
works of populations, and the reliability of the computa-
tions is sometimes debated (Abdo et al. 2004; Beerli 2006).
Further, all methods may rest on questionable assumptions.
For example, it has been found that “ghost” populations
unaccounted in the statistical model can affect maximum-
likelihood (ML) estimation of dispersal and mutation pa-
rameters of sampled populations (Beerli 2004; Rousset and
Leblois 2007). Thus, perennial questions (e.g., Cox 2006,

p. 170) about the benefits of likelihood analyses relative to
alternative methods remain pending.

Application of full-likelihood methods to the scenario
of localized dispersal or “isolation by distance,” relevant
for many ecological studies, has only been considered in
Rousset and Leblois (2007), and alternative methods are
still being developed (e.g., rare allele methods, Novembre
and Slatkin 2009). Rousset and Leblois (2007) described
the properties of point estimates of dispersal and muta-
tion parameters in linear habitats. The evaluation of likeli-
hood was based on the algorithms of de Iorio and Griffiths
(2004b). As evaluation of likelihood performance was time
consuming, a fast heuristic approximation known as prod-
uct of approximate conditional likelihood (PAC-likelihood,
Li and Stephens 2003) was also considered. Inferences from
PAC-likelihood surfaces appeared practically as efficient
(precise) as full-likelihood inferences, even though the PAC-
likelihood is a biased estimate of the likelihood for each
parameter point. In the present work, these results are ex-
tended to two-dimensional habitats. Further, the perfor-
mance of likelihood-based confidence intervals is analyzed.

The following general features are shared with and
further discussed in Rousset and Leblois (2007): Allelic type
data will be considered, with microsatellite data as the
intended subject of application. We envision many species
as spatial clusters of subpopulations with large immigration
probabilities within each cluster, and less dispersal among

© The Author 2011. Published by Oxford University Press on behalf of the Society for Molecular Biology and Evolution. All rights reserved. For permissions, please
e-mail: journals.permissions@oup.com
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clusters, and we are interested in the analysis of one such
cluster. Its structure is described as a regular array of demes
of size N for which we estimate the following parameters:
a mutation rate, a number of immigrants per deme (Nm),
and a dispersal scale parameter (that of a geometric distri-
bution). We also consider the neighborhood size or equiva-
lently the product of population density and mean square
dispersal distance, the latter being a function of the two pre-
vious parameters. We will compare performance of neigh-
borhood estimation to that of variants of the method based
on regression of FST estimates to geographical distance (e.g.,
Rousset 1997; Watts et al. 2007).

Evaluation of performance involves both evaluation un-
der ideal conditions where the data are generated under the
model used as a basis for statistical analysis and evaluation of
robustness under model misspecification (e.g., Casella and
Berger 2002, p. 481). In this paper, we consider both steps.
We first evaluate performance under nearly ideal conditions
(known mutation model, known dispersal distribution), in
particular to demonstrate that we have an effective imple-
mentation of likelihood inferences. Overall, the estimation
performance may be considered excellent, with good cov-
erage of the confidence intervals, and generally small bi-
ases and small mean square errors. We nevertheless obtain
some nonideal results and show that they are inherent to
the statistical method rather than a feature of our imple-
mentation. More specifically, the algorithm used to estimate
likelihood is based on coalescent approximations, that is,
approximations for large deme size, small migration, and
small mutation probability. When applied to samples from
finite-sized populations, the statistical model thus always
appears misspecified except in the case of vanishing migra-
tion rate between arbitrarily large populations, a case that
may be of limited practical interest. The coalescent approx-
imation affects the results, as estimates of dispersal param-
eters (number of migrants and the shape parameter of the
dispersal distribution) are biased when the dispersal prob-
ability is large. Neighborhood estimation may be more ro-
bust in this respect. We also compare strict likelihood and
PAC-likelihood inferences and find that their performance
are practically equivalent.

In a second step, we evaluate performance of PAC-
likelihood inferences under conditions including misspecifi-
cation of the dispersal distribution and of mutation model,
and otherwise designed to approximate realistic conditions,
based on the study of damselfly populations by Watts et al.
(2007). We consider the effect of spatial binning of samples,
as such binning is necessary to fit data from individuals that
can be sampled from anywhere in continuous space, to the
framework of the statistical model that assumes a regular
grid of demes. As computations are also faster for small ar-
rays of demes, a coarse-grained spatial binning of samples
can also reduce the computation load compared with a fine-
grained one. But it can also induce biases or results that are
difficult to interpret. Finally, we compare neighborhood size
estimation to that achieved by previous methods and con-
clude that likelihood-based estimation can perform better
in practical conditions.

Methods
For each simulated data set, the analysis goes through three
main steps, implemented in the software Migraine and fur-
ther described in the Appendix. First, likelihoods are esti-
mated, with some error, for a number of parameter points.
Next, a likelihood surface is inferred from the likelihood
points by a classical smoothing method (Kriging). Third, pa-
rameter values of interest (the mutation and dispersal pa-
rameters used to generate the data) are tested by profile
likelihood ratio tests (profile LRTs, e.g., Cox and Hinkley
1974; Severini 2000). Profile LRTs also allow the construc-
tion of profile likelihood confidence intervals. Ideally, the
main measures of the quality of inference are the cover-
age properties of such confidence intervals for given param-
eter values. Note that this differs from coverage averaged
over a prior distribution of parameter values, as measured
in some studies (Beerli 2006; Hey 2010; Peter et al. 2010).
Only the demonstration of good coverage for fixed param-
eter values ensures good average coverage for any imper-
fectly known prior distribution or for any prior information
in the form of a likelihood surface. The coverage properties
of confidence intervals, for given parameter values, can be
assessed through the distribution of the P value of the cor-
responding profile LRTs. Ideally, this distribution is uniform;
but this comfortable ideal is rarely attained in practice and
then some consideration of the practical importance of the
biases is useful in assessing the method.

In this section, we detail the basic assumptions of the
sample simulation model and of the statistical model. In
the Appendix, we further detail the implementation of the
statistical model and the method of inference of likelihood
surfaces.

Dispersal Models for Sample Simulation
Samples have been simulated by the IBDsim program
(Leblois et al. 2009). Two dispersal distributions have been
considered, a geometric dispersal model similar to the one
of the statistical model and the Poisson reciprocal gamma
model (Chesson and Lee 2005). The latter distribution is
Gaussian-looking at short distances, but power-tailed, and
can therefore have a high kurtosis. Its two parameters γ < 0
and κ determine the power γ−1 of the tail, and the second
moment σ2 = −κ/[2(1 + γ)]. We vary σ2 in our simula-
tions by varying κ for fixed γ = −2.15, whereby the axial
kurtosis varies between 20.1 and 22.5.

Exact Control of Number of Migrants
Absorbing boundaries are assumed, so that the demes near
edges typically receive fewer immigrants since they have
fewer close neighboring demes. The actual number of immi-
grants thus differs from the number of emigrants deduced
from the forward distribution. Such discrepancies are easily
detected by the statistical estimation of number of immi-
grants. Then, one needs to control the number of immi-
grants in the sample simulation rather than simply let it be
a complex function of the forward distribution and of habi-
tat edge effects. Hence, in both sample simulations based
on the geometric distribution and in statistical analysis, the
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Nm parameter is defined to give the maximal (over demes)
expected number of immigrants in a deme whatever the
edge effects. This differs from simulations in Rousset and
Leblois (2007) and will be included as an option in future
versions of the IBDsim program. On the other hand, no at-
tempt was made to control Nm values in our sample simula-
tions based on the Poisson reciprocal gamma distribution. In
the latter simulations, the immigration rate in most demes
was > 0.8, a situation where no demic structure would be
recognized in practice.

Geometric Dispersal
The scale parameter g describes the geometric decrease,
with distance between demes, of the pairwise forward im-
migration probabilities. In two dimensions, forward proba-
bilities decrease according to relative values of g|x|+|y|/[(1+
δx0)(1 + δy0)], x and y being the axial dispersal distances in
each dimension (not both zero), and δij = 1 if i = j and
= 0 otherwise (Kronecker’s notation). As described above,
the forward dispersal probability is adjusted such that the
maximal expected number of immigrants in a deme has
a known preset value and that the deme of origin of im-
migrants is chosen according to the relative values of the
forward dispersal probabilities.

The Neighborhood Parameter
The classical neighborhood size parameter is defined as
Nb ≡ 2Dσ2 in linear habitats and Nb ≡ 2Dπσ2 in two-
dimensional habitats, where in this paper, D is a density of
haploid equivalents (in the same way as N is a number of
haploid equivalents). For geometric dispersal, the Dσ2 term
is deduced from Nm and g, as 2Nmσ2

cond, where σ2
cond is the

second moment, in unbounded space, of axial dispersal dis-
tance conditional on dispersal. Thus, for two-dimensional
habitats,

σ2
cond =

1
2

∑x=∞
x=0

∑y=∞
y=0 (x2 + y2)gx+y

∑x=∞
x=0

∑y=∞
y=0 gx+y − 1

=
1 + g

(2 − g)(1 − g)2
=

Nb
2πNm

(1)

and for linear habitats,

σ2
cond =

∑x=∞
x=1 x2gx

∑x=∞
x=1 gx

=
1 + g

(1 − g)2
=

Nb
2Nm

. (2)

Note that Nb depends on the distance unit in linear habitats
and that the above equation only holds if the distance unit
is one lattice step in the statistical model.

Dispersal in the Statistical Model
A geometrical dispersal model is assumed in likelihood com-
putations. Its exact meaning differs from that of the geo-
metrical dispersal model assumed in sample simulations. In
the likelihood computations, g describes the decrease of the
expected number of immigrants with distance, whereas in
the sample simulation, g describes the decrease in forward
immigration rates. Such discrepancies cannot be generally
avoided because the likelihood computations are based on

a limit process where all dispersal probabilities among differ-
ent demes are infinitesimally small and considers only one
parameter Nm where the sample simulation considers the
two parameters N and m separately.

In particular, the edge effects cannot be treated identi-
cally in both algorithms. In the likelihood computations, we
assumed the number of immigrants between pairs of demes
is a function of their relative position only and not of their
position relative to the edge of the habitat; whereas in the
sample simulation algorithm, it is determined by computa-
tion of backward dispersal probabilities from forward prob-
abilities (as is usual), and this depends on the position of the
two demes relative to the edges of the lattice. Further details
and a numerical example are given in the Appendix, illus-
trating that the discrepancies between the two algorithms
may be small.

Mutation Models
The default mutation model considered in sample simula-
tions was a symmetric K-alleles model (KAM) with 10 alle-
les. A one-step stepwise mutation model (SMM), also with
10 alleles, was also considered in some sample simulations.
The KAM was assumed in all likelihood computations.

Sampling Design
Two-hundred data sets are analyzed for each simulation
condition. Each data set includes 10 independent loci. In the
two-dimensional case, square habitats of 4 × 4 or 10 × 10
populations are simulated, and 10 diploid individuals are
sampled at each of 8 demes, two in each corner, that is, at
positions (1,1) and (2,2) in one corner and symmetrically
in the other corners. In this way, both adjacent and distant
populations are sampled, which should facilitate estimation
of the scale of dispersal. On the other hand, this design may
highlight edge effects. In linear-habitat cases, samples of 10
individuals were taken in each subpopulation for arrays of
four populations; at positions 2–8 (or 2–16, cases [5], [6],
[25], [26]) by steps of 2 for 16 populations; and at positions
40–58 by steps of 2 for 100 populations.

Results
Minimal Misspecification
Full Likelihood
The correctness of the confidence intervals can be examined
graphically by looking whether the empirical cumulative
distribution function of P values aligns (or not) with a 1:1 di-
agonal line. These distributions are shown for all simulation
conditions in the Supplementary Material online for details.
Figure 1 (left) illustrates a good result. Deviations from the
diagonal are tested by the Kolmogorov–Smirnov test (“KS”
inset in each subplot). Four subplots are presented, one for
each of the canonical parameters and one for Dσ2. Also
shown below each subplot are the relative (except for g)
bias and root mean square error (RMSE) of each ML estima-
tor (the same numbers are reported in table 1, case [1]). It
may be observed, and this will also be true when confidence
intervals have incorrect coverage that the bias and RMSE
of Nµ and Nm are small by practical standards. The Dσ2
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FIG. 1. Distributions of P values of likelihood ratio tests in cases [1] (left) and [2] (right).

relative bias and RMSE can be very large. This will typically
occur when the data show no evidence of isolation by dis-
tance (and therefore when arbitrarily large Dσ2 estimates
may be obtained). In general, the distribution of 1/(Dσ2)
estimates is much closer to Gaussian, which make compar-
isons of bias and RMSE more meaningful. For this reason, the
relative bias and relative RMSE reported in figures and tables
are those of 1/Nb.

Figure 1 (right; case [2] in table 1) presents a less satisfy-
ing result. The only difference with the previous example is
that m is 0.1 rather that 0.01. In this and further simulations,
there are three possible sources of nonideal performance
inherent to the statistical model: 1) departure from coales-
cence assumptions (m being large or N being small); 2) spa-
tial edge effects: They are expected when m is large, and g
is intermediate (for low g, immigration probabilities are af-
fected only in the outermost demes; for g = 1, the sample
simulation model and the statistical model are the island
model, both with the same immigration rate, so the edge
effects are correctly specified). For given number of demes,
edge effects should also be most visible in two-dimensional
lattices because a higher fraction of populations are at the
edge of the habitat; 3) estimates are at the boundary of the
parameter space. This can occur for g and then the expected
distribution of LRT P values is not uniform. Not only LRTs
for g but also for other parameters can be affected (Self and
Liang 1987).

The first two effects should disappear as N increases and
m, µ decrease for fixed Nm, Nµ. The first effect (depar-
ture from coalescent assumptions for high m) is best singled
out under an island model, that is, when g is fixed to 1 in

sample simulation and in statistical analyses. These simu-
lations clearly show better inferences of a fixed Nm value
with N increasing from 80 to 40, 000 and m decreasing from
m = 0.5 to m = 0.001 (cases [3] vs. [4]). To illustrate what
these changes in RMSE mean, fig. 2 shows the likelihood sur-
faces for the samples that yielded departures from parame-
ter values closest to the RMSE values and of the same sign
as the bias.

Under isolation by distance, the effect of the coalescent
approximation is illustrated by comparison of cases [14]
and [2] (N increasing from 40 to 40,000) and by comparison
of cases [5] and [6] (N increasing from 400 to 40,000), al-
though in both comparisons the third effect (g estimates at
the boundary) may also affect performance more strongly
when m is larger. Figure 3 shows the convergence of dis-
tributions of P values to uniform distributions in the last
comparison. The same convergence is observed is the two
previous comparisons (see Supplementary Material online
for distributions of P values).

We can roughly rank different simulations according to
the expected magnitude of the different effects from low-
est to highest. Low m values are illustrated by cases [7]–[13]
and [19], and the estimator biases are indeed small.

For g = 0 (stepping stone model, cases [12] and [13]),
the distribution of the LRT for g = 0 is expectedly not uni-
form. The theoretical asymptotic distribution of the LRT P
value is a mixture 1:1 of a χ2 with 1 degree of freedom and
of a probability mass at 0. The observed mass at 0 actually
departs from 1/2 (see cases [12] and [13] in Supplementary
Material online for details), which is a general phenomenon
(e.g., Pinheiro and Bates 2000, p. 87; Hey 2010). The profile

960

 at IN
RA

 Institut N
ational de la Recherche A

gronom
ique on July 27, 2012

http://m
be.oxfordjournals.org/

D
ow

nloaded from
 



Likelihood-Based Inferences under Isolation by Distance · doi:10.1093/molbev/msr262 MBE
Ta

bl
e

1.
Pe

rf
or

m
an

ce
of

Es
tim

at
io

n
by

St
ric

tL
ik

el
ih

oo
d.

Pa
ra

m
et

er
s

Re
la

ti
ve

N
µ

Re
la

ti
ve

N
m

g
Re

la
ti

ve
1/

N
b

A
rr

ay
N

m
g

µ
Bi

as
RM

SE
KS

Te
st

Bi
as

RM
SE

KS
Te

st
Bi

as
RM

SE
KS

Te
st

Bi
as

RM
SE

KS
Te

st
[1

]
4

×
4

40
0

0.
01

0.
5

5
×

10
−

4
0.

02
8

0.
16

0.
28

0.
05

0.
17

0.
29

0.
01

2
0.

16
0.

81
0.

05
9

0.
71

0.
96

[2
]

4
×

4
40

0
0.

1
0.

5
5

×
10

−
4

0.
01

3
0.

16
0.

14
0.

45
0.

9
0.

00
21

−
0.

00
01

3
0.

4
0.

00
1

0.
56

1.
81

0.
15

[3
]

4
×

4
40

,0
00

0.
00

1
1

5
×

10
−

6
0.

02
3

0.
16

0.
61

0.
18

0.
59

0.
75

[4
]

4
×

4
80

0.
5

1
0.

00
25

0.
02

0.
16

0.
79

2.
26

2.
6

0
[5

]
16

40
0.

25
0.

25
0.

00
1

0.
00

91
0.

17
0.

52
0.

94
1.

09
0

−
0.

16
0.

2
0

−
0.

07
0.

2
0.

29
[6

]
16

40
,0

00
0.

00
02

5
0.

25
1

×
10

−
6

0.
01

1
0.

18
0.

21
0.

15
0.

41
0.

99
−

0.
02

3
0.

14
0.

78
−

0.
00

38
0.

25
0.

89
[7

]
16

40
0

0.
01

0.
25

0.
00

1
0.

01
8

0.
15

0.
2

0.
06

1
0.

26
0.

05
−

0.
00

55
0.

14
0.

39
0.

01
3

0.
33

0.
62

[8
]

16
40

0
0.

01
0.

5
0.

00
1

0.
04

1
0.

17
0.

63
0.

06
9

0.
19

0.
05

8
−

0.
01

7
0.

11
0.

09
7

0.
07

4
0.

45
0.

38
[9

]
4

×
4

40
0

0.
01

0.
25

0.
00

1
0.

05
5

0.
19

0.
02

2
0.

04
0.

19
0.

07
2

0.
00

66
0.

16
0.

31
0.

04
0.

5
0.

83
[1

0]
4

×
4

40
0

0.
01

0.
5

0.
00

1
0.

04
5

0.
18

0.
2

0.
03

4
0.

17
0.

42
−

0.
00

21
0.

16
0.

79
0.

18
0.

89
0.

71
[1

1]
4

×
4

40
0

0.
01

0.
75

0.
00

1
0.

02
2

0.
17

0.
11

0.
05

1
0.

18
0.

44
0.

00
27

0.
19

0.
00

52
0.

75
2.

51
0.

00
29

[1
2]

4
40

0
0.

01
1

×
10

−
4

1
×

10
−

4
−

9
×

10
−

4
0.

17
0.

31
−

0.
00

79
0.

22
0.

58
0.

05
6

0.
12

0
−

0.
09

6
0.

27
0.

83
[1

3]
4

×
4

40
0

0.
01

1
×

10
−

4
0.

00
1

0.
03

9
0.

18
0.

18
−

0.
02

8
0.

14
0.

2
0.

04
8

0.
09

6
0

−
0.

09
8

0.
23

0.
34

[1
4]

4
×

4
40

,0
00

0.
00

1
0.

5
5

×
10

−
6

0.
02

0.
16

0.
57

0.
22

0.
68

0.
58

0.
00

7
0.

35
0.

32
0.

52
1.

66
0.

31
[1

5]
4

×
4

40
0.

05
0.

25
0.

00
1

0.
02

3
0.

18
0.

53
0.

11
0.

23
0.

56
0.

01
6

0.
15

0.
49

−
0.

06
4

0.
44

0.
06

6
[1

6]
4

×
4

40
0.

05
0.

5
0.

00
1

0.
02

9
0.

19
0.

21
0.

14
0.

25
0.

00
98

0.
00

62
0.

17
0.

85
0.

03
4

0.
69

0.
81

[1
7]

16
40

0
0.

01
0.

75
0.

00
1

0.
02

5
0.

18
0.

01
7

0.
02

9
0.

14
0.

16
−

0.
00

56
0.

08
1

0.
76

0.
13

0.
67

0.
96

[1
8]

a
10

0
40

0.
5

0.
5

5
×

10
−

4
0.

04
5

0.
17

0.
29

2.
39

2.
73

0
−

0.
28

0.
31

1
×

10
−

9
−

0.
06

0.
24

0.
53

[1
9]

10
×

10
40

0
0.

01
0.

5
5

×
10

−
5

0.
02

7
0.

16
0.

75
0.

00
92

0.
15

0.
01

9
0.

00
34

0.
09

3
0.

53
0.

03
3

0.
4

0.
99

[2
0]

4
×

4
40

0
0.

01
0.

99
99

9
0.

00
1

0.
04

1
0.

19
0.

34
0.

07
3

0.
17

0.
07

6
−

0.
05

1
0.

1
2.

5×
10

−
8

1.
3

×
10

8
4.

4
×

10
8

5.
9×

10
−

9

a Fo
rc

as
e

[1
8]

,o
nl

y
30

sa
m

pl
es

w
er

e
an

al
yz

ed
.

LRTs for the other parameters appear unaffected, but this is
not a general expectation (Self and Liang 1987).

When g approaches 1 (and neighborhood size ap-
proaches infinity), the same parameter boundary effects on
g are encountered (case [20]; similar results are also ob-
tained with 50 loci by PAC-likelihood, not shown). Further,
numerical issues affect tests of large values of the neighbor-
hood size (∼ 1011 for g = 0.99999). A way to circumvent
this problem is to change the scale of uniform sampling of
parameter points and of Kriging (i.e., uniform sampling of
σ2

cond, see Appendix). Although this solves most of the nu-
merical issues, the distribution of P values for Nb is distorted
in the same way as that for g.

Conversely, the highest biases are expected for high m
values (fig. 4). The largest Nm bias in tables 1 and 2 is for
m = 0.5 in a linear array of 100 demes (case [18]), and other
cases with m ! 0.1 show large distortions of the distribu-
tion of P values. For intermediate m values (0.01 " m <
0.1) relatively large Nm biases may still be observed, but dis-
torsions of P value distributions are generally less obvious,
except in some cases where misspecification of spatial edge
effects can also contribute (in particular, case [16]).

PAC-likelihood
The PAC-likelihood approximation can easily be compared
with the likelihood analysis when the latter is feasible
(cases [21]–[40] in the same order as comparable strict like-
lihood analyses [1]–[20]). In all cases, their performance is
very similar, except that PAC-likelihood estimates of the
mutation rate appear unbiased or downward biased while
strict likelihood ones show a slight positive bias (fig. 5).
Some additional PAC-likelihood analyses were considered
for 10×10 lattices (cases [41]–[43]) and demonstrate good
performance. Case [42] is identical to case [22] except that a
larger array was considered. Expectedly, the spatial edge ef-
fects are reduced and indeed no longer apparent in this case.

Misspecification Effects and Comparison with
Moment-Based Method
In this section, we consider three sources of misspecifica-
tion: the spatial binning of samples, the mutation process at
marker loci, and the shape of the dispersal distribution. We
also compare the performance of likelihood-based inference
to a simple regression method for estimation of neighbor-
hood in such conditions of misspecification.

The algorithms considered in this work rest on the defini-
tion of distinct demes. However, in natural populations, in-
dividuals are not clearly clustered in demes. It is tempting to
analyze such populations as made of a large number of small
breeding patches though there are computational limits to
the number of demes that can be considered in practice. A
straightforward method of clustering is according to regu-
lar spatial bins. It is therefore necessary to know how such a
clustering can affect inferences. In particular, it is not neces-
sarily obvious what are the parameter values to be estimated
(the estimands) from the binned data.

For samples from a regular array, a putative estimand for
Nm is the number of immigrants in each spatial bin, that is,
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FIG. 2. Examples of likelihood surfaces for cases [3] (top) and [4] (bottom). The surfaces are inferred from 1,024 points as described in the Appendix.
In both cases, the parameter values where 2Nµ = 0.4 and 2Nm = 80, but the bottom case illustrates the much higher RMSE of 2Nm estimates
for low N, large m cases. The likelihood surface is shown only for parameter combinations that fell within the envelope of parameter points for
which likelihoods were estimated. The cross denotes the maximum.

the sum of the numbers of immigrants within each deme,
reduced by the number of immigrants exchanged among
demes within a bin. The estimand neighborhood size could
be invariant with respect to bin size (in linear habitats, this
holds provided that spatial distance is still measured in the
original units not in number of bin widths). For mutation,
one may assume that the estimand is the bin population size
times mutation probability. In the Appendix, we show that
such predictions do not always work well, in particular for
Nm and g, and that the effects of binning may also depend
on the distribution of samples among bins. In general, it may
be difficult to make sense of Nm and g estimates.

To evaluate performance in a biologically relevant set-
ting, we considered conditions broadly similar to those of

two-dimensional analyses of the damselfly metapopulation
described by Watts et al. (2007). This damselfly scenario
can also serve as a basis for a realistic comparison between
likelihood- and moment-based methods of inference. We
have first simulated data sets with samples taken along four
lines in a rotationally symmetric pattern forming the four
tips of a cross. This mimics sampling along small streams in
the original study. The neighborhood value Nb = 200π and
mutation rate 2Nµ = 0.01 approximate the moment and
likelihood estimates from the damselfly data. An array of
40×40 demes is simulated and analyzed as arrays of 20×20,
10 × 10, or 5 × 5 spatial bins (table 3, cases [46]–[48]).
Even by PAC-likelihood, the analysis for the larger array is
computationally intensive, so the sample size considered
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FIG. 3. Convergence of distributions of P values for increased N. The two cases differ only in N, m, and µ values for identical Nm and Nµ. N = 40
(case [5]) on the left and 40, 000 (case [6]) on the right.

(10 loci genotyped in 200 individuals) is smaller than in the
original study. This still requires about 15 CPU days per sam-
ple on ∼2.5 GHz core processors (i.e., 7.5 CPU years in total
for case [46]). The values tested by likelihood ratio are the
estimands, that is, the true Nb value, and mutation proba-
bility times bin population size for Nµ.

FIG. 4. Relationship between dispersal probability and bias of esti-
mated number of migrants for all cases in table 1.

Effects of Binning
For 20 × 20 binning (case [46]), estimator performance
is consistent with expectations, with good coverage of the
confidence intervals. The same conclusions are supported
by analyses as 10 ×10 and 5×5 arrays (cases [47] and [48]).
In the latter case, a distorsion of P values becomes more
apparent as well as a relative bias of 0.14 for 1/Nb. This
distorsion may be in part due to the fact that many g es-
timates are at the boundary. This, and the high RMSE of
g estimates (see case [65] in table 4, Appendix), may itself
be due to the difficulty of estimating spatial effects when
only a small range of distances are represented in the binned
data.

Additional Effect of the Dispersal Distribution
To assess the effect of the dispersal distribution, the Pois-
son reciprocal Gamma distribution (Chesson and Lee 2005)
is now used for the simulation of samples as described
in the Methods section. Deme size was N = 50 as in
case [46]. Cases [49]–[51] illustrate three different values
of neighborhood size, the intermediate one being 200π
as in case [46]. Good estimation of the neighborhood is
achieved in all three cases (fig. 6, top, shows a typical
profile likelihood surface in case [46]). However, for the
largest neighborhood value the distribution of the LRT
departs from ideal behavior if the spatial scale of sam-
pling is not extended. In that case, more distant sam-
ples taken from a 80 × 80 lattice were also simulated
(case [52]).
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Table 2. Performance of Estimation by PAC-likelihood.

Parameters Relative Nµ Relative Nm g Relative 1/Nb

Array N m g µ Bias RMSE KS Test Bias RMSE KS Test Bias RMSE KS Test Bias RMSE KS Test

[21] 4 × 4 400 0.01 0.5 5 × 10−4 −0.026 0.16 0.1 0.039 0.17 0.64 −0.004 0.16 0.78 0.18 0.82 0.77
[22] 4 × 4 400 0.1 0.5 5 × 10−4 0.0042 0.16 0.05 0.43 0.9 0.0012 −0.015 0.41 0.00015 0.69 1.94 0.014
[23] 4 × 4 40, 000 0.001 1 5 × 10−6 0.015 0.15 0.38 0.14 0.56 0.94
[24] 4 × 4 80 0.5 1 0.0025 0.016 0.16 0.84 2.2 2.55 0
[25] 16 40 0.25 0.25 0.001 −0.016 0.17 0.96 0.85 1 0 −0.17 0.2 0 −0.012 0.2 0.16
[26] 16 40, 000 0.00025 0.25 1 × 10−6 −0.022 0.17 0.24 0.11 0.38 0.3 −0.034 0.14 0.89 0.072 0.27 0.95
[27] 16 400 0.01 0.25 0.001 −0.034 0.14 0.068 0.03 0.23 0.41 −0.018 0.14 0.53 0.088 0.38 0.71
[28] 16 400 0.01 0.5 0.001 −0.015 0.16 0.54 0.043 0.17 0.39 −0.022 0.11 0.25 0.12 0.5 0.39
[29] 4 × 4 400 0.01 0.25 0.001 −0.0022 0.17 0.15 0.027 0.18 0.067 −0.0045 0.16 0.89 0.11 0.55 0.28
[30] 4 × 4 400 0.01 0.5 0.001 −0.0049 0.17 0.33 0.023 0.16 0.89 −0.011 0.17 0.94 0.27 1.01 0.79
[31] 4 × 4 400 0.01 0.75 0.001 −0.022 0.17 0.066 0.04 0.19 0.43 −0.00036 0.2 0.0034 0.92 2.9 0.0043
[32] 4 400 0.01 1 × 10−4 1 × 10−4 −0.01 0.17 0.51 −0.034 0.22 0.61 0.055 0.12 0 −0.068 0.27 0.94
[33] 4 × 4 400 0.01 1 × 10−4 0.001 −0.023 0.16 0.0042 −0.053 0.14 0.46 0.041 0.088 0 −0.054 0.22 0.021
[34] 4 × 4 40, 000 0.001 0.5 5 × 10−6 0.012 0.16 0.66 0.2 0.67 0.62 0.0025 0.36 0.56 0.63 1.83 0.21
[35] 4 × 4 40 0.05 0.25 0.001 −0.048 0.17 0.23 0.096 0.23 0.56 −0.0097 0.15 0.25 0.053 0.49 0.7
[36] 4 × 4 40 0.05 0.5 0.001 −0.036 0.18 0.2 0.13 0.24 0.024 −0.011 0.18 0.78 0.16 0.81 0.27
[37] 16 400 0.01 0.75 0.001 −0.023 0.17 0.0052 0.014 0.13 0.21 −0.008 0.081 0.55 0.17 0.69 0.72
[38] 100 40 0.5 0.5 5 × 10−4 −0.13 0.22 5.3×10−13 2.37 2.57 0 −0.29 0.32 0 −0.029 0.23 0.43
[39] 10 × 10 400 0.01 0.5 5 × 10−5 −0.16 0.2 1.1×10−16−0.0092 0.14 0.011 −0.029 0.12 0.12 0.28 0.64 0.19
[40]a 4 × 4 400 0.01 0.99999 0.001 −0.0027 0.18 0.022 0.06 0.16 0.16 −0.052 0.1 5 × 10−7 1.3×108 4.2×108 2.9×10−7

[41] 10 × 10 400 0.01 0.5 5 × 10−4 0.11 0.47 0.72 −0.032 0.14 0.56 −0.026 0.15 0.44 0.52 1.82 0.38
[42] 10 × 10 400 0.1 0.5 5 × 10−4 0.014 0.22 0.5 0.14 0.47 0.26 0.011 0.25 0.53 0.17 0.9 0.99
[43] 10 × 10 400 0.01 0.75 5 × 10−4 0.12 0.49 0.21 −0.026 0.2 0.59 −0.011 0.13 0.83 0.47 1.41 0.9
[44] 100 400 0.025 0.5 5 × 10−4 −0.035 0.23 0.37 0.1 0.25 0.059 −0.025 0.1 0.46 0.068 0.38 0.16
[45] 10 × 10 40 0.25 0.5 5 × 10−4 0.055 0.25 0.59 0.56 1.24 1.4×10−8 0.058 0.42 3.1×10−10 0.16 1.32 5.6×10−5

aThe large relative bias and RMSE of 1/Nb estimates in case [40] is due to a number of low Nb estimates, compared to the parameter value 5.03 × 1011.
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FIG. 5. Comparison of biases by strict likelihood (all cases in table 1) and PAC-likelihood (first 20 rows of table 2). A point (case [20] by likelihood,
[40] by PAC-likelihood) with huge 1/Nb bias is not shown in the last panel.

Additional Effect of Stepwise Mutation
Finally, the same demographic simulation conditions
were also considered for markers evolving under a SMM
(cases [54]–[57]). Nµ estimates are roughly halved, as

previously observed for the SMM in Rousset and Leblois
(2007) or even lower (case [57]; fig. 6, bottom, shows a
typical profile likelihood surface in this case). Accordingly,
the gene diversity is low. This implies that there may be little

Table 3. Alternative Dispersal and Mutation Models.

Parameters Bins Relative Nµ Relative 1/Nb

Bias RMSE KS Test Bias RMSE KS Test
40 × 40 array, N = 50, m=0.5, g = 0.5, µ = 1 × 10−4 (Geometric distribution)

[46] 20 × 20 0.0069 0.15 0.42 −0.036 0.35 0.19
[47] 10 × 10 0.0054 0.15 0.39 0.017 0.42 0.058
[48] 5 × 5 0.0011 0.14 0.079 0.14 0.56 0.00011

Array N κ Nb µ (Reciprocal Poisson Gamma distribution)
[49] 40 × 40 50 0.92 126 1 × 10−4 10 × 10 −0.032 0.16 0.14 0.048 0.14 0.86
[50] 40 × 40 50 4.6 628 1 × 10−4 10 × 10 −0.0073 0.16 0.32 −0.068 0.27 0.12
[51] 40 × 40 50 23 3140 1 × 10−4 10 × 10 −0.0056 0.15 0.8 −0.46 0.9 8 × 10−4

[52] 80 × 80 50 23 3140 1 × 10−4 10 × 10 0.016 0.19 0.22 −0.18 0.83 0.013
[53] 80 × 80 50 23 3140 1 × 10−4 20 × 20 0.015 0.18 0.21 −0.23 0.79 0.44

Stepwise mutation
[54] 40 × 40 50 0.92 126 1 × 10−4 10 × 10 −0.54 0.55 ND 0.067 0.16 0.13
[55] 40 × 40 50 4.6 628 1 × 10−4 10 × 10 −0.54 0.55 ND −0.11 0.34 0.34
[56] 80 × 80 50 23 3140 1 × 10−4 10 × 10 −0.72 0.73 ND −0.4 0.83 0.56
[57] 80 × 80 50 23 3140 1 × 10−4 20 × 20 −0.72 0.73 ND −0.37 0.79 0.32
[58] 80 × 80 50 23 3140 5 × 10−4 10 × 10 −0.75 0.75 ND −0.28 0.73 0.4
[59] 80 × 80 50 23 3140 5 × 10−4 20 × 20 −0.75 0.75 ND −0.28 0.69 0.18

NOTE.—In the 40 × 40 array, samples were taken at positions (6,20) to (10,20), and in rotationally symmetric positions (20 samples of 10 individuals in total). In the
80 × 80 array, samples were at positions (11,40) to (19,40) by steps of two, and at rotationally symmetric positions. “ND” (not done) tests means that tests would be
highly significant but were not performed as they would have required estimating the likelihood of points far from the top of the likelihood surface at the detriment
of computations for inference about Nb.
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FIG. 6. Examples of profile likelihood surfaces for cases [46] (top) and [57] (bottom). The surfaces are inferred from 1,024 points as described in
the Appendix. In each case, the sample that yielded estimation errors closest to the RMSE values and of the same sign as the bias were selected
(hence, they exhibit positive Nb estimation error since 1/Nb estimates are negatively biased, table 3). In both cases, 2Nµ = 0.01; Nb = 628 (top)
or 3,140 (bottom). The likelihood profile surface is shown only for parameter combinations that fell within the envelope of parameter points for
which likelihoods were estimated. The cross denotes the maximum.

information for other parameters, contributing to the Nb
bias and also to as many as two-third of g estimates being
at the boundary (not shown). In additional simulations
(cases [58] and [59]), the true mutation rate was 5-fold
increased, and the number of loci increased to 20, resulting
in slightly improved Nb estimation.

Comparison with Moment-Based Estimates
Alternative estimators of 1/Nb are obtained as the regres-
sion slope of estimates of pairwise FST/(1−FST) to logarithm
of distance (Rousset 1997) or of the pairwise statistic ê

comparing pairs of individuals as described in Watts et al.
(2007). We consider only the ê method below but similar
results were obtained with FST/(1 − FST). The 1/Nb estima-
tors can be compared in terms of the ratio of their mean
square errors and, as expected from a likelihood method,
PAC-likelihood has lower error. Moreover, this discrepancy
persists when alternative dispersal distributions and muta-
tion models are considered.

For case [46], the ratio of MSEs is 0.66. Accordingly, the
moment-based confidence intervals should be wider (fig. 7).
However, they tend to be conservative (being often too
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FIG. 7. Distributions of estimates and confidence intervals for Nb, by
the spatial regression method and by PAC-likelihood, for case [46].
The horizontal line marks the true parameter value.

short when the Nb estimate is small), as previously shown
for this and related methods (Leblois et al. 2003; Watts et al.
2007) and accentuated by the present small sample sizes.

With the alternative dispersal model, the ratios are 0.27,
0.36, 0.34, and 0.46 for the four cases [49]–[52], so that the
moment method appears comparatively worse for more re-
stricted dispersal.

In case [58], where stepwise mutation is also considered,
the ratio is 0.55.

According to these results, the PAC-likelihood analysis of
the original damselfly data for the two-dimensional habitat
should provide a more accurate and reliable estimate and
confidence interval for Nb than previous moment-based
analyses. Still, the results are not very different from previ-
ous estimates: 1,110 (interval 600–3,625) by PAC-likelihood
(analyzed as a 24×14 array) versus 753 (interval 319–3,162)
by FST-based methods (Watts et al. 2007). They concur with
the previous conclusion that the genetic estimates are only
slightly higher that the demographic estimate (Nb = 555,
Watts et al. 2007).

Discussion
We have presented an effective software implementation
of likelihood inference under a two-dimensional model of
isolation by distance and investigated the performance of
inferences based on likelihood ratios in both the one- and
the two-dimensional spatial models. Our results illustrate
both the strengths and imperfections of such inferences:
In most cases, estimators have low bias and, given the rel-
atively small sample sizes considered, low MSE. These re-
sults are consistent with those of Rousset and Leblois (2007).
When compared with a preexisting method for estima-
tion of neighborhood, the likelihood-based estimation of
neighborhood appears to be substantially more efficient
and its confidence intervals to be more reliable, even when
complicating factors such as the misspecification of the

dispersal distribution and the binning of samples are taken
into account.

However, considering the distributions of P values of LRTs
underlines small but statistically detectable effects such
as the small negative bias of PAC-likelihood estimates of
mutation rate. Further, the assumptions inherent in the sta-
tistical model (low m, large N, and an approximate account-
ing of spatial edge effects) affect estimation of the Nm and g
parameters. For m = 0.5, we found more than 2-fold rel-
ative bias in number of migrants. This could be expected
from consideration of the infinite island model. In this sim-
ple case, the expected FST for N = 80 and m = 0.5 is
(1−m)2/[(1−m)2 +N{1−(1−m)2}] ≈ 0.004, whereas
the classical low-Nm approximation 1/(1 + 2Nm) (for hap-
loid N) is ≈ 0.012. The coalescent approximation fits the
actual FST for a higher Nm value than the true one, so that
Nm estimates derived from the coalescent model should be
biased upward. Under isolation by distance, short-distance
differentiation can be approximated by island model expec-
tations, and we again expect, and observe, upward-biased
Nm estimates. Since programs such as Migrate (Beerli and
Felsenstein 1999, 2001) or Lamarc (Kuhner 2006) are based
on the same coalescent approximations as de Iorio and Grif-
fiths’ algorithms, the same biases should be encountered, at
least when the same type of molecular markers is consid-
ered. Inference methods based on a Dirichlet distribution for
allele frequencies, as follows from Wright’s (1937) diffusion
formula, should be affected by the same type of biases. This
was observed by Faubet et al. (2007, p. 1160) when assess-
ing the method of Wilson and Rannala (2003) on samples
drawn from populations with small N and large m.

In order to better identify other possible causes of non-
ideal performance, we have first assumed that the dispersal
distribution and the mutational process were known. We
have then relaxed these assumptions and have also consid-
ered the effects of the spatial binning of samples. Both the
misspecification of the dispersal distribution and spatial bin-
ning can bias the estimation of the dispersal parameters in
complex ways that may render such estimates practically
meaningless. However, in general neighborhood size esti-
mation appeared robust (see also Rousset and Leblois 2007
for a linear habitat), except when the subpopulations that
are binned together already exhibit a substantial fraction of
the differentiation found among the most distant subpop-
ulations. In simulations jointly considering misspecification
of the dispersal distribution, of the mutation model, and
the effect of a milder but realistic spatial binning, the mu-
tation process mainly affected Nµ estimation but not Nb
estimation.

The fact that neighborhood estimation appears robust
implies that likelihood inference performs in the same way
as a spatial regression method that would simultaneously
estimate the neighborhood size from the increase in differ-
entiation with distance (which does not rest on a coales-
cent approximation) and that would estimate Nm from the
level of small-scale differentiation. Likelihood inference of
Nb may actually be more robust than the regression method
as the latter does not account for spatial edge effects.
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For example, in case [39] (a 10×10 array with samples
taken in the corners), the regression method has an approx-
imately 3-fold bias (details not shown), whereas the likeli-
hood method has correct coverage.

We did not consider the effect of a so-called continu-
ous population structure, where individuals can settle any-
where in a continuous habitat (Felsenstein 1975; Barton
et al. 2002). However, in such a case, the neighborhood pa-
rameter is best defined by considering the random walk of
ancestral lineages over the finite or countable positions
of ancestors rather than over continuous space, so that
continuous-space models can actually be understood as
discrete-space models (Robledo-Arnuncio and Rousset
2010), akin to the lattice models considered in the present
work. In this respect, we do not expect important differ-
ences between the estimands in the two classes of models.
In both discrete- and continuous-space models, the neigh-
borhood parameter depends on the product of an effective
mean square dispersal distance σ2

e and of an effective pop-
ulation density parameter De. σ2

e is defined as the asymp-
totic increase in mean square displacement per unit of time
of a particle performing this random walk, and De is de-
fined from the asymptotic rate of encounter of ancestral lin-
eages that each perform the same random walk and do not
coalesce when they meet each other. The estimand neigh-
borhood size defined in this way is a good predictor of the
moment method performance (Robledo-Arnuncio and
Rousset 2010).

A corollary of robust neighborhood estimation and non-
robust Nm estimation is that algorithms based on coales-
cent approximations are not most appropriate to infer the
shape of the dispersal distribution. A dedicated study of in-
ference of the shape of the dispersal distribution in a wider
family of distributions would either be plagued by the effects
of the coalescent approximation or should confine itself to
scenarios of low dispersal probability, compared with our fo-
cal population scenarios, which would strongly restrict its
usefulness.

This study has been focused on isolation by distance as
it is a widespread phenomenon that has been little consid-
ered in a likelihood framework. However, this is a compu-
tationally challenging problem, and simpler problems can
very easily be handled within the current software imple-
mentation. Estimation of the mutation rate parameter for a
single population can be performed in seconds, and remark-
ably even the single locus confidence interval have prac-
tically perfect coverage in this case (not shown). Analyses
under an island model are also fairly straightforward.

From the present results, likelihood inferences appear
feasible in moderately sized networks of populations, and
they are more efficient than moment-based method in
some realistic conditions. Nevertheless, the validity of in-
ferences is affected in complex ways by many factors and
may need to be analyzed in a case-by-case basis. Further
progress in algorithms and refined approximation tech-
niques would be necessary to raise full-likelihood tech-
niques as a general-purpose method of analysis of spatial
genetic data, in particular if accurate confidence intervals

are sought. This will surely encourage consideration of al-
ternative methods to derive estimates and confidence in-
tervals. A general alternative is the one based on simulation
of summary statistics, more or less similar to currently de-
veloped ABC techniques (Beaumont et al. 2002; Marjoram
and Tavaré 2006). In the latter perspective, it is worth em-
phasizing that coalescent approximations matter, and thus
sample simulation programs based on such approximations
may be misleading. More speculatively, the PAC-likelihood
estimators could be considered as efficient summary statis-
tics, though improvements in computation power and in
the processing of simulated distributions will be necessary
to make this a practical option.

Supplementary Material
Supplementary material is available at Molecular Biology
and Evolution online (http://www.mbe.oxfordjournals.org/).
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Appendix
Algorithms and Implementation
Likelihood and PAC-Likelihood Computation
The likelihood for individual parameter points is estimated as
the average value of a statistic over independent realizations
of possible ancestral histories of a sample, which distribution
is generated by an absorbing Markov chain with the allelic
state in the common ancestor as the absorbing state (e.g.,
Griffiths and Tavaré 1994; de Iorio and Griffiths 2004a; de Io-
rio and Griffiths 2004b). In particular, the likelihood compu-
tations rest on the computation of de Iorio and Griffiths’ π̂
terms,whichareapproximationsfortheprobability π thatan
additional gene sampled from a population is of a given allelic
type, conditional on the allelic counts of a previous sample.
The π̂s may be viewed as biased estimates of the πs, and im-
portance sampling techniques, where the π̂s also affect the
distribution of realizations of the Markov chain, are used to
obtain an unbiased estimate of the likelihood (see de Iorio
and Griffiths 2004b for a more detailed description).

This algorithm differs from those based on long runs of a
recurrent Markov chain, which is the better known Markov
Chain Monte Carlo type of algorithms considered in Migrate
(Beerli and Felsenstein 1999, 2001, Lamarc (Kuhner 2006)
or in the IM suite of programs (Hey and Nielsen 2004; Hey
2010). Therefore, the lingering issue of assessing the conver-
gence of a recurrent Markov chain does not arise. On the
other hand, the estimator of likelihood may not be con-
sistent for certain choices of the absorbing Markov chain
(Stephens and Donnelly 2000), but this problem is not ap-
parent in the present work.
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An elementary modification of the likelihood estima-
tion algorithm, which however saves a substantial fraction
of computation time, is to perform the final likelihood
computation when the ancestral history reaches the two-
lineages states by using standard formulas for identity in
state in migration matrix models, taken in the coalescent
limit (e.g., de Iorio et al. 2005) rather than by the Markov
chain method. This was implemented here.

The average computational burden for each ancestral
history increases with the number of events (mutation, mi-
gration, coalescence) in each history and with the amount
of computation for each event. Both increase with the
number of demes. The π̂s can be obtained as the solution
of a linear system Aπ̂ = b, where each dimension of the
A matrix is the number of subpopulations. In large arrays of
demes, the computation time of this step can be reduced
by using an iterative method (preconditioned conjugate
gradient algorithm) for solving the linear system, provided
approximate initial values are easy to compute. For linear
habitats, the solution of the system defined by a pentadiag-
onal subset of elements of A was used as the starting point
(Rousset and Leblois 2007). In two-dimensional habitats,
the solution for the A matrix for the island model (g = 1,
other parameters unchanged) is used as a starting point as
it can be efficiently computed using the Sherman–Morrison
formula (Bartlett 1951).

Although networks of more that 100 populations were
considered in this study, one CPU year or more may be nec-
essary to analyze a typical sample in this context. Because
the estimation of likelihood in different parameter points
proceeds independently, such an analysis can easily be
performed in a much shorter time on a computer grid. Still,
it is unpractical to analyze hundreds of samples in such con-
ditions. A fast alternative in such cases is the PAC-likelihood
method. In the incarnation previously described in Cornuet
and Beaumont (2007) and Rousset and Leblois (2007), PAC-
likelihood uses de Iorio and Griffiths’ π̂ as estimates for the
corresponding π, without any recourse to the importance
sampling methodology to correct for any resulting bias. The
computation time of PAC-likelihood increases more slowly
with the number of demes because it is independent of the
number of possible events in the history of the sample. In
particular, for fixed number of demes, the differences in
computation time between likelihood and PAC-likelihood
estimation increases when a large number of migration
events occur in the realized ancestral histories that is
when Nm increases. Rousset and Leblois (2007) found that
PAC-likelihood could by 500 to 1,000 times faster than
likelihood, but the difference can be larger depending on
Nm values. In many of the simulations of table 3, parameter
points with Nm values of 500 or more had to be considered,
and only PAC-likelihood computation was feasible for such
points.

Likelihood Surface Estimation
Smoothing of Likelihood Estimates. A likelihood surface
is inferred from likelihood estimates in different points.
The smoothing technique known as Kriging (e.g., Cressie

1993; Zimmerman and Stein 2010) was used in de Io-
rio et al. (2005) and Rousset and Leblois (2007) for that
purpose and is still used in this paper. However, com-
pared to previous works, the implementation of Kriging
had to be optimized in order to yield good confidence
intervals. The Kriging predictor function depends on covari-
ances between response values at different distances in pa-
rameter (predictor variables) space, and these covariances
are described by a covariance family and some covariance
parameters.

The covariance parameters are now estimated by so-
called generalized cross-validation (Golub et al. 1979),
using the Matérn covariance family, which includes a
smoothness parameter ν . In general, the estimated ν was
the maximum allowed value (i.e., 4) in our estimation
procedure, which generates smooth likelihood surfaces,
as expected. In cases [52]–[59] (table 3), a high minimal
allowed value (ν = 3.9) had to be imposed to obtain consis-
tently good results. However, it is always wise to begin with
less constrained ν estimation, as this might reveal problems
with the points subject to smoothing.

We do not present specific checks of the accuracy of the
smoothing step here, as in the end what matters are the
properties of confidence intervals. When these had poor
properties, it was repeatedly checked that the Kriging steps
were not the cause of concern by increasing the density
of likelihood points considered. Failure of Kriging can also
easily be detected on individual data sets from a diagnos-
tic plot of the residual errors of prediction, provided by the
program.

All algorithms used for Kriging and cross-validation are
described in Nychka (2000) and implemented in the fields
package (Fields Development Team 2006) of the R statisti-
cal software (R Development Core Team 2004). However,
numerical issues related to the inversion of nearly singular
matrices led us to independently reimplement these
algorithms. A C++ library interfaced with R is distributed
along our main software to perform Kriging. Likelihood
surface prediction may be very poor when extrapolation
is made out of the range of parameter values of Kriged
points. For this reason, the predictor was only applied to
parameter points within the convex envelope of the Kriged
points. Convex envelope computations were performed
using the rcdd package (Geyer and Meeden 2008). All the
analyses described in this study (estimation of likelihood
in individual points by de Iorio and Griffiths’ algorithms,
Kriging, graphical output of likelihood and profile likeli-
hood surfaces as shown in figs. 2 and 6) can be performed
with the Migraine software, a C++ executable, without
knowledge of Kriging nor of the R language. Migraine is
free open source software. Its current distribution page
is http://kimura.univ-montp2.fr/∼rousset/Migraine.htm.
Multiple parameter tests are implemented in this software
but not further discussed here.

Computation Settings
The settings described in this section apply to all simulations
unless mentioned otherwise.
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Exploration of Parameter Space. Final likelihoods are es-
timated from 1,024 points, obtained in two steps. In the
first step, 512 parameter points are sampled uniformly. For
samples simulated under the geometric dispersal model, the
initial range of parameter values explored is one-third to
three times the parameter value for Nµ and Nm and 0–0.999
for g. For samples simulated under a SMM, the initial Nµ
bounds were further halved. For samples simulated under
the Poisson reciprocal gamma dispersal model, the initial
2Nm range was one-third to three times Nb/π (which coin-
cides with the initial 2Nm range under the geometric model
when g = 0.5).

Likelihoods are estimated for the first 512 points, and for
one every 30 of them, a second replicate estimate is com-
puted. A likelihood surface is inferred from these likelihoods
by Kriging (including a cross-validation step), and a convex
envelope putatively including the whole P = 0.001 confi-
dence region (and possibly extending beyond the original
parameter ranges) is constructed. The parameter space in
which the convex envelope is defined is the same as for
Kriging. Another envelope extending z times as far from the
barycenter of the original envelope is defined for given z. In
most simulations, 512 additional points were sampled ap-
proximately uniformly within the extended envelope with
z = 2. In the latest simulations (in particular, cases [52]–
[59]), a slightly more involved procedure was used, where
half of the points are sampled uniformly within the enve-
lope with z = 1.1 and the other half in the envelope with
z = 2. Either way, these procedures appears very efficient
in that most of the points sampled in this way are indeed
on the “top” of the likelihood surface and contribute to the
computation of final likelihood ratio tests and confidence
regions.

In the second step, the likelihood for the 512 additional
points are estimated, with again replicates for one every
30 of them, and a likelihood surface is inferred by Kriging
from all 1,024 points (including a new cross-validation step).
The effect of additional points from a third iteration was
repeatedly checked and found to have no impact on the
conclusions.

Other Settings. In most cases, for each locus and each pa-
rameter point, the likelihood estimate is obtained from 30
replicates of the absorbing Markov chain (i.e., 30 possible
ancestral histories) or 30 replicates of the PAC-likelihood
algorithm. In cases [52]–[59], only five replicates of the IS
or PAC-likelihood algorithms were computed for each locus
and each parameter point, as preliminary simulations sug-
gested that this was sufficient.

Specific Settings for Large g. If the true g value is 0.99999,
uniform sampling of hundreds of g values is unlikely to gen-
erate g values large enough, so that ultimately no predicted
likelihood value will be available for the true g value or for
the true neighborhood value. Various ad hoc corrections
of the sampling of parameter points could be considered.
Here, we performed uniform sampling of ln(σ2

cond) rather
than g. Kriging was performed on the same variable. This
parameterization could be more generally useful when there

is a plateau of high likelihood values for large values of the
neighborhood size, which is expected for samples simulated
under high neighborhood values.

Comparison with Moment-Based Inferences. Likelihood-
based inferences of neighborhood size were compared with
moment-based ones (e.g., Rousset 1997; Vekemans and
Hardy 2004; Watts et al. 2007) as implemented in the soft-
ware Genepop, version 4.1 (Rousset 2008), wherein con-
fidence intervals are constructed by the ABC bootstrap
method (DiCiccio and Efron 1996).

Misspecification Effects Due to the
Coalescent Approximation
Samples are simulated under an exact backward generation-
by-generation algorithm, where no “large N” approximation
is used. Deme size N, forward migration probabilities, and
mutation probability u are all distinct parameters, whereas
the estimation algorithm is based on limit results for large
N, small backward immigration probabilities, and small u.
In the sample simulation program, edge effects can be ac-
counted for in a simple mechanistic way by computing
the backward dispersal distribution in a focal deme as the
relative forward migration probabilities from every deme
(including the nonimmigration probability from the focal
deme itself), where the forward probabilities are identical
from any deme. But this cannot be done in the estimation
algorithm, as the coalescent model does not depend on the
nonimmigration probability but only of number of immi-
grants (product of deme size and immigration probabilities)
from other demes. To put it another way, in the coalescent
limit, the forward nonmigration rate is the limit value of
N(1 − m) as N → ∞ and m → 0; this is infinitely larger
than any immigration rate from other demes and cannot be
used to define a backward probability distribution.

This means that the statistical model is intrinsically mis-
specified when applied to samples generated by the exact
backward algorithm. One way to overcome this discrepancy
is to simulate samples under coalescent assumptions, and
this case has been considered. However, an extended assess-
ment of performance under such conditions would not give
any idea of the implications of misspecification for analy-
ses of data from populations where dispersal probabilities
are not vanishingly low. Therefore, we more generally con-
trolled the number of immigrants according to the rules de-
scribed in the main text.

These rules have the following effects under the geo-
metric dispersal model. In the estimation algorithm, the
expected number of immigrant genes (haploid deme size
times dispersal probability) from any given subpopula-
tion to some focal deme d is a given Nm value times
g|x|+|y|i(x, y)/G, where i(x, y) = 1/[(1 + δx0)(1 + δy0)],
and G is the maximum value, over all demes each taken
as the focal one d, of

∑
k #=d g|x|+|y|i(x, y). For example, in

case [1] (a 4 × 4 array of demes of haploid size N = 400,
m = 0.01, and g = 0.5), the expected numbers of mi-
grant genes within each deme are 4, 2.477, or 3.169, de-
pending on whether the deme is in the central square, in
the corners, or in another edge position, respectively. In
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the sample simulation, the expected number of immigrant
genes from any given subpopulation to some focal deme d is
deme size times the backward immigration probability. The
latter probability can be written in the form

g|x|+|y|i(x, y)m/G∑
k #=d g|x|+|y|i(x, y)m/G + (1 − m)

, (3)

where m is the forward dispersal probability, and
∑

k #=d(·)
denotes a sum over source demes k distinct from the focal
deme d. For the maximizing focal deme, the denominator
is 1 and the number of immigrants from each other deme
is Nmg|x|+|y|i(x, y)/G as in the estimation algorithm. For
case [1], these numbers of immigrants are 4, 2.486, or 3.176
in each of the three types of demes defined above. If no cor-
rection were applied in order to control the maximal Nm,
they would be 2.427, 1.506, or 1.925 (i.e., G = 2.427/4).

Effects of Binning
A good understanding of the effects of binning on inferences
is obtained when a rule is given to generate estimands that
are shown to be estimated with low bias and ideally good
coverage of confidence intervals. For example, bin popula-
tion size times mutation probability is a good Nµ estimand
as the estimates have low bias relative to this value. Depar-
tures from this rule in the simulations can be attributed to
the PAC-likelihood bias rather than to binning per se. How-
ever, for the dispersal parameters, no rule was found that
correctly predicts all estimands in all cases investigated. For
example, the expected number of immigrants in a bin is not
always the correct Nm estimand. Nevertheless, we can de-
duce estimands for binned data from the estimands of the
moment-based regression method: the estimand Nm is de-
duced from the inferred FST between the nearest bins, and
this appears to work well. Indeed, this may not only account
for the effects of binning but also for deviations from the
large N, low m approximation. Likewise, the Nb estimand
can be deduced from the increase of differentiation with dis-
tance in the binned data, and the g estimand can then be
deduced from Nm and Nb.

However, there are several drawbacks with these predic-
tions. First, they can be derived from simple analytical argu-
ments in some cases, but must otherwise be generated by a
regression analysis of binned data with a large number of loci
and are not uniquely related to the true parameter values
only but may also depend on the sampling design as shown
below. Second, the Nb estimand derived from the slope of
the regression may not be a valid prediction in conditions
where the regression method is expected to poorly estimate
Nb. For example, the regression method does not account
for edge effects in contrast to the likelihood method. Pe-
ripheral demes receive fewer immigrants and thus are more
differentiated than central demes, which biases regression
Nb estimates downward when samples are taken from pe-
ripheral demes. In fact, it is both more easily interpretable
and overall a more accurate prediction to assume that the
estimand Nb is the true Nb value. The following examples
illustrate these conclusions.
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Under an island model, different results are expected
whether only populations are binned or whether samples
are binned too. As an illustration of the first case, consider
an array of 10 × 10 populations binned into a 5 × 5 ar-
ray, but samples come from nonadjacent populations and
therefore go into different bins. A standard FST analysis of
the binned data will yield the same FST and Nm estimates
as that of the original data because the binned samples are
indistinguishable from the original samples, and FST estima-
tion per se does not use any extra information. By contrast,
when (say) pairs of samples are binned too, the FST esti-
mates are halved, so that Nm estimates are roughly 1/2
plus twice the original value. As an illustration, we recon-
sidered the simulation conditions of case [39] (2Nm = 8,
g = 0.5, and Nb = 100.531 in a two-dimensional habitat).
For bins covering two lattice units, wherein pairs of samples
are binned, the estimand is 2Nm = 16 (or more exactly
16.5) according to the island model argument, and then
from equation (1), g = 0.357. By contrast, if four of the eight
sampled populations are taken at position (3,3) and rota-
tionally symmetrical positions rather than at position (2,2)
and rotationally symmetric positions, samples are no longer
binned when populations are binned. Simulations condi-
tions are otherwise identical to the previous ones, but the
estimand is 2Nm = 8. Simulation results (case [60] vs. [61])
confirm this predicted contrast. For Nb, if true values are
taken as the estimands, estimation is poor as shown in the
table. However, performance is also poor when estimands
are deduced from the regression analysis (not shown). In
this case, regression estimates are affected by edge effects,
as samples come from peripheral demes even in the absence
of binning.

This example shows that the effects of binning may be
difficult to predict as they are affected by the sampling de-
sign, and all the more so as in real data analyses, different
number of samples may fall in different bins. The following
simulations and all those reported in table 3 incorporate the
latter feature.

For the simulation conditions of case [44] (m=0.025,
2Nm = 20, g = 0.5, and Nb= 120 in a linear habitat), a
regression analysis of a 2,000-loci data set shows that the fit-
ted differentiation between adjacent bins of four demes is
only slightly lower than that between adjacent demes (es-
timated FST≈ 0.035 vs. 0.040). The slope of the regression
against geographical distance (in bin width units) is roughly
4-fold increased, which is indeed expected from the mere
effect of the change of spatial scale (equivalently, the Nb
estimand is invariant if distance is always measured in the
same spatial units). For simplicity, in the analysis of likeli-
hood performance, we assumed that the Nm estimand was
unchanged by binning (thereby expecting a small positive
bias) and that Nb estimand is the true Nb value, only 4-fold
reduced by the change of scale. All these predictions are well
supported (case [62]).

A similar analysis was conducted in conditions closer
to the damselfly example. Estimands were deduced from a
regression analysis of a 2,000-loci data set for three binning
levels. The estimand Nb inferred in these three cases devi-

ated at most by 43% from the true value (in particular, in
two dimensions, the regression is relative to logarithm of
distance and a change of spatial scale has no effect on the
regression slope). On the other hand, there was an almost 6-
fold variation of the Nm estimands from the true Nm value
(up to 297 vs. 50, as shown on the left of table 4). As above,
in the analysis of likelihood performance, we varied the Nm
estimand as given by the regression analysis but fixed the Nb
estimand to the true value as shown in the table.

The predictions are again well supported (cases [63]–
[65]), although some distorsion of P values is observed for
g (maybe because many estimates are at the boundary) and
becomes evident for the other dispersal parameters under
the highest level of binning.

These results show that the effects of binning on like-
lihood inferences of dispersal parameters are largely pre-
dictable from its effect on spatial regression analyses when
the latter are meaningful. However, the effects on Nm and
g are complex. In the main text, we consider only Nb and
Nµ estimates, where Nb estimands are taken to be the true
values.
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Abstract

Understanding the demographic history of populations and species is a central issue in evolutionary biology and mo-
lecular ecology. In this work, we develop a maximum-likelihood method for the inference of past changes in population
size from microsatellite allelic data. Our method is based on importance sampling of gene genealogies, extended for new
mutation models, notably the generalized stepwise mutation model (GSM). Using simulations, we test its performance to
detect and characterize past reductions in population size. First, we test the estimation precision and confidence intervals
coverage properties under ideal conditions, then we compare the accuracy of the estimation with another available
method (MSVAR) and we finally test its robustness to misspecification of the mutational model and population structure.
We show that our method is very competitive compared with alternative ones. Moreover, our implementation of a GSM
allows more accurate analysis of microsatellite data, as we show that the violations of a single step mutation assumption
induce very high bias toward false contraction detection rates. However, our simulation tests also showed some limits,
which most importantly are large computation times for strong disequilibrium scenarios and a strong influence of some
form of unaccounted population structure. This inference method is available in the latest implementation of the
MIGRAINE software package.

Key words: demographic inference, maximum likelihood, coalescent, importance sampling, microsatellites, bottleneck,
population structure, mutation processes, population contraction.

Introduction
Understanding the demographic history of populations and
species is a central issue in evolutionary biology and molecular
ecology, for example, for understanding the effects of envi-
ronmental changes on the distribution of organisms. From a
conservation perspective, a severe reduction in population
size, often referred to as a “population bottleneck,” increases
rate of inbreeding, loss of genetic variation, fixation of dele-
terious alleles, and thereby greatly reduces adaptive potential
and increases the risk of extinction (Lande 1988; Keller and
Waller 2002; Frankham et al. 2006; Reusch and Wood 2007).
However, characterizing the demographic history of a species
with direct demographic approaches requires the monitoring
of census data, which can be extremely difficult and time
consuming (Williams et al. 2002; Schwartz et al. 2007;
Bonebrake et al. 2010). Moreover, direct approaches cannot
give information about past demography from present-time
data. A powerful alternative relies on population ge-
netic approaches, which allow inferences on the past demog-
raphy from the observed present distribution of genetic

polymorphism in natural populations (Schwartz et al. 2007;
Lawton-Rauh 2008).

Until recently, most indirect methods were based on test-
ing whether a given summary statistic (computed from ge-
netic data) deviates from its expected value under an
equilibrium demographic model (Cornuet and Luikart 1996;
Schneider and Excoffier 1999; Garza and Williamson 2001).
Because of their simplicity, these methods have been widely
used (see, e.g., Comps et al. 2001; Colautti et al. 2005, and the
reviews of Spencer et al. 2000 and Peery et al. 2012). But they
estimate neither the severity of the contraction nor its age or
duration.

Although much more mathematically difficult and com-
putationally demanding, likelihood-based methods outper-
form these moment-based methods by considering all
available information in the genetic data (see Felsenstein
1992; Griffiths and Tavar"e 1994a; Emerson et al. 2001, and
the review of Marjoram and Tavar"e 2006). Among others,
the software package MSVAR (Beaumont 1999; Storz and
Beaumont 2002) has been increasingly used to infer past

! The Author 2014. Published by Oxford University Press on behalf of the Society for Molecular Biology and Evolution. All rights reserved. For permissions, please
e-mail: journals.permissions@oup.com
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demographic changes. MSVAR assumes a demographic model
consisting of a single isolated population, which has under-
gone a change in effective population size at some time in the
past. It is dedicated to the analysis of microsatellite loci that
are assumed to follow a strict stepwise mutation model
(SMM, Ohta and Kimura 1973). In a recent study, Girod
et al. (2011) evaluated the performance of MSVAR by simula-
tion. They have shown that MSVAR clearly outperforms
moment-based methods to detect past changes in population
sizes, but appears only moderately robust to misspecification
of the mutational model: Deviations from the SMM often
induce “false” contraction detections on simulated samples
from populations at equilibrium. Chikhi et al. (2010) also
found a strong confounding effect of population structure
on contraction detection using MSVAR. Thus, departures
from the mutational and demographic assumptions of the
model appear to complicate the inference of past population
size changes from genetic data.

This work extends the importance sampling (IS) class of
algorithms (Stephens and Donnelly 2000; de Iorio and Griffiths
2004a, 2004b) to coalescent-based models of a single isolated
population with a unique past change in population size. Such
a model is rather simple compared with complex demo-
graphic scenarios occurring in natural populations but infer-
ences based on it can easily be tested by simulation and
compared with existing methods. Furthermore, we provide
explicit formula for a generalized stepwise mutation model
(GSM; Pritchard et al. 1999), following de Iorio et al. (2005).

We have conducted three simulation studies to test the
efficiency of our methodology on past contractions (i.e., bot-
tlenecks) and its robustness against misspecifications of the
model. The first study aims at showing the ability of the al-
gorithm to detect contractions and to recover the parameters
of the model (i.e., the severity of the population size change
and its age) on a wide range of contraction scenarios. In the
second study, we compared the accuracy of our IS implemen-
tation with the Monte Carlo Markov Chain (MCMC) ap-
proach implemented in MSVAR. The third study tests the
robustness of our method against misspecification of the mu-
tation model, and against the existence of a population struc-
ture not considered in the model. Finally, we have applied our
methodology on the orangutan data set of Goossens et al.
(2006) and compared our results with those obtained with
MSVAR. All analyses in these studies were performed using the
latest implementation of the MIGRAINE software package,
available at http://kimura.univ-montp2.fr/~rousset/Migraine.
htm (last accessed July 28, 2014).

New Approaches
Our goal is to obtain maximum-likelihood (ML) estimates for
single population models with a past variation in population
size as described in the next section. To this end, we describe
hereafter the successive steps of the inference algorithm.

Demographic Model
We consider a single isolated population with a unique past
size change (fig. 1). The method and our implementation in

MIGRAINE are quite general, in the sense that discrete (i.e.,
sudden), linear or exponential population size contractions or
expansions can be considered. However, in agreement with
Girod et al. (2011), we found in preliminary tests that param-
eter inference is less precise for expansions, especially for the
time parameter. For this reason, we focused on contraction
scenarios to test our method on smallish data sets with rea-
sonable computation times (but see the Discussion section
and supplementary fig. S5, Supplementary Material online,
for the analysis of an expansion scenario). We denote by
N(t) the population size, expressed as the number of genes,
t generations away from the sampling time t = 0. Population
size at sampling time is N ! Nð0Þ. Then, going backward
in time, the population size changes according to a deter-
ministic function until reaching an ancestral population size
Nanc at time t = T. Then, NðtÞ ¼ Nanc for all t 4 T. More
precisely,

NðtÞ ¼ NðNanc

N
Þ

t

T; if 0 < t < T;

Nanc; if t % T:

8
>><

>>:
ð1Þ

To ensure identifiability, the parameters of interest are scaled
as ! ! 2N"; !anc ! 2"Nanc, and D ! T=2N, where " is the
mutation rate per locus per generation. We are often inter-
ested in an extra composite parameter Nratio ¼ !=!anc, which
is useful to characterize the strength of the contraction.
Finally, we also consider an alternative parametrization
of the model using !, !anc, and D0 ! "T in a few situations,
for comparison between these two possible
parameterizations.

Computation of Coalescent-Based Likelihood with IS
Because the precise genetic history of the sample is not ob-
served, the coalescent-based likelihood at a given point of the
parameter space is an integral over all possible histories, that
is, genealogies with mutations, leading to the current genetic
data. Following Stephens and Donnelly (2000) and de Iorio
and Griffiths (2004a), the Monte Carlo scheme computing
this integral is based here on IS. The set of possible past

FIG. 1. Representation of the demographic model used in the study. N is
the current population size, Nanc is the ancestral population size (before
the demographic change), T is the time measured in generation since
present, and " is the mutation rate of the marker used. Those four
parameters are the canonical parameters of the model. !, D, and !anc are
the inferred scaled parameters.
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histories is explored through an importance distribution de-
pending on the demographical scenario and the parameter
values. The best proposal distribution to sample from is the
importance distribution leading to a zero variance estimate of
the likelihood. Here this distribution would be the distribution
of gene history conditional on the current genetic data, which
corresponds to all backward transition rates between succes-
sive states of the histories. As computation of these backward
transition rates is often too difficult, we substitute this con-
ditional distribution with an importance distribution, and
introduce a weight to correct the discrepancy. Like the best
proposal distribution, the actual importance distribution is a
process describing changes in the ancestral sample configu-
ration backward in time using absorbing Markov chains.
However, it does not lead to a zero variance estimate of the
likelihood. Better efficiency of the IS proposals allows to ac-
curately estimate likelihoods by considering fewer histories for
a given parameter value. Stephens and Donnelly (2000), de
Iorio and Griffiths (2004a, 2004b), and de Iorio et al. (2005)
suggested efficient approximations that are easily comput-
able. However, the efficiency of the importance distribution
depends heavily on the demographic model and the current
parameter value.

The first main difference between our algorithm and those
described in de Iorio and Griffiths (2004a, 2004b) is the time
inhomogeneity induced by the disequilibrium of our demo-
graphic model. Demographic models considered in de Iorio
and Griffiths (2004a, 2004b) and in Rousset and Leblois (2007,
2012) suppose equilibrium and do not include indeed any
change in population sizes. To relax the assumption of time
homogeneity in de Iorio and Griffiths (2004b), we modify
their equations (see tables 1 and 2 of de Iorio and Griffiths
2004b), so that all quantities depending on the relative pop-
ulation sizes now vary over time because of the population
size changes. Thus, we must keep track of time in the algo-
rithm to assign the adequate value to all time-dependent
quantities. To see how this is done, consider that the geneal-
ogy has been constructed until time Tk, the time of occur-
rence of the kth event, and that, at this date, n ancestral
lineages remain. Under the coalescent with mutations, the ex-
pected rate of a mutation event is then n!=2, and nðn& 1Þ
#ðtÞ=2 for a coalescence, where #ðtÞ ¼ N=NðtÞ is the relative
population size function describing demographic disequilib-
rium. #ðtÞ corresponds to parameter 1=q in de Iorio and
Griffiths (2004b). The total jump rate (i.e., occurrence rate
of some event) at time t % Tk is then

GðtÞ ¼ n
!
ðn& 1Þ#ðtÞ þ !

"
=2

and the next event in the genealogy occurs at time Tkþ1

whose distribution has density

P̂ðTkþ1 2 ½t; tþ dt)Þ ¼ GðtÞexp &
Z t

Tk

GðuÞdu

# $
dt for

t % Tk:

Apart from these modifications that follow from the work of
Griffiths and Tavar"e (1994b), the outline of the IS scheme

from de Iorio and Griffiths (2004b) is preserved (see section
A1 in the supplementary material, Supplementary Material
online, for more details).

We also develop specific algorithms to analyze data under
the GSM, with infinite or finite number of alleles. This more
realistic mutation model considers that multistep mutations
occur and the number of steps involved for each mutation
can be modeled using a geometric distribution with param-
eter p. The original algorithm of Stephens and Donnelly
(2000) covers any finite mutation model but requires numer-
ical matrix inversions to solve a system of linear equations,
(see, e.g., eqs. 18 and 19 in Stephens and Donnelly 2000). Time
inhomogeneity requires matrix inversions each time the ge-
nealogy is updated by the IS algorithm. To bypass this diffi-
culty, de Iorio et al. (2005) have successfully replaced the
matrix inversions with Fourier analysis when considering an
SMM with an infinite allele range. We extended this Fourier
analysis in the case of a GSM with an infinite allele range.
However, contrarily to the SMM, the result of the Fourier
analysis for the GSM is a very poor approximation if the
range of allelic state is finite as soon as p is not very small
(e.g., <0.1). To consider a more realistic GSM with allele
ranges of finite size, we propose to compute the relevant
matrix inversions using a numerical decomposition in eigen-
vectors and eigenvalues of the mutation process matrix,
P. Because the mutation model is not time-dependent,
this last decomposition is performed only once for a given
matrix P. See section A4 in the supplementary material,
Supplementary Material online, for details about the GSM
implementation.

Finally, several approximations of the likelihood, using
products of approximate conditional likelihoods (Cornuet
and Beaumont 2007) once the ancestral stable population
is reached, and analytical computation of the probability of
the last pair of genes, have been successfully tested to speed
up computation times (see section A2 in the supplementary
material, Supplementary Material online). In what follows, all
analyses considering a GSM use these approximations, unless
otherwise specified.

Inference Method
Following Rousset and Leblois (2007, 2012), we first define
a set of parameter points through a stratified random
sample on the range of parameters provided by the user.
Then, at each parameter point, the multilocus likelihood is
the product of the likelihoods for each locus, which are
estimated through the IS algorithm described above. The
likelihood inferred at the different parameter point is then
smoothed by a Kriging scheme (Cressie 1993). After a first
analysis of the smoothed likelihood surface, the algorithm
can be repeated a second time to increase the density of
the grid in the neighborhood of a first ML estimate. Finally,
one- and two-dimensional profile likelihood ratios are com-
puted, to obtain confidence intervals (CI) and graphical
outputs (e.g., fig. 2). Section A3 in the supplementary ma-
terial, Supplementary Material online, explains how we
tuned the parameters of the algorithm, namely the range
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of parameters, the size of parameter points, and the
number of genealogical histories explored by the IS
algorithm.

A genuine issue, when facing genetic data, is to test
whether the sampled population has undergone size changes
or not. Thus, we derived a statistical test from the method-
ology presented above. It aims at testing between the null
hypothesis that no size change occurred (i.e., N ¼ Nanc) and
alternatives such as a population decline or expansion (i.e.,
N 6¼ Nanc). At level $, our test rejects the null hypothesis if
and only if 1 lies outside the 1& $ CI of the ratio
Nratio ¼ N=Nanc.

All those developments are implemented in the
MIGRAINE software package. A detailed presentation of
the simulation settings and validation procedures used to
test the precision and robustness of the method is given in
the Materials and Methods section.

Results

Two Contrasting Examples
We first draw a contrast between two typical simulation out-
puts (figs. 2a and b), which must be kept in mind to under-
stand further simulation results. The first one (case [0]),
corresponding to our baseline simulation (! ¼ 0:4, D = 1.25,
and !anc ¼ 40:0), is an ideal situation in which the inference
algorithm performs well due to the large amount of informa-
tion in the genetic data, resulting in a likelihood surface with
clear peaks for all parameters around the ML values. The
contraction signal is highly significant and is clearly seen in
the (!, !anc) plot on figure 2a, as the ML peak is above the 1:1
diagonal. The second example (case [10]) is a more difficult
situation, where the population has undergone a much
weaker contraction (! ¼ 0:4, D = 1.25, and !anc ¼ 2:0) that
does not leave a clear signal in the genetic data. In such a

Table 1. Effects of the Number of Loci and Mutation Processes on the Performance of Estimations for Our Baseline Simulation with h ¼ 0:4,
D = 1.25, and hanc ¼ 40:0 under an SMM, a GSM with p = 0.22 and p = 0.74, a KAM and Two Situations with Variable Mutation Processes as
Described in the Materials and Methods Section.

Case n‘ p h D hanc CDR (FEDR)

Rel. Bias RRMSE KS Rel. Bias RRMSE KS Rel. Bias RRMSE KS Rel. Bias RRMSE KS

SMM

[0] 10 NA NA NA 0.035 0.56 0.056 0.062 0.27 0.068 0.046 0.47 0.46 1 (0)

[A] 25 NA NA NA 0.0066 0.31 0.35 0.0079 0.16 0.73 0.0055 0.30 0.84 0.986 (0)

[B] 50 NA NA NA 0.015 0.23 0.62 0.0016 0.12 0.69 &0.0071 0.22 0.51 0.982 (0)

GSM 0.22

[C] 10 0.26 0.91 0.16 0.033 0.51 0.12 0.16 0.66 0.14 0.22 1.33 0.657 0.990 (0)

[D] 50 0.17 0.47 0.12 0.059 0.25 0.44 0.012 0.14 0.75 &0.085 0.39 0.082 1.0 (0)

GSM 0.74

[E] 10 0.016 0.14 0.0.094 0.137 0.52 0.11 0.42 0.67 <10&12 2.46 3.4 <10&12 0.965 (0)

[F] 50 0.045 0.081 3:8* 10&5 0.34 0.44 <10&12 0.40 0.49 <10&12 1.6 2.4 <10&12 1.0 (0)

KAM

[G] 10 NA NA NA &0.070 0.64 0.011 0.14 0.71 0.000034 2.11 4.8 0.012 0.84 (0)

[H] 25 NA NA NA &0.027 0.49 0.54 &0.058 0.69 0.54 0.61 2.6 0.041 0.97 (0)

[I] 50 NA NA NA &0.084 0.32 0.085 &0.22 0.51 0.19 0.402 2.74 0.0675 1.0 (0)

var. mut. processes

[J] 10 0.18 0.91 0.00070 0.12 0.65 9:8* 10&5 0.31 0.92 0.020 0.67 2.3 0.014 0.96 (0)

[K] 50 0.097 0.49 0.020 0.083 0.27 0.0055 0.040 0.18 0.99 &0.22 0.45 4:3* 10&7 0.97 (0)

NOTE.—n‘ , number of loci; Rel. Bias, relative bias; KS, P value of the Kolmogorov–Smirnov test for departure of ECDF of LRT P values from uniformity; CDR, contraction detection
rate; FEDR, false expansion detection rate; RRMSE, relative root mean square.

Table 2. Effects of Scaling the Time by the Mutation Rate Instead of Population Size for Different Timings, h ¼ 0:4 and hanc ¼ 40:0.

True D or D0 Case Scaling h D or D0 hanc

Rel. Bias RRMSE KS Rel. Bias RRMSE KS Rel. Bias RRMSE KS

0.125 (0.05) [3] D ¼ T=2N 2.6 5.7 < 10&12 0.30 0.65 2:3* 10&4 0.040 0.24 0.21
[17] D0 = Tl 2.3 4.5 1:4* 10&9 2.6 5.61 3:6* 10&10 0.0045 0.26 0.016

1.25 (0.5) [0] D ¼ T=2N 0.035 0.56 0.056 0.062 0.27 0.068 0.046 0.47 0.46
[18] D0 ¼ Tl 0.053 0.54 0.056 0.14 0.82 0.127 &0.0026 0.46 0.857

3.5 (1.4) [7] D ¼ T=2N &0.026 0.38 0.82 0.0038 0.50 0.51 0.32 1.7 0.098
[19] D0 ¼ Tl &0.013 0.37 0.91 0.020 0.71 0.12 0.389 2.11 0.40

5.0 (2.0) [8] D ¼ T=2N &0.107 0.36 0.33 &0.11 0.42 0.58 0.46 2.4 0.46
[20] D0 ¼ Tl &0.088 0.31 0.50 &0.16 0.52 0.68 0.49 2.5 0.60

NOTE.—Computations are done considering only data sets with a significant contraction detection. No effect of such scaling is detected on CDRs nor on FEDRs. Rel. Bias, relative
bias; KS, P value of the Kolmogorov–Smirnov test for departure of ECDF of LRT P values from uniformity.

4

Leblois et al. . doi:10.1093/molbev/msu212 MBE

 at IN
RA

 Institut N
ational de la Recherche A

gronom
ique on O

ctober 23, 2014
http://m

be.oxfordjournals.org/
D

ow
nloaded from

 



situation, there is not much information on any of the three
parameters, resulting in much flatter funnel- or cross-shaped
two-dimensional likelihood surfaces. A contraction signal is
visible on the cross-shaped (!, !anc) plot on figure 2b, but is
not significant.

Implementation and Efficiency of IS on Time-
Inhomogeneous Models
Simulation tests show that our implementation of de Iorio–
Griffiths’ IS algorithm for a model of a single population with
past changes in population size and stepwise mutations is

(a) Profile likelihood ratio Profile likelihood ratio(b)

FIG. 2. Examples of typical two-dimensional profile likelihood ratios for two data sets generated with (a) ! ¼ 0:4, D = 1.25, !anc ¼ 40:0 (case [0]) and
(b) ! ¼ 0:4, D = 1.25, !anc ¼ 2:0 (case [10]). The likelihood surface is inferred from 1,240 points in two iterative steps (a), and 3,720 points in three
iterative steps (b) as described in section A3 in the supplementary material, Supplementary Material online. The likelihood surface is restricted to the
region of the parameter space where the likelihood was actually estimated.
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very efficient under most demographic situations tested here.
Similar results are obtained for two different approximations
of the likelihood (see section A2 in the supplementary mate-
rial, Supplementary Material online). First, computation times
are reasonably short: For a single data set with hundred gene
copies and ten loci, analyses are carried out within few hours
to 3 days on a single processor, even for the longest analyses
with four parameters under the GSM. Second, likelihood ratio
test (LRT) P value distributions generally indicate good
CI coverage properties (see the Materials and Methods sec-
tion). Empirical cumulative distribution functions (ECDF) of
LRT P values for all scenarios, shown in section F in the sup-
plementary material, Supplementary Material online, are
most of the time close to the 1:1 diagonal as shown in
figure 3a for our baseline scenario.

Exceptions to those global trends are of two types: 1) For
scenarios in which there is not much information on one or
more parameters, such as the example of a weak contraction
described in the previous section, likelihood surfaces are flat
on the corresponding axes (fig. 2b). Such scenarios with very
few information on one or more parameters are discussed in
the next section. In such situations, asymptotic LRT P value
properties were not always reached (e.g., fig. 3b) because of
the small number of loci (i.e., 10) considered. Analyzing more
loci should improve CI coverage properties in those situa-
tions. 2) The more recent and the stronger contractions are,
the less efficient are the IS proposals, because they are com-
puted under equilibrium assumptions as detailed in the New
Approaches section and section A1 in the supplementary
material, Supplementary Material online. Contrarily to the
first situation, likelihood surfaces are then too much peaked,
and MLs are located in the wrong parameter region. The
main defect we observed is thus a positive bias minimizing
the contraction strength and bad CI coverage properties for
!, when the number of explored ancestral histories is too
small (results not shown). Consideration of 2,000 ancestral
histories per parameter point (as for most simulations in this
study, see section A1 in the supplementary material,
Supplementary Material online) ensures good CI coverage
properties, except for some extreme situations. For a very
recent and strong past contraction (! ¼ 0:4, D = 0.25, and
!anc ¼ 400:0), increasing the number of ancestral histories
sampled for each point up to 200,000 decreases relative bias
and relative root mean square error (RRMSE) on ! but does
not provide satisfactory CI coverage properties (supplemen-
tary fig. S64, Supplementary Material online). Increasing the
number of loci decreases the bias and RRMSE for D and !anc

but not for !. Such results have however only been observed
in those few extreme situations with !=!anc 4 0:001 and
D40:25. Figure 3c illustrates a more realistic situation of a
very recent but not too strong population size contraction
where the two defects described above are cumulated (case
[3], with ! ¼ 0:4, D = 0.125, and !anc ¼ 40:0).

ECDF of LRT P values for all parameters also more often
depart from the 1:1 diagonal when the mutation model
moves away from a strict stepwise model and when a low
number of loci (i.e., 10 or 25) is used for inference (e.g., for a
GSM with p = 0.74, where p is the parameter of the geometric

distribution of mutation step sizes, and for a K-allele model
[KAM]: See table 1, cases [E], [G], and [H]). In those situations,
ECDF of LRT P values (supplementary figs. S10, S12, and S13,
Supplementary Material online) indicate slightly too narrow
CI, especially for parameters for which there is not much
information (e.g., !anc and D). Considering a larger number
of loci (i.e., 50) restores good CI coverage properties for the
KAM but not for the GSM with p = 0.74 (cf. perfect LRT P-
value distributions for case [I] but not for [F]: See table 1 and
supplementary figs. S11 and S14, Supplementary Material
online). This suggests that the above incorrect ECDF of LRT
P values are partly due to the small amount of information
carried by a low number of loci but also due to slight mis-
specifications of the mutation model (i.e., the number of
possible allelic states in the GSM, see section A2 in the sup-
plementary material, Supplementary Material online).

Power and Precision under Ideal Conditions
Results for the power of the contraction detection test and
for the precision of the estimates under ideal conditions (i.e.,
same model used for simulations and analyses) with ten loci
are presented in figures 4 and 5.

Contraction detection rates (CDRs) are highest when con-
tractions are not too recent, nor too old or too weak: A
contraction is detected at a 5% level in more than 95% of
the data sets when the contraction occurred more than 25
generations ago but less than 1,400 generations ago
(0:0625 < D < 3:5, fig. 5) and when the ancestral popula-
tion size is at least 20 times the actual size. Detection rates are
then decreasing for more recent, older or weaker contrac-
tions, but stay high (450%) in many of those situations.
In this first simulation set, only extremely weak (!anc ¼ 5!,
case [10], fig. 4) or extremely old (D = 7.5, case [9], fig. 5)
contractions show CDRs below 50%.

Precision of parameter inference is highly dependent on
the scenario considered. First, global precision on all param-
eters increases with the strength of the contraction.
Reasonable precision, for example, a relative bias between
&20% and 100% and RRMSE below 100%, is only obtained
when the ancestral population size is larger than 20 times the
actual population size (fig. 4). However, for weaker contrac-
tions, estimates of the order of magnitude for some but not
all parameters can often be obtained. Second, precision of the
inference of each parameter is strongly dependent on the
timing of the population size change and this is well repre-
sented on figure 5. Parameter ! is inferred with good precision
when the contraction is not too recent, for example, older
than 200 generations in our simulation (D 4 0.5). For more
recent contractions, relative biases are at least 130% and
RRMSE larger than 300%. On the other hand, !anc is well
estimated for recent and intermediate contractions. For old
contraction, for example, older than 1,000 generations
(D 4 2.5), relative bias and RRMSE are often greater than
100%. Inference of D shows an intermediate pattern, with
more precise inferences for intermediate timings. Relative
bias and RRMSE on D first decrease with time for contractions
that occurred from 10 to 500 generations ago
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(a) (b)

(c)

FIG. 3. ECDF of P values of LRTs for (a) the baseline scenario (case [0]), with ! ¼ 2N" ¼ 0:4; D ¼ T=2N ¼ 1:25 and !anc ¼ 2Nanc" ¼ 40:0; (b) a
very weak contraction scenario (case [10]), with ! ¼ 0:4, D = 1.25 and !anc ¼ 2:0; and (c) a recent contraction scenario (case [3]), with ! ¼ 0:4,
D = 0.125 and !anc ¼ 40:0. Mean relative bias (rel. bias, computed as

P
ðobserved value& expected valueÞ=expected value) and relative root mean

square error (rel. RMSE, computed as
P
½ðobserved value& expected slopeÞ=expected value)2) are reported as well as the contraction detection rate

(DR) and FEDR in parentheses after DR. KS indicate the P value of the Kolmogorov–Smirnov test for departure of LRT P values distributions from
uniformity.
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(0:025 < D < 1:25), and then increase with time for older
contractions.

Our baseline scenario (case [0]) with D = 1.25, thus seems
to be the most favorable situation, for which inference of all
parameters is relatively good given the small number of loci
considered (ten loci; figs. 3a, 4, and 5). Relative biases are only
about a few percent, but RRMSE values vary from 20% to 60%
indicating different precision levels for the different parame-
ters. D is the most precisely inferred parameter, followed by
!anc and then by !. The large RRMSE values are expectedly
reduced when considering a larger number of loci, and reach
10–22% for all parameters when 50 loci are used (table 1).

A few simulations have been analyzed by inferring the
parameter D0 ¼ T" instead of D ¼ T=2N. For those simu-
lations, we considered ! ¼ 0:4 and !anc ¼ 40:0 as in the
baseline situation and four different timings
(D ¼ f0:0125; 1:25; 3:5; 5:0g, cases [17]–[20]). Our results
show that scaling time by the mutation rate globally de-
creases the precision of the estimation of the time parameter
and does not have much effect on the other parameters ! and
!anc (table 2). Relative bias and RRMSE are always higher, and
sometimes much higher, on D0 than on D. No effect of such
scaling is detected on CDRs nor on the false expansion de-
tection rate (FEDR, results not shown).

Effect of Mutational Processes
To test the robustness to mutational processes, we first an-
alyzed under a strict SMM samples simulated under a stable
population model with ! ¼ 2:0 and a GSM with p = 0.22 and
0.74 for the ten loci considered (cases [21] and [22]). For
p = 0.22, 67% of the data sets show significant signals of
false contraction. This false contraction detection rate
(FCDR) increases up to 100% for p = 0.74. Among all simula-
tions analyzed for these two situations, a false expansion is
detected in a single data set, out of 200, with p = 0.22. The
same simulations analyzed under a GSM show detection of
false contractions in 6% and 5% of the data sets, as well as
detection of false expansion in 7.5% and 6% of the data sets,
for p = 0.22 and 0.74, respectively (cases [23] and [24]).

Next, we simulated and analyzed data under a GSM or a
KAM with a past contraction corresponding to our baseline
scenario with ! ¼ 0:4, D = 1.25, and !anc ¼ 40:0, and with
p ¼0.22 and 0.74 for the GSM (with ten loci: Cases [C], [E] for
the GSM and [G] for the KAM; with 50 loci: Cases [D], [F] for
the GSM and [I] for the KAM, table 1). Compared with anal-
yses under an SMM, CDRs slightly decrease when p increases
but still remain very high (e.g., 5 95% with ten loci) for
p4 0:74. On the other hand, precision of the estimations
strongly differs between different parameters. Inference of
p globally shows large relative bias and RRMSE for p = 0.22
but is very precise for p = 0.74. For !, using different mutation
models does not change much the precision of the estima-
tions. For D and !anc, the mutation model has much stronger
effects, showing less precise estimations for increasing p
values, as well as more departure from the diagonal of the
ECDF of LRT P values. However, increasing the number of loci
from 10 to 50 restores good precision for the estimation of all

parameters, except for the KAM, as well as good LRT P value
distributions. Finally, unaccounted variation in mutation pro-
cesses and mutation rates across loci slightly increases biases
and RRMSE, and induces poor CI coverage properties for the
mutation parameters ! and !anc (cases [J] and [K] in table 1,
mutation processes detailed in the Materials and Methods
section). The effect is similar but weaker for D, for which
good precision and good CI coverage are observed with 50
loci.

Effect of Population Structure
We first considered the presence of a local population struc-
ture by analyzing samples generated under stable continuous
populations with various levels of dispersal and different spa-
tial scale of sampling (table 3). All data sets were simulated
under a GSM with p = 0.22. Our results show that isolation-
by-distance (IBD) structure induces high FCDRs, strongly de-
pending on the strength of IBD as well as the spatial scale of
sampling (cases [25]–[29], table 4). The stronger the IBD
structure is, the higher FCDR is, varying from 15% for weak
IBD with %2 ¼ 100 to almost 70% for strong IBD with %2 ¼ 1,
for a small sampling scale (%2 is the mean squared parent–
offspring dispersal distance and is inversely related to the
strength of IBD). Considering larger sampling scales by sam-
pling on the whole population area not only strongly de-
creases FCDRs to values less than or equal to 16% for all
levels of IBD but also induces false expansion detection in
4%, at most, of the data sets.

Using a second set of simulations under IBD with past
reductions in population size, we mimic a reduction in habitat
area for organisms with limited dispersal (table 3). We show in
table 5 that the presence of IBD slightly decreases CDRs, for
example, from 99.5% down to 90% for very strong IBD. Strong
IBD associated with small scale sampling also induces negative
relative bias on !, large positive biases on p, D, and !anc, as well
as bad CI coverage properties as shown by KS values (table 5)
and ECDF of LRT P values (supplementary figs. S46 and S48,
Supplementary Material online). Weaker IBD structure shows
similar but weaker effects (supplementary figs. S50 and S52,
Supplementary Material online). Increasing sample scale in-
creases CDRs for situations under very strong IBD only, but
strongly decreases relative biases and RRMSE on all parame-
ters except !anc. For all situations and all parameters, consid-
ering a large sample scale allows better CI coverage properties
(table 5 and supplementary figs. S47, S49, S51, and S53,
Supplementary Material online).

We finally tested the influence of an island population
structure with varying levels of migration and population
sizes (tables 6 and 7 and supplementary tables S3 and S4,
Supplementary Material online). Our results first show that
sampling a single island from a stable-structured population
induces high FCDRs, from 11% to 52% depending on the level
of population structure. With such local sampling scheme,
the relationship between FCDRs and the level of population
structure is complex. Increasing sampling scale by sampling
three to ten populations instead of a single one has two major
antagonistic effects: It strongly increases FCDRs up to 100%
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for highly structured situations (i.e., M4 1:0, with
M ! 2Ndm); but it also reduces FCDRs for less structured
populations, down to values around 10% for the larger sam-
pling scale. Interestingly, sampling a single gene per deme
strongly reduces the effect of population structure and de-
creases FCDR values to 2% in a situation with intermediate
migration rates (i.e., M = 1.0, supplementary table S3,
Supplementary Material online). Note that a few false expan-
sions are also detected among all those simulations but
always in less than 10% of the data sets. Finally, we can also
note that, as shown in table 6 and supplementary table S3,
Supplementary Material online, increasing the total diversity !
or considering an SMM also modifies the effect of population
structure but more simulations are needed to find global
trends for effect of genetic diversity and mutational processes.

Our last set of simulations under an island model with past
reduction of population sizes shows an extremely strong
effect of the sampling scale and the level of population struc-
ture (table 7 and supplementary table S4, Supplementary
Material online). Compared with unstructured situations
with CDR = 99% (case [G]), sampling a single deme strongly
reduces CDRs to values from 88% for weak population struc-
ture with M = 100.0 down to 0.5% for highly structured pop-
ulations with M = 0.01. Intermediate structure with M = 1.0
also leads to small CDR of 7% in our simulations. With such a
small sampling scale, parameter estimation is clearly inaccu-
rate when population structure is not very weak (e.g.,
M+ 100:0), showing strong bias, large RMSE, and bad cov-
erage properties of CI (table 7 and supplementary figs.
S54–S57, Supplementary Material online). This is observed
whether the parameters considered are local values for one
deme or global values for the whole population (results not
shown). The effect however decreases with higher levels of
migration, and parameter inference is relatively accurate with
M = 100.0 for all parameters except p, and shows reasonable
CI coverage properties (supplementary figs. S58 and S59,
Supplementary Material online). With a single exception con-
cerning samples with a single gene per deme (supplementary
table S4, Supplementary Material online), increasing sampling
scale generally increases CDRs. However, contrarily to the re-
sults obtained for IBD, sampling at a large scale, even with a
single gene per deme, does not improve all parameter infer-
ences nor all CI coverage properties. Sampling at a larger scale
seems to often allow better estimation of !anc, but the effect
on all other parameters is highly dependent on the demo-
graphic scenario considered, and no clear conclusion can thus
be drawn from our simulations.

Table 3. Simulated Data Sets with Population Structure.

Local Population Structure

The simulated IBD populations are composed of individuals set at the nodes of a regular lattice, whose size can vary. A past reduction in
population size is thus modeled as a reduction of the habitat area keeping a constant density of individuals. Various levels of localized
dispersal were simulated through truncated Pareto distributions with mean squared parent-offspring dispersal distance, say r2, varying in
f1; 4; 10; 20; 100g.

Parameters of the IBD Populations: Simulated Sampling Schemes:

100 genes sampled! At equilibrium: h ¼ 4:0 with a 32* 31
lattice (hence N = 1,984 genes)

! Including an habitat contraction:
ðD; h; hancÞ ¼ ð1:25; 0:4; 40:0Þ with lattices
of sizes from 10* 10 (N = 200) to 100* 100
(Nanc ¼ 20;000) backward in time

! on a 5* 10 lattice in the center of the population [small sample scale], or
! regularly on the whole area (i.e., one individual every four nodes) [large sample scale].

Island Population Structure

We considered models with d = 10 demes of equal size Nd genes, varying in f20; 200; 1;000; 2;000g, and exchanging migrants at rate m
between pairs of demes, varying in f0:000025; 0:00025; 0:0025; 0:005; 0:025; 0:075; 0:25g. The model is fully characterized by the scaled
parameters h ¼ 2dNdl and M ¼ 2Ndm. When past contractions occurred, deme sizes Nd decreased forward in time but migration rates
m are kept constant in time. Values of M reported below correspond to scaled migration rates at sampling time t = 0.

Parameters of the Island Populations: Simulated Sampling Schemes:

Samples of 100 genes picked at random! h 2 f4:0; 20:0g and
M 2 f0:01; 0:1; 1:0; 10:0; 30:0; 100:0g
without population size changes

! h ¼ 0:4; M 2 f0:01; 1:0; 100:0g
and a contraction with parameters
D = 1.25, hanc ¼ 40:0

! from a single deme [small sample scale], or
! from three demes [large sample scale], or
! from all demes [very large sample scale].

Table 4. Effects of IBD on the Detection of False Contraction and
Expansion Signals in Constant-Size Populations with h ¼ 4:0.

IBD Strength (r2) Case Sampling Scale

Small ð10* 5Þ Large ð28* 28Þ
FCDR/FEDR FCDR/FEDR

1 [25] 0.67/0.0 0.16/0.005

4 [26] 0.54/0.0 0.095/0.010

10 [27] 0.49/0.0 0.080/0.010

20 [28] 0.41/0.005 0.090/0.020

100 [29] 0.145/0.005 0.11/0.040

NOTE.—Sample scales correspond to the area (expressed as the number of lattice
nodes) from which a spatially homogeneous sample is taken. %2 is the mean
squared parent–offspring dispersal distance and is inversely related to the strength
of IBD. See the Materials and Methods section for details.
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Inferences on the Orangutan Data Set
The orangutan analyses with MIGRAINE show consistent
results for the three pooled samples RS1, RS2 and RS1+RS2
(table 8 and supplementary fig. S4, Supplementary Material
online), and for each subsample separately (supplementary
table S5, Supplementary Material online). With one exception
for subsample S9, all analyses detect a strong and recent past
contraction of population size and allow concordant estima-
tion of the model parameters. However, as expected due to
lower sample sizes, analyses of each subsample give less

precise inferences than for the pooled sampled, and we will
thus focus on the pooled sample results. First, !anc’s inference
is extremely consistent across analyses, and shows a high
precision level with point estimates around 7.5 and narrow
CI (i.e., around ½5& 12)). Second, the time when the contrac-
tion started in the past, D, is inferred with slightly less preci-
sion but all analyses support a relatively recent contraction
with upper bounds of CI below 1.0. Third, in agreement with
our simulation results, there is much less information about !
because the inferred contraction is recent. High ! values are

Table 5. Effects of IBD Structure on the Detection and Characterization of a Past Contraction.

IBDLevel
(r2)

Case Sample
Scale

p h D hanc CDR(FEDR)

Rel.
Bias

RRMSE KS Rel.
Bias

RRMSE KS Rel.
Bias

RRMSE KS Rel.
Bias

RRMSE KS

1 [30] Small 0.71 1.2 6:6* 10&9 &0.30 0.43 1:4* 10&10 0.90 1.2 <10&12 0.25 1.2 0.061 0.9 (0)
[31] Large 0.20 0.88 0.14 &0.0577 0.46 0.057 0.46 0.79 <10&12 0.51 1.4 0.22 0.99 (0)

4 [32] Small 0.50 1.1 5:1* 10&9 &0.29 0.45 2:7* 10&7 0.43 0.78 6:3* 10&9 0.25 1.4 0.46 0.96 (0)
[33] Large 0.22 0.89 0.74 &0.12 0.49 0.020 0.27 0.54 4:4* 10&4 0.37 1.3 0.93 0.96 (0)

10 [34] Small 0.41 1.0 1:4* 10&5 &0.19 0.42 3:4* 10&6 0.39 0.72 1:9* 10&6 0.40 2.15 0.0031 0.98 (0)
[35] Large 0.23 0.89 0.12 &0.11 0.44 0.15 0.22 0.52 1:4* 10&4 0.31 1.2 0.33 0.97 (0)

100 [36] Small 0.35 0.96 1:6* 10&4 &0.094 0.41 0.11 0.26 0.55 6:0* 10&4 0.22 1.2 0.71 0.97 (0)
[37] Large 0.19 0.86 0.40 &0.017 0.48 0.67 0.13 0.46 0.14 0.26 1.3 0.52 0.96 (0)

NOTE.—Samples are simulated from a single continuous population under IBD that has undergone a past contraction with ! ¼ 0:4, D = 1.25, and !anc ¼ 40:0. The small sampling
scale corresponds to 100 genes sampled on a 5* 10 area, expressed in lattice nodes, in the center of the population; the large sampling scale corresponds to a spatially
homogeneous sample of 100 genes taken on the whole population area (i.e., one individual every four nodes). See the Materials and Methods section for details.

Table 6. Effects of an Island Population Structure on the Detection of False Contraction or Expansion Signals in Constant-Size Populations.

Island Model Settings Case Sampling Scale

h M Small Large Very Large
One Island Three Islands All Ten Islands
FCDR/FEDR FCDR/FEDR FCDR/FEDR

4 0.01 [38] 0.11/0.025 1.0/0.0 1.0/0.0
0.1 [39] 0.32/0.02 1.0/0.0 1.0/0.0
1.0 [40] 0.21/0.0 0.84/0.0 0.76/0.0

10.0 [41] 0.52/0.0 0.32/0.0 0.10/0.010
30.0 [42] 0.38/0.0 0.18/0.01 0.10/0.015

100.0 [43] 0.19/0 0.085/0.015 0.11/0.026

20 1.0 [44] 0.78/0.0 0.91/0.0 0.64/0.0

NOTE.—Samples are simulated from a stable island model with nd demes, ! ¼ 2ndNd" and scaled migration rate M ! 2Ndm. Sampling scale corresponds to the number of
sampled demes. See the Materials and Methods section for details. FCDR, false contraction detection rate; FEDR, False expansion detection rate.

Table 7. Effects of an Island Population Structure on the Detection and Characterization of a Past Contraction.

Gene
Flow
Level (M)

Case Sampling
Scale

p h D hanc CDR (FEDR)

Rel.
Bias

RRMSE KS Rel.
Bias

RRMSE KS Rel.
Bias

RRMSE KS Rel.
Bias

RRMSE KS

0.01 [45] Small &0.081 1.0 0.026 &0.61 0.80 7:0* 10&10&0.24 1.2 0.060 &0.99 1.0 <10&12 0.005 (0.040)
[46] Very large 2.2 2.3 <10&12 &0.77 0.81 <10&12 &0.66 0.67 <10&12 &0.17 0.62 8:5* 10&4 1.0 (0)

1.0 [47] Small 1.6 1.9 <10&12 &0.32 0.83 1:7* 10&5 0.41 1.8 9:9* 10&8&0.94 0.96 <10&12 0.070 (0.070)
[48] Very large&0.0027 0.61 4:2* 10&8 &0.72 0.80 <10&12 &0.60 0.60 <10&12 &0.020 0.50 5:7* 10&5 1.0 (0)

100 [49] Small 0.69 1.2 4:2* 10&6&0.070 0.43 0.64 0.31 0.80 0.0085 0.043 1.1 0.25 0.88 (0)
[50] Very large 0.014 0.83 0.0085 0.13 0.55 0.013 0.041 0.39 0.033 0.24 1.1 0.78 0.99 (0)

NOTE.—Samples are simulated from a 10-island model in which each subpopulation has undergone a past contraction, with ! ! 2dNd" ¼ 0:4, D ! T=ð2dNdÞ ¼ 1:25, and
!anc ! 2dNd;anc" ¼ 40:0, and varying scaled migration rate M ! 2Ndm. See the Materials and Methods section for details. Mean relative bias and RRMSE are reported as well as
the CDR and the FEDR. Sampling scale corresponds to the number of sampled demes: 1) Small for one sampled deme and 2) very large for ten sampled demes. KS indicate the
P value of the Kolmogorov–Smirnov test for departure of ECDF of LRT P values from uniformity.
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rejected, with upper bounds of CI between 0.4 and 0.7, but
the likelihood profile is always very flat for low ! values (e.g.,
supplementary fig. S4, Supplementary Material online). As a
result, many ML estimates were inferred at the lower bound
of the explored parameter space for ! in preliminary analyses.
Moreover, supplementary figure S4, Supplementary Material
online, shows a clear trade-off between ! and D for high
likelihood with low ! values associated with high values for
D. Unrealistically, low ! values (e.g., 10&9) were thus associ-
ated with high D values (e.g., about 1.0) in the first preliminary
analyses. For the final analyses, we thus restricted the param-
eter space to biologically realistic ! values (i.e., ! % 10&5, as
the latter value corresponds to a population size of a single
individual when considering a very small mutation rate for
microsatellite markers of 2:5* 10&6 ). Because of this uncer-
tainty in the estimation of !, inference of Nratio clearly shows a
population size ratio below 1, but the CI are very large, even
when ! values are constrained. Finally, the GSM parameter p
is also inferred with intermediate precision but, in all analyses,
its point estimates are relatively high, for example, around 0.4,
compared with values generally found in the literature.

Discussion
In this study, we adapted de Iorio–Griffiths’ IS algorithm to
consider a single population model with varying size and dif-
ferent mutation models. We investigated its performance in
detecting past contractions of population size as well as esti-
mating the model parameters. We did not explore expansion
scenarios because preliminary simulations showed that pa-
rameter inference is less precise for expansions than for con-
tractions (as shown in section E in the supplementary
material and fig. S5, Supplementary Material online, and in
Girod et al. 2011). For a majority of expansion scenarios, good
precision is only obtained when considering large sample
sizes, for example, 500 haploid individuals genotyped at 50
loci, which implies large computation times (results not
shown). Likewise, preliminary tests under a model with a

founder event followed by a demographic expansion
showed that correct parameter inference could not be ob-
tained with the current version of our IS algorithms within
reasonable computation times. This is so because the strong
disequilibrium of this model induces high variance of the
likelihood estimation, which therefore requires the computa-
tion of a very large number of ancestral histories. We thus
focused on a model with a single past contraction event to
test the effect of the timing and amplitude of the past de-
mographic change, and study the robustness of inferences to
misspecifications of the mutational and population structure
models. Our results allow us to illustrate both the strengths
and the imperfections of the method.

Performances under Ideal Conditions
First, over all simulations considered in this study, LRTs for CI
coverage indicate that our implementation is correct and
produces accurate estimates of the likelihood surface with
reasonable computation times, except in a few situations
with extremely strong demographic disequilibrium (i.e., for
recent, e.g., D 40:25, and strong contractions, e.g.,
Nanc=N5 1; 000). For the later situations, much longer
runs are needed to obtain good CI coverage. This shows
that the efficiency of de Iorio–Griffiths’ IS algorithm, based
on time-homogeneous demographic assumptions, strongly
depends on the extent of the demographic disequilibrium
considered, which can be roughly quantified by the ratio of
the amplitude of the population size change divided by its
duration. Our results also show that inference based on time-
homogeneous IS algorithms is practically intractable for the
most extreme situations.

Second, our simulations show very good performances in
terms of detection of past decreases in population size. CDRs
are larger than 95% for most demographic situations. Even
very recent (e.g., T = 10 generations, D = 0.025), relatively an-
cient (e.g., T = 2,000 generations, D = 5.0) or relatively weak

Table 8. Point estimates and 95% CI for All Model Parameters Obtained from the Analyses of the Orangutan Data Set.

Sample (size) p h D hanc Nratio

RS1 (106) 0.40 0.0048 0.30 7.7 0.00063
½0:15& 0:61) ½10&5 & 0:36) ½0:17& 0:80) ½5:2& 11:5) ½10&6 & 0:049)

RS2 (89) 0.42 0.00035 0.31 7.4 4:8* 10&5

½0:20& 0:65) ½10&5 & 0:41) ½0:19& 0:48) ½5:4& 9:9) ½1:2* 10&6 & 0:058)
RS1+RS2 (195) 0.37 0.013 0.14 7.8 0.0016

½0:15& 0:59) ½8* 10&5 & 0:67) ½0:045& 0:52) ½5:3& 11:8) ½10&8 & 0:090)

N=2 Tyears Nanc=2

RS1 3 90 3,850
½1& 180) ½17& 14;400) ½2; 600& 5;750)

RS2 1 31 3,700
½1& 205) ½19& 9;840) ½2; 700& 4;950)

RS1+RS2 7 98 3,900
½1& 335) ½5& 17;420) ½2;650& 5;900)

NOTE.—More detailed results and a figure showing profile likelihood ratios are available in section D in the supplementary material, Supplementary Material online. The lower part
of the table presents the estimates of population sizes expressed as numbers of diploid individuals (N=2 and Nanc=2) and times in years (Tyears) obtained after a conversion of
MIGRAINE results using a fixed mutation rate of 5* 10&4 mutation per locus per generation and a generation time of 25 years. The “confidence” intervals reported for
Tyears is likely to be much larger than the true 95% CI, because we used the 95% CI bounds of D and ! successively to compute this interval. Sample sizes are given in number of
diploid individuals. See the Materials and Methods section for details.
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contractions (e.g., population size ratio of 10) are detected in
more than 50% of the data sets. Third, our results suggest
that using only ten microsatellite markers allows detecting
past contraction with a high power, but more markers are
required for precise inferences of scaled population sizes and
timing under a wide range of demographic situations. How-
ever, precision of the inference of the different parameters
strongly depends on the scenario considered (see also Girod
et al. 2011). This is not surprising because the ability of the
method to infer past demography depends on the genetic
information available in the data and this information varies
as a function of the timing of the past contraction. This can
easily be understood and predicted from the timing of
events in the ancestry of a sample. Recent contractions
result in more precise inference for the ancestral population
size than for the actual population size, because much of the
coalescent and mutation events occur in the ancestral pop-
ulation. The opposite is true for old contractions. Precise
inference of current and ancestral population sizes is thus
only expected for past contractions that occurred neither
too recently nor too far in the past because in such scenarios
coalescent and mutation events are more homogeneously
distributed over all demographic phases. Finally and for the
same reason, inference of contraction time is expected to be
more precise for intermediate timings. This is exactly what is
observed in figures 4 and 5. One important result of our
study is that high CDRs as well as good inference precision
for both the time and the actual population size parameters
are still expected for relatively ancient contraction (e.g.,
1:254D4 5:0).

Finally, many recent software packages that make demo-
graphic inferences from genetic data, such as MIGRATE
(Beerli and Felsenstein 2001), IM (Hey and Nielsen 2004,
2007; Hey 2010), or LAMARC (Kuhner 2006), do not use the
classical coalescent parameter scaling by population size (i.e.,
4Nm and T=2N) but rather use scaling by the mutation rate
(i.e., m=" and T"), or propose both options, as MIGRAINE
does. Our simulations show that there is not much interest to
scale time by mutation rate for inferences of past contrac-
tions. For the demographic scenarios considered here, such
scaling always reduces inference precision for the time param-
eter. Beside those scaling issues, independent information
about mutation rates of the markers can be incorporated
as prior information in the analyses to allow inference of
canonical parameters (i.e., N, T, and Nanc) instead of scaled
ones (e.g., as done in MSVAR). This is an attractive possibility
for practical inferences, however, it has been shown in Girod
et al. (2011) and Faurby and Pertoldi (2012) that such param-
etrization allows precise inference of canonical parameters
only if precise prior information on mutation rate is used.
This is so because single-locus population genetics models
in general (and Kingman’s coalescent model in particular)
depend upon scaled, not canonical, parameters.

Comparison with Previous Methods
In the past decade, the use of likelihood-based methods to
analyze genetic data under a single population model with

past variation in population size emerged with the release of
the MSVAR software (Beaumont 1999; Storz and Beaumont
2002). As expected, this coalescent-based MCMC method has
been shown to be much more powerful than using summary
statistics in detecting past contractions or expansions (Girod
et al. 2011; Peery et al. 2012). Moreover, model-based
approaches can also infer model parameters, such as current
and past population sizes, and the timing of the demographic
change. In this study, we compared performances in terms of
CDRs, parameter inference precision, and computation times
of MSVAR and our IS method. Our simulations globally show
similar behavior of the two methods, with slight but clear
advantages for MIGRAINE in terms of power of contraction
detection, parameter estimation, and computation times. For
example, both methods perform well for intermediate con-
traction strength and timing. On the contrary, they both are
inefficient when population size contraction is too strong and
too recent. The MCMC algorithm of MSVAR shows strong
convergence issues for very recent and strong contractions
(see fig. 1 in Girod et al. 2011) and gives biased point estimates
as well as bad CI for !anc (supplementary fig. S3,
Supplementary Material online). For the same demographic
scenarios, IS algorithms implemented in MIGRAINE are not
efficient and, even with large computation times, MIGRAINE
shows high relative biases and RRMSE, as well as bad coverage
properties of CI for ! as discussed above. For both methods,
computation times thus greatly increase with the strength of
the contraction, and accurate parameter inference consider-
ing very recent and strong contractions may be difficult to
achieve. However, MIGRAINE appears 1) more adapted to
the analyses of microsatellite markers because of the imple-
mentation of the GSM, as detailed in the next section; 2)
slightly more powerful than MSVAR as our simulations
show higher CDRs (e.g., often more than 20% higher CDRs
depending on the demographic situation considered) and
fewer false expansion detections (i.e., 0 vs. 1 false expansion
detected among all simulations with MIGRAINE and MSVAR,
respectively); and 3) faster than MSVAR as computation times
were always higher for MSVAR than for MIGRAINE for equiv-
alent demographic scenarios (e.g., two to ten times faster).
Finally, a certain advantage of MIGRAINE over MSVAR is that
it can easily use parallel computation, thereby decreasing
computation times by the number of available cores.

Robustness to Mutational Processes
Although many models have been developed to describe
microsatellite mutation processes (Bhargava and Fuentes
2010), most programs that analyze microsatellite data use
the SMM (e.g., IM, MIGRATE, LAMARK, see references
above, but see DIYABC, Cornuet et al. 2008, and BEAST,
Drummond et al. 2012). However, it has been recognized
that violations of the SMM assumptions might induce
severe bias in the inference of demographic history (Gonser
et al. 2000). Indeed, mutations of more than one step of the
GSM can produce gaps in allele length distribution, which are
typically often observed after a population decline under an
SMM (Garza and Williamson 2001). Peery et al. (2012)
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recently showed that identification of past contractions using
the summary statistic-based BOTTLENECK (Cornuet and
Luikart 1996) and M-RATIO softwares (Garza and
Williamson 2001) is highly biased by deviations from the mu-
tation models implemented in those softwares, often leading
to significant contraction detection in samples simulated
under a stable population model. Faurby and Pertoldi
(2012) also showed that estimation of current and past pop-
ulation sizes with MSVAR is unreliable when realistic devia-
tions from the SMM occur. In the previous study of Girod
et al. (2011), it was also shown that MSVAR was moderately
robust to deviations from the SMM, which leads to false
contraction detections in samples simulated from stable pop-
ulations. However, this conclusion was presumably overopti-
mistic due to the small number of data sets analyzed. In this
study, we clearly show a strong impact of violations of the
SMM assumptions: Even small deviations from the SMM
induce large FCDRs in samples simulated under a stable de-
mography. We adapted our algorithm by implementing a
GSM in MIGRAINE to allow inference of past population
size variations under this more complex and more realistic
mutational model. Our simulations first show that, in samples
from stable populations, using a GSM successfully decreases
the rate of false contraction detections due to mutations of
more than one step. Second, for samples that effectively ex-
perienced a past contraction, our simulations show that using
a GSM leads to CDRs similar to the one observed under the
SMM, and also show that parameter inference precision is
only slightly affected by the additional parameter p.
Computation times are of course higher than for the SMM,
but are still reasonable, as all data sets with 100 genes geno-
typed at 50 loci or less can be analyzed in a few days on a
desktop computer with four cores. It is clear however that the
GSM is not a perfect description of microsatellite mutation
processes (Bhargava and Fuentes 2010). Many other factors
such as single nucleotide insertions/deletions, asymmetric
mutations, variation of the mutation rate with the length
of the alleles and/or constraints on allele sizes may often
occur (Sun et al. 2012), and potential additional biases in
the inference of past population size changes due to these
factors remain to be tested. However, the main cause of the
confounding effects between mutation processes and past
changes in population sizes is likely to be the presence of
gaps in the sample allelic distributions, and factors others
than multistep mutations should have less effects than
those described above. Finally, MIGRAINE considers that mu-
tation rates are constant across loci and we showed that
unaccounted variation in mutation processes across markers
1) increases estimation biases essentially when a low number
of loci are considered (i.e., 10 vs. 50 loci); but 2) also slightly
deteriorates CI coverage properties, principally for ! and !anc

and regardless of the number of loci.

Robustness to Population Structure
In addition to the strong effect of mutational processes, we
also found that inferences of past population size changes can
be drastically affected by population structure. First, at small

spatial scales, IBD often occurs within populations due to
spatially limited dispersal (see Guillot et al. 2009 for a
review). Our simulations show that ignoring such local pop-
ulation structure induces large FCDRs when individuals are
sampled at a small spatial scale from stable populations, even
for relatively weak IBD. However, sampling individuals at a
larger scale, that is, over the whole population area, efficiently
reduces FCDRs. Parameter estimation, and to a lesser extent
CDRs, obtained from samples coming from a population that
effectively went through a contraction is also affected by IBD,
and again sampling individuals at a large geographical scale
efficiently reduces the impact of IBD. Parameter inference
thus appears robust unless IBD is very strong and sampling
scale is small.

Second, at larger spatial scales, population structure also
arises due to limited gene flow within a set of discrete demes
as described by the island model (Wright 1951). Such island
population structure has stronger and more complex effects
than IBD within populations. Our simulations show that sam-
ples coming from a single deme of stable island-structured
populations show large FCDRs unless gene flow is extremely
limited. Considering larger sampling scales by sampling indi-
viduals from all the demes of the total structured population
reduces FCDRs but only for situations with important levels of
gene flow (i.e., M5 10:0). Contrarily to IBD situations, en-
larging sampling scale when gene flow is more limited, that is,
M4 1:0, often increases FCDRs. Our simulations finally show
that, when a contraction did occur in the past, ignoring island
population structure also often strongly decreases CDRs and
greatly biases parameter estimation. Moreover, both contrac-
tion detection and parameter estimation are sensitive to sam-
pling scale. Unless gene flow is very high between demes
(M5 100:0), small scale samples show low CDRs below
10% and accurate CDRs are only obtained using large sam-
pling scales. Parameter inference appears highly biased for all
levels of gene flow considered in this study. As for CDRs, best
precision is also obtained when gene flow is high and sam-
pling scale is large. Nevertheless, for all other situations, rela-
tive biases and RRMSEs are high suggesting that in most
situations, limited gene flow between geographically distinct
demes will always lead to erroneous inferences of current and
past population sizes, and of the timing of the demographic
change. Moreover, our results show complex interactions be-
tween levels of population structure, total genetic diversity,
mutation processes, and sampling scales that strongly limit
practical recommendations for the detection and character-
ization of past changes in population size in the presence of
unaccounted population structure.

Such confounding effects of population structure and past
changes in population sizes have already been observed. First,
the effect of small-scale IBD population structure on CDRs
obtained with the BOTTLENECK and M-RATIO softwares has
been tested by simulations in Leblois et al. (2006). Our results
are globally in agreement with this previous study, except that
they found large FEDRs when using BOTTLENECK on IBD
samples and that considering large scale samples makes
FEDRs even larger. Such results showing that fine scale pop-
ulation structure induces false expansion signals has also been
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previously stressed by Ptak and Przeworski (2002) in the con-
text of sequence data analysis based on the Tajima’s D statis-
tics. Our simulations on the contrary show nonnull but small
FEDR in the presence of small scale IBD structure.

Second, the effect of island population structure on past
population size inference was first highlighted by simulation
in Nielsen and Beaumont (2009). More recently, Peter et al.
(2010), Chikhi et al. (2010), and Heller et al. (2013) also
showed that analyzing samples drawn from a single deme
of an island model with low to intermediate migration
rates (i.e., Nm< 5) leads to false signals of contraction. Such
erroneous imputations can be understood by considering the
genealogical processes in an island model and in a single
population with varying size. In a subdivided population
with relatively small deme sizes and small migration rates,
the genealogy of a sample taken from a single deme will
show 1) many short branches for genes that rapidly coalesce
within the deme in which they were sampled (i.e., before any
migration event), this corresponds to the “scattering phase”
described in Wakeley (1999); and 2) a few much longer
branches for genes that coalesce after any emigration or im-
migration event from the deme sampled, this is the “collect-
ing phase” of Wakeley (1999). The result is a genealogy with
an excess of short terminal branches, as expected after a
recent contraction in population size. However, if only one
individual is taken from different demes, and/or if deme size
or migration rates are large, the genealogical process becomes
closer to the one expected under a Wright–Fisher (WF) pop-
ulation. Similarly, when gene flow is very limited, the ancestry
of a sample coming from a single deme will also be very similar
to the one expected under the WF model. Thus, except for
limit cases, structured and declining population scenarios
may result in more or less similar genealogies, depending
on deme sizes, migration rates, and sampling scale. This ex-
pected influence of these three factors may strongly compli-
cate the study of the effect of population structure on the
inference of past population size. This can be noticed in the
heterogeneity of the results of the different simulation studies
available. All those comparisons based on different simula-
tions of structured populations show that the effect of pop-
ulation structure is generally complex and will be quite
difficult to predict except in a few simple cases. Those results
also show that verbal argumentation based on oversimplified
past genealogical processes may not always give the right
prediction. Nevertheless, two main points arise from those
simulation studies and can serve as guidelines for empirical
studies: 1) Using a large sample scale strongly limits the influ-
ence of population structure on the inference of past popu-
lation size variations, as advocated by Chikhi et al. (2010), but
allows correct inference of past demographic changes only
when migration rates are relatively high, that is, M5 10:0.
Sampling a single gene per deme efficiently prevents false
contraction detections in stable-structured populations but
does not allow precise characterization of past contractions in
the presence of intermediate to strong population structure;
2) for all other demographic situations, detection of past
population size changes and parameter inferences based on
panmictic models may often be misleading.

Such results finally imply that models themselves should
be improved. First, model choice procedures should be de-
veloped to evaluate whether observed patterns of genetic
diversity can be better explained by a model of population
size change or by a model of subdivided populations. For
example, Peter et al. (2010) used an Approximate Bayesian
Computation model choice approach to distinguish between
structured populations and panmictic population that un-
dergone past changes in size. However, they show by simula-
tion that their model choice procedure has relatively limited
power to assign simulated data sets to the correct evolution-
ary model, even with a relatively large number of loci (e.g.,
60–85.5% with 10–200 loci, respectively). An alternative is to
develop models accounting for both population structure
and population size changes that would probably be more
realistic for most species/populations but the only available
method (Hey and Nielsen 2007; Hey 2010) has never been
tested for scenarios with both structured populations and
past changes in population sizes.

Analysis of the Orangutan Data Set
Our analyses of the orangutan data set show that 1) all sam-
pled sites, except S9, exhibit a clear signal of a strong and
recent population size contraction; and 2) parameter infer-
ences are extremely consistent among sites, and among the
different pooled samples. Those results are in good agreement
with equivalent analyses using MSVAR published in Goossens
et al. (2006) and Sharma et al. (2012): All analyses indicate 1)
ancestral population sizes of about a few thousand individuals
(i.e., [2,600–5,900] for MIGRAINE and [3,100–13,400] for
MSVAR), 2) much smaller current population sizes (i.e., [1–
335] individuals for MIGRAINE and [22–1,400] with median
values between 60 and 200 individuals for MSVAR), and 3) a
relatively recent timing of the contraction (i.e., less than about
15,000 years ago for both MIGRAINE and MSVAR). However,
considering the same generation time of 25 years, MSVAR
results show less support for a very recent event (i.e., <200
years) than MIGRAINE ones. For this reason, Sharma et al.
(2012) conclude that MSVAR analyses suggest that the main
historical factor explaining the inferred contraction is habitat
destruction due to the arrival of farmers 4–5 ka, whereas we
cannot exclude from our MIGRAINE analyses that habitat
loss through more recent deforestation for the development
of massive agriculture and logging in the last 150–200 years is
also a likely cause of the decline of orangutan populations in
Borneo.

As discussed in the above sections, the two major prob-
lems with such inference of past changes in population size
are misspecification of the mutation processes and unac-
counted population structure. First, MIGRAINE analyses
used a combination of GSM and SMM models for di- and
tetranucleotide microsatellite loci, respectively, because mu-
tations at tetranucleotide loci have been shown to be princi-
pally single steps whereas dinucleotide markers show more
multistep mutations (Sun et al. 2012). Note that this adequa-
tion between marker types (di- vs. tetranucleotides) and mu-
tation models (GSM vs. SMM) was empirically validated in

15

ML Inference of Past Contractions . doi:10.1093/molbev/msu212 MBE

 at IN
RA

 Institut N
ational de la Recherche A

gronom
ique on O

ctober 23, 2014
http://m

be.oxfordjournals.org/
D

ow
nloaded from

 



preliminary simulations using estimations of the parameter p
of the GSM for the different markers. As MSVAR only con-
siders a strict SMM, MIGRAINE analyses are thus expected to
give more accurate results. However, only three markers
among the 14 used are dinucleotide loci, which likely explains
the weak effect of mutation process misspecification on
MSVAR analyses and thus the observed good agreement be-
tween MIGRAINE and MSVAR results.

Second, despite the fact that Goossens et al. (2005) showed
a weak but significant population structure among sites, es-
pecially across the Kinabatangan River (e.g., between RS1 and
RS2 pooled samples, see the Materials and Methods section),
the strong similarity observed among all our results for site-
specific and pooled samples suggests that this factor does not
have a strong effect on the estimations. Sharma et al. (2012)
similarly conclude of no major effect of population structure
on their inferences.

Conclusion
This work shows that our new inference method seems very
competitive compared with alternative methods, such as
MSVAR. However, our simulation tests also showed some
limits, which most importantly are large computation times
for strong disequilibrium scenarios and a strong influence of
some form of unaccounted population structure. One first
major improvement would thus be to speed up the analyses.
Among the different possibilities, a relatively simple improve-
ment would be to more efficiently choose the number of
explored histories for each point of the parameter space. A
more attractive improvement would be to design more effi-
cient IS algorithms for time-inhomogeneous models.
However, various unsuccessful attempts suggest that it may
be a difficult task (not shown). A second major improvement
would be to include population structure in the demographic
model for simultaneous inference of migration rates and past
population size change or to develop model choice
procedures.

Finally, given the current revolution in genetic data pro-
duction due to next generation sequencing technologies
(NGS), it seems crucial to allow for the analysis of different
types of independent markers, such as small DNA sequences
without intralocus recombination, or single nucleotide poly-
morphisms (SNPs). The current version of MIGRAINE can
consider three mutation models for allelic data (KAM,
SMM, and GSM). It does not allow SNP data analysis,
except under a KAM model with K = 2 allelic states.
However, such a mutation model may not be adapted for
SNP data because of the possibility of recurrent and backward
mutations. For this reason, we did not test such analyses but a
mutation model for SNPs is currently being implemented in
MIGRAINE.

Given the relatively large computation times of our
method, all analyses will clearly only be tractable for a limited
number of markers (e.g., <10,000), but could nevertheless
give very precise inferences. However, considering only inde-
pendent markers is probably not the optimal approach as
NGS make it possible to apply new class of methods based on

the analyses of linkage disequilibrium for past demographic
inferences. Such methods are based on the computation of
the distribution of nonrecombining haplotype block length
(e.g., Meuwissen and Goddard 2007; Albrechtsen et al. 2009;
Gusev et al. 2012; Palamara et al. 2012; Theunert et al. 2012) or
explicitly model the spatial dependence of markers using
hidden Markov models (e.g., Dutheil et al. 2009; Mailund
et al. 2012). They will probably play a major role in the
future of population genetic demographic and historical
inferences.

Materials and Methods

Simulation Study
A first set of simulations aims at testing the power of the
algorithm to detect contractions and the accuracy of the
parameters estimates when the duration (D) or the strength
of the contraction (!anc) varies. The mutation process con-
sidered is an SMM over a range of 200 alleles. These experi-
ments are presented in table 9. We also reanalyzed the 60
simulated data sets from Girod et al. (2011) to compare the
results obtained with MSVAR and our own estimates. The
latter simulated data sets are described in supplementary
table S2, Supplementary Material online, and the comparison
results are presented in section B in the supplementary ma-
terial, Supplementary Material online.

A second set of simulations concerns robustness and ac-
curacy related to mutation processes of microsatellites that
are known to be highly complex (Ellegren 2000, 2004; Sun
et al. 2012). This second set of simulations is thus based on a
GSM with either p = 0.22 or p = 0.74, that are, respectively, the
value commonly considered as a realistic average value in the
literature (Dib et al. 1996; Ellegren 2000, 2004; Estoup et al.
2001), and the largest, ever reported value (Fitzsimmons 1998;
Peery et al. 2012). We have also added data sets drawn with
the KAM to those simulations, which might be seen as a GSM
with p = 1.0. A first set of analyses tests the robustness to

Table 9. Simulated Demographic Scenarios with an SMM.

Case D (T) h (N) hanc (Nanc)

[0] 1.25 (200) 0.4 (200) 40.0 (20,000)

[1] 0.025 (10) 0.4 (200) 40.0 (20,000)

[2] 0.0625 (25) 0.4 (200) 40.0 (20,000)

[3] 0.125 (50) 0.4 (200) 40.0 (20,000)

[4] 0.25 (100) 0.4 (200) 40.0 (20,000)

[5] 0.5 (200) 0.4 (200) 40.0 (20,000)

[6] 2.5 (1,000) 0.4 (200) 40.0 (20,000)

[7] 3.5 (1,400) 0.4 (200) 40.0 (20,000)

[8] 5 (2,000) 0.4 (200) 40.0 (20,000)

[9] 7.5 (3,000) 0.4 (200) 40.0 (20,000)

[10] 1.25 (200) 0.4 (200) 2.0 (1,000)

[11] 1.25 (200) 0.4 (200) 4.0 (2,000)

[12] 1.25 (200) 0.4 (200) 8.0 (4,000)

[13] 1.25 (200) 0.4 (200) 12.0 (6,000)

[14] 1.25 (200) 0.4 (200) 24.0 (16,000)

[15] 1.25 (200) 0.4 (200) 120.0 (60,000)

[16] 1.25 (200) 0.4 (200) 400.0 (200,000)
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misspecification of the mutation process. Indeed, we have
simulated under a GSM but inferred under an SMM. A
second set of analyses tests the accuracy of the estimates
when the inference algorithm is based on a GSM with un-
known value of p. Because mutation processes generally differ
between loci, we also considered a situation with a combina-
tion of loci with different mutation models and different mu-
tation rates: 80% of the loci are simulated under a GSM with
p = 0.22 and 20% under an SMM, and each locus has a mu-
tation rate drawn from a Gamma distribution with parame-
ters 2 and 0.0005, which gives a mean mutation rate of 0.001.
For this situation with variable mutation processes, inference
is also done using a GSM with unknown value of p.

The aim of the third set of simulations is to test robustness
against a population structure that is ignored by the inference
algorithm. All the data sets in this last series, described in table
3, were simulated under a GSM with p = 0.22. A first group of
data sets simulates local within-population structure accord-
ing to an IBD model. It thus aims at testing the robustness of
the inferences to the assumption of panmixia by considering
nonrandom mating due to spatially localized parent–off-
spring dispersal. The second group of data sets simulates
both within- and among-population structure at a larger spa-
tial scale according to an island model. Under the island
model of population structure, few additional simulations
were run to test 1) the influence of the mutation model
and 2) the effect of sampling a single gene per deme. Those
simulations are presented in section C in the supplementary
material, Supplementary Material online, and discussed in the
main text.

For each scenario, we simulated 200 multilocus data sets.
Each simulated data set is a sample of ng = 100 genes (or
haploid individuals), genotyped at nl ¼ 10 unlinked microsat-
ellite loci, except for a few situations where we indicate that 25
or 50 instead of ten loci are used. The mutation rate per gene
per generation, say ", is assumed to be constant for all loci,
equal to 10&3. All simulated samples, except data sets from
Girod et al. (2011) (see section B in the supplementary mate-
rial, Supplementary Material online), have been produced
with a new version of the IBDSIM software (Leblois et al.
2009) that considers continuous changes of population sizes.

Validation
In all simulation experiments, the true (simulated) values of
the parameters of interest are compared with the estimated
values. The estimation bias and error, assessed by the relative
mean bias and RRMSE, are reported, as well as the proportion
of data sets for which a contraction or a false expansion signal
is significantly detected (CDR and FEDR, respectively).
Furthermore, the accuracy of the inference methodology is
assessed by mean of profile LRTs (Cox and Hinkley 1974;
Severini 2000). The coverage properties of the CI computed
from the smoothed likelihood surface are tested through the
ECDF of LRT P values, which should be asymptotically uni-
form. The departure from uniformity is tested by
Kolmogorov–Smirnov tests, notably to check the validity of

the implementation of the inference method and to assess the
different factors that can affect likelihood surface inference.

Orangutan Data Set Analysis
Finally, we analyzed an orangutan (Pongo pygmaeus) data set
from Goossens et al. (2006), sampled in 2001 in the Lower
Kinabatangan food plain in Eastern Sabah, Malaysia from
feces and hairs, and genotyped at 14 microsatellite loci. Our
method was first applied on each subsamples S1–S6, S8, and
S9 as described in Goossens et al. (2005). Those samples cor-
respond to different more or less isolated sampling sites on
each side of the Kinabatangan River (see fig. 1 in Goossens
et al. 2005). Subsample S7 was not analyzed because it only
contains seven individuals, whereas all others contain be-
tween 16 and 33 individuals. Goossens et al. (2005) showed
a weak differentiation level within each side of the river
(0:014 FST 4 0:04, with a mean of 0.02) but a stronger
one between both sides of the river (0:034 FST 4 0:09
and a mean of 0.06). For this reason, and because our simu-
lation study shows an important effect of population struc-
ture on the detection and characterization of past population
size contractions, we also analyzed three larger data sets by
pooling some subsamples together: 1) RS1 is the pool of sub-
samples coming from the south side of the river (i.e.,
S1+S3+S6+S8); 2) RS2 the pool of subsamples from the
north of the river (S2+S4+S5+S9), and 3) RS1+RS2 is the
total sample from both sides of the river.

To compare our results with those from Goossens et al.
(2006) and Sharma et al. (2012) that used MSVAR on the same
data sets, we need to convert our estimates of scaled param-
eters !, D, and !anc into canonical parameters (i.e., N, T, and
Nanc), because only values of canonical parameters are re-
ported in these two publications. We did this conversion by
considering a fixed mutation rate of 5 * 10&4 mutation per
locus per generation, a value commonly considered as a re-
alistic average value in the literature (Dib et al. 1996; Ellegren
2000; Sun et al. 2012). Furthermore, to express the timing of
the contraction in years, we used a generation time of 25 years
as in Sharma et al. (2012), a value in better agreement with
long-term field studies than 8 years, the value considered in
Goossens et al. (2006).

All sample sizes, results for all subsample analyses as well as
details about the parametrization used for the inferences are
given in section D in the supplementary material,
Supplementary Material online. Results for the pooled data
sets RS1, RS2, and RS1+RS2 are presented in the main text, in
the Results section and illustrated in supplementary figure S4,
Supplementary Material online.

The MIGRAINE software, with the implementation of the
above described methods, can be downloaded from the
web page http://kimura.univ-montp2.fr/~rousset/Migraine.
htm (last accessed July 28, 2014).

Supplementary Material
Supplementary material, figures S1–S65, and tables S1–S5 are
available at Molecular Biology and Evolution online (http://
www.mbe.oxfordjournals.org/).
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Abstract: Likelihood methods are being developed for inference of migration rates and past demographic changes
from population genetic data. We survey an approach for such inference using sequential importance sampling tech-
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required the re-implementation of methods often considered in the context of computer experiments methods, in par-
ticular of Kriging which is used as a smoothing technique to infer a likelihood surface from likelihoods estimated in
various parameter points, as well as reconsideration of methods for sampling the parameter space appropriately for
such inference. We illustrate the performance and application of the whole tool chain on simulated and actual data,
and highlight desirable developments in terms of data types and biological scenarios.
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Inference under coalescent processes 143

1. Introduction

Since the advent of genetic markers, there have been many efforts to infer demographic param-
eters (e.g., population sizes and dispersal) from observed genetic variation. These efforts serve
to better understand the forces affecting the evolution of natural population, and also appear
to fulfill a distinct fascination for the history of past human migrations and population admix-
tures. Early statistical approaches have considered descriptions of genetic variation that can be
understood as analyses of variance in allele frequencies among different groups of individuals
(Cockerham, 1973). In particular, Wright’s F-statistics (Wright, 1951) can be expressed as func-
tions of frequencies of pairs of gene copies that are of identical allelic state, and then viewed
as estimators of the corresponding functions of probabilities that pairs of gene copies are identi-
cal, under a given model. As there are theoretical expectations for these probabilities in simple
models of evolution, a quantitative process-based interpretation of the descriptors is possible, to
infer dispersal parameters among different subpopulations, or the demographic history of natural
populations.

For the same objectives, likelihood analyses attempt to extract information from the joint al-
lelic types of more than two genes copies. These attempts have been hampered by the increasing
difficulty in computing the probability distribution of such joint configurations as the number
of gene copies increases. For this reason, stochastic algorithms have been developed to estimate
the likelihood of a sample of arbitrary size. These algorithms view a sample as incomplete data,
where the missing information is the genealogy of all gene copies in the sample. If the “complete-
data” likelihood, that is the probability of the sample given the genealogy, is easy to evaluate,
the evaluation of the sample likelihood can be formulated as the evaluation of a marginal likeli-
hood, obtained by integration of this complete-data likelihood over a probability distribution of
genealogies consistent with the data. A classic recurrent Markov chain Monte Carlo approach
has been used to sample from this distribution (Beerli and Felsenstein, 1999; Nielsen and Wake-
ley, 2001; Hey, 2010). However, the slow convergence of such methods has prompted both the
development of alternative algorithms for computing the marginal likelihood, and also explains
the persistence of the older methods and the development of other methodologies based on sim-
ulation of samples, such as Approximate Bayesian Computation (Beaumont, 2010).

In this paper we review an approach to perform likelihood-based inferences, using a class of
importance sampling algorithms derived from the work of Griffiths and collaborators (de Iorio
and Griffiths, 2004a,b; see also Stephens and Donnelly, 2000). We first explain the importance
sampling algorithm defined in this work to obtain estimates of the likelihood of given parameter
points. Next we discuss the additional steps required to derive reliable inferences from such
likelihood estimates. A distinctive feature of the latter work, when compared to most of the
literature on alternative methods of inference, is the emphasis on evaluating the inference in
terms of coverage properties of likelihood-based confidence intervals. For such purposes, one has
to infer a likelihood surface from estimated likelihoods in different parameter points. Kriging has
classically been used for inference of response surfaces (e.g., Sacks et al., 1989), and our efforts
to obtain good coverage has led us to reimplement such methods as part of a set of software tools
to explore likelihood surface in an automatic way.

The methods described in this paper are all implemented in free software: the MIGRAINE soft-
ware, written in C++, implements the algorithms for likelihood estimation in each given param-
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eter point, and calls R code that performs inference of the likelihood surface from the likelihood
points, plots various representations of this surface and other diagnostics, evaluates likelihood
ratio confidence intervals, and designs new parameter points whose likelihood should be com-
puted in a next iteration of MIGRAINE. Most of this R code has been incorporated in a standard
R package, blackbox, which can also be used on its own to perform optimization of simulated
functions. MIGRAINE writes all the required calls to R functions so that no understanding of
them is required from the user.

2. Lihelihood inference using importance sampling algorithms

2.1. Demographic scenarios

We consider several classical models in population genetics. Informally, the simplest model con-
siders a single population of N (haploid) individuals, N being constant through time. In each
generation the genes received by descendants are drawn, independently for each descendant,
with equal probability from each possible parent (the so-called Wright-Fisher model). There-
fore, the population size determines the probability 1/N that two descendants receive their genes
from the same parent, and more generally characterizes the joint distribution of number of de-
scendants of all parents for a sample of n descendants, a distribution which is a building block of
the recursions we will consider later. Mutations (i.e. changes in allelic types) may occur, inde-
pendently for each transmitted gene lineage in each generation. The more general demographic
scenarios consider changes in population size through time, or dispersal of individuals among a
set of subpopulations, or divergence of two populations from a single ancestral population. We
aim to use the genotypes S of a sample of individuals to infer the parameters of the ancestral pro-
cess, including current and ancestral population sizes, mutation rates, dispersal rates, and times
of population divergence events.

In the following we consider a sample S of genotypes at a single locus. When analysing several
loci, the information is considered independent at each locus (log likelihoods for each locus are
summed). It is still a pending issue to develop likelihood methods that take into account the
statistical non-independence of genetic variation at different loci, a dependence which is expected
for loci located close to each other on a chromosome.

2.2. Inferring the likelihood for a parameter point by importance sampling

2.2.1. Sequential importance sampling formulation

Sequential importance sampling algorithms are importance sampling algorithms where the basic
quantities (the proposal distribution and the weights) are built sequentially (Liu, 2004). They
have for example been elaborated to perform likelihood-based inference in state-space models,
defined in terms of an hidden Markov process, and of an emission process. The proposal and
the weights refer to the states of the hidden process (e.g. Andrieu et al., 2010). Here there is
no distinct emission process: the observations are viewed as the terminal value of an hidden
sequential process starting from the common ancestor of the sampled gene copies, and defined
as follows. Given a current sample S, we consider the ancestral states (i.e. allelic types) of the
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Inference under coalescent processes 145

gene lineages ancestral to S at any time t, called the “ancestral sample”, S(t). These ancestral
states are considered at any time until the time tτ where a common ancestor of the sample is
reached. We consider transition probabilities p̂ for S(tk) over successive time steps t0, t1, . . . , tτ ,
and importance sampling weights ŵ defined such that the likelihood of a sample can be written
as

q(S) = Ep̂

(
τ

∏
k=0

ŵ[S(tk)]

)
, (1)

where the expectation is taken over the distribution of sequences (S(tk)) of ancestral samples
generated by the transition probabilities p̂. These transition probabilities define a Markov chain
over ancestral states, with absorbing states being reached at time tτ when a single common ances-
tor is reached. Each realization of this Markov chain records a sequence of coalescence, mutation
and migration events until the common ancestor is reached. Estimation of q(S) is then performed
by averaging ∏τ

k=0 ŵ[S(tk)] over independent realizations of this Markov chain (2000 such inde-
pendent ancestral histories in the following applications, unless mentioned otherwise).

de Iorio and Griffiths (2004a,b) propose p̂ and ŵ based on approximations for the ratio
π ≡ q(S)/q(S′) of the probabilities of samples differing by one event (mutation, migration, or
coalescence event). We will detail how these approximations are constructed. For that purpose
we will first consider recursions over a time interval, relating the current sample to an ancestral
sample S(t) taken (say) a generation before.

These recursions are obtained by a coalescent argument. That is, we represent the events
leading to the current sample of n genes as the realizations of two processes: a coalescent process
determining the marginal distribution of ancestral genealogies of n genes, independent of the
current allelic types; and given a genealogy, a mutation process that changes the allelic types
along the branches of the genealogical tree. For developments of coalescent methods see Tavaré
(1984), Hein et al. (2005), or Wakeley (2008).

In this perspective, the relationship between a current sample probability and the parental
sample probability can be conceived as the joint realizations of two processes in addition to those
leading to the parental sample: the marginal genealogical process over the latest generation, and
the mutation process over this generation. In the following we consider samples from subdivided
populations, where sample size is defined as a vector n of sample sizes in distinct subpopulations,
and samples are characterized by the counts of different alleles in each sampled subpopulations.
For example the sample S=((0,4,5),(5,4,0)) describes the counts of three alleles among n= 18
individuals sampled in two subpopulations (n = (9,9)), with the first allele only found in the
second subpopulation, and so on. The recursion between a current sample S′ and all possible
parental samples S takes the form

q(S′) = ∑
S

Pr(n)q(S)Pr(S′|S), (2)

where q(S′)≡ Pr(S′|n′) is the stationary probability that the descendant sample is S′, given the
descendant sample size n′; q(S)≡ Pr(S|n) is likewise the stationary probability of sample S given
parental sample size n; Pr(n) ≡ Pr(n|n′) is the stationary probability that, given the descendant
size n′ (but not given S′), the parental lineages form a sample of n genes. This probability depends
on the stationary probability of coalescence and migration events in the latest generation, but
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the occurrence of mutations does not change n; and Pr(S′|S) ≡ Pr(S′|S,n′) is the probability
(given n′) that mutation events led to the descendant sample S′ given the parental sample S and
the descendant n′.

This recursion suggests the following inefficient importance sampling algorithm. We rewrite
the recursion by discarding the case where S′ = S on the right-hand sum. The resulting equation
can be written as

q(S′) = ∑
S6=S′

w̃(S′)p̃(S|S′)q(S), (3)

where

w̃(S′)≡ ∑S 6=S′ Pr(n)Pr(S′|S)
1−∑S6=S′ Pr(n)Pr(S′|S) (4)

and

p̃(S|S′)≡ Pr(n)Pr(S′|S)
∑S 6=S′ Pr(n)Pr(S′|S) . (5)

The probabilities p̃(S|S′) define transition probabilities of a Markov chain such that

q(S) = Ep̃

(
q(S(tτ))

τ−1

∏
k=0

w̃[S(tk)]

)
(6)

where S(t0)= S represents the allelic counts in the current sample, and S(tτ) the allelic type of the
most recent common ancestor of S(t0). Thus, the w̃s (or their product) are importance sampling
weights in a sequential importance sampling algorithm of which the proposal distribution is the
distribution of ancestral histories generated by p̃.

A good pair (p,w) is such that q(S(tτ))∏τ−1
k=0 w[S(tk)] has low variance over realizations of p.

The above pair is inefficient in this respect. An optimal IS algorithm can be defined as yielding a
zero variance, and Stephens and Donnelly (2000) characterized the optimal pair (p,w) in terms
of successive samples and their stationary probabilities. To derive a feasible algorithm from this
characterization, de Iorio and Griffiths (2004a,b) reformulated it in terms of the probabilities
π( j|d,S), for any j and d, that an additional gene taken from subpopulation d is of type j. Then,
approximations for the optimal (p,w) can be defined from approximations for the πs.

2.2.2. Optimal p and w

Rewrite
q(S′) = ∑

S6=S′
w(S′)p(S|S′)q(S) (7)

as
q(S′) = ∑

S6=S′
ŵ(S′,S)p̂(S|S′)q(S) (8)

for some transition probabilities p̂(S|S′) forming a Markov transition matrix, and for

ŵ(S′,S)≡ w(S′)
p(S|S′)
p̂(S|S′) . (9)
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Inference under coalescent processes 147

Then q(S) = Ep
(
q(S(tτ))∏τ−1

k=0 w[S(tk)]
)

becomes q(S) = E p̂
(
q(S(tτ))∏τ−1

k=0 ŵ[S(tk),S(tk+1)]
)
.

Consider the Markov chain defined by the transition probabilities

p̂(S|S′)≡ w(S′)p(S|S′) q(S)
q(S′)

(10)

for any pair S′,S. Then ŵ[S(tk),S(tk+1)] = q[S(tk+1)]/q[S(tk)] and any realization of this Markov
chain over ancestral states gives the exact likelihood (“perfect simulation”):

q(S(tτ))
τ−1

∏
k=0

ŵ[S(tk),S(tk+1)] = q(S(τ))
τ−1

∏
k=0

q[S(tk+1)]

q[S(tk)]
= q(S(t0)), (11)

which shows that (p̂, ŵ) is optimal.

2.2.3. Formulation of efficient p and w

We can rewrite the optimal importance sampling algorithm in terms of the probability π( j|d,S)
that an additional gene taken from deme d is of type j (such that the sum over all possible
types ∑ j π( j|d,S) = 1). We write the stationary probability q(S) as an expectation over the joint
distribution of frequencies Xdi for all alleles i in all subpopulations d,

q(S) = E

(
∏

d

(
nd
(ndi)

)
∏

i
Xndi

di

)
. (12)

Then for any d and j, π( j|d,S) is related to the stationary sample probabilities by

π( j|d,S)q(S) = E

(
Xd j ∏

d

(
nd
(ndi)

)
∏

i
Xndi

di

)
=

nd j +1
nd +1

q(S+ ed j) (13)

where the expectation is taken over the stationary density of joint allele frequencies x in the
different demes considered. Thus if two successive samples differ by the addition of a gene copy
of type j in deme d, the corresponding term ŵ[S(tk),S(tk+1)] in eq. 11 can be written as

π( j|d,S(tk))
nd(tk)+1
nd j(tk)+1

= π( j|d,S(tk+1))
nd(tk+1)

nd j(tk+1)
. (14)

If two successive samples differ by a mutation from i to j in deme d, then

ŵ[S(tk),S(tk+1)] =
π( j|d,S(tk+1))

π(i|d,S(tk+1))

ndi(tk+1)+1
nd j(tk+1)

, (15)

as mutation can be represented as the removal of one gene copy and the addition of another gene
copy of another type in the same deme. Likewise, a migration from deme d to deme d′ yields

ŵ[S(tk),S(tk+1)] =
π( j|d′,S(tk+1))

π( j|d,S(tk+1))

nd′(tk+1)nd j(tk+1)+1
(nd(tk+1)+1)nd′ j(tk+1)

. (16)
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Coalescent methods typically consider that only one event (coalescence, mutation, or migra-
tion) distinguishes the successive samples. Thus, in informal terms, the mutation and migration
rates are assumed small, and subpopulation sizes are assumed large, so that it is unlikely that
more than one coalescence event occurs in a generation (see the Appendix for a somewhat more
formal statement). Then, the product of sequential weights in eq. 11 can be written, for any
sequence of ancestral samples, as a product of terms given in the last three equations. Any ap-
proximation for the πs then defines an approximation for the optimal weights in an importance
sampling algorithm.

The Appendix details the approximation defined by de Iorio and Griffiths (2004a,b). This
approximation recovers the true πs and thus allows “perfect simulation” in a few cases where
the stationary distribution of allele frequencies in populations is known, and it is otherwise very
efficient for other time-homogeneous models that have been investigated (de Iorio et al., 2005;
Rousset and Leblois, 2007, 2012). The previous arguments also yield importance sampling al-
gorithms for time-inhomogeneous models where the rates of events depend on time-variations
in parameter values, when random times are attached to the successive events in the ancestral
history (Griffiths and Tavaré, 1994). The π̂ approximation of de Iorio and Griffiths (2004a,b) has
been used to extend the inference method to models with changing population size over time
(Leblois et al., 2014) and models with population divergence events (divergence with migration
between two populations, unpublished work). However, the p̂ proposal at any step t only takes
into account the rates at time t, not the more ancestral rate variations that also affect sample prob-
abilities at time t, and this results in a loss of efficiency of the IS algorithm. Resampling methods
(Liu, 2004) have been investigated to provide some relief to this inefficiency (Merle et al., 2017).

A large part of the computational burden stems from the computation, independently for each
parameter point, of the π̂ terms of de Iorio and Griffiths (2004b), which is required for the deter-
mination of the proposal distribution and of the importance sampling weights. Bridge sampling
(e.g., Gelman and Meng, 1998) may be used to tentatively reduce the amount of such computa-
tion. To use bridge sampling in the present context, one first estimates likelihood as previously
described for one or a few driving parameter values. Estimates of likelihood in any new given
parameter value are then deduced from estimates of the likelihood ratio between driving and new
values, using only the realized path of importance sampling in driving value(s), and the ratio, for
driving and new parameter values, of the IS weights for such paths. This can bring computational
gains if sampling from the proposal distribution is costly, but the ratio of IS weights is easy to
evaluate. In early steps of this project (Leblois, 2004), we investigated the performance of bridge
sampling in combination with the IS algorithm of Nath and Griffiths (1996), whose IS weights
are indeed simple to evaluate, but whose proposal distribution is also much less efficient than that
of de Iorio and Griffiths (2004b). Bridge sampling did not bring any improvement comparable to
that brought by de Iorio and Griffiths’s algorithm. In the context of de Iorio and Griffiths’s algo-
rithm, bridge sampling may be of little benefit, as in that context the ratio of IS weights depends
on the π̂ terms for any new parameter values (as implied by eqs. 14–16), and is thus costly to
evaluate.
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2.2.4. The PAC-likelihood heuristics

Eq. 11 holds for any sequence (S(tk)), even if this sequence is not a biologically coherent se-
quence of ancestral states. Thus it holds for any sequence Sl defined as the sequential addition
of all constituent gene copies gl (l = 1, . . . ,n) of the final sample S, in any order. For such a
sequence eq. 11 takes the form

q(S) =
n

∏
l=1

π( j(gl)|d(gl),Sl−1)
nd(l−1)
nd j(l−1)

=

(
n
n

) l=n

∏
l=1

π( j(gl)|d(gl),Sl−1). (17)

where j(gl) and d(gl) represent respectively the allelic type of gene copy gl and the subpopula-
tion where it is added. Using some approximation for the πs in this expression yields a Product
of Approximate Conditional (PAC) approximation to the likelihood (Li and Stephens, 2003). It
is heuristic, in the sense that it is generally not a consistent estimator of the likelihood. How-
ever, we can use the same approximations to the πs as in the importance sampling algorithm
(Cornuet and Beaumont, 2007), and in that case likelihood inference based on PAC-likelihood
has proven practically equivalent to that based on likelihood (Rousset and Leblois, 2007, 2012;
Leblois et al., 2014). The main drawback of the approximation is that, since there is no ancestral
time attached to the successive S(l), this PAC-likelihood approximation cannot substitute the
IS approach in models with time-varying rates. However, some models with time-varying rates
include a ancestral stable demographic phase (e.g. the model with a contraction or an increase
in population size used in Leblois et al. (2014) and illustrated in Fig. 1). Under such models,
the PAC-likelihood can still be used to approximate the probability of the states of the ances-
tral genes lineages remaining when the stable demographic phase is reached backwards in time,
and this approximation has allowed significant decreases in computation time without loss in
precision (Leblois et al., 2014).

Figure 1: Representation of the time-inhomogeneous demographic model considered in Leblois
et al. (2014).
N is the current population size, Nanc is the ancestral population size (before the demographic change), T
is the time measured in generations since present and µ the mutation rate of the marker used. Those four

parameters are the parameters of the finite population model. θ , D and θanc are the inferred scaled
parameters of the coalescent approximations.
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2.3. Inferring the likelihood surface by smoothing

The above algorithms provide estimates of likelihood for given parameter values. A difficulty
encountered in the first applications of this methodology (de Iorio et al., 2005) is that widely
usable software (in particular, various R packages) were not up to the task of accurately inferring
a likelihood surface from a collection of such estimates, and that the best of them still failed in
a notable fraction of computations (essentially in the inversion of near-singular matrices), ham-
pering our validation efforts. Our re-implementation of Kriging uses generalized cross-validation
(Golub et al., 1979; Nychka, 2000) to obtain estimates of the smoothing parameters in reasonable
time, in a way similar to the fields package in R (Nychka et al., 2015). We assume a Matérn
correlation function, which is the most versatile model available. In particular, it can be used in
Euclidean spaces of arbitrary dimension (Matérn, 1960). We estimate one scaling parameter for
each parameter dimension of the coalescent model, as well as the smoothness parameter of the
Matérn function. However, as the likelihood surfaces that we aim to infer are themselves smooth,
a high estimate of the smoothness parameter should be obtained. Otherwise the software warns
about potential problems in the input data.

We also use a complex strategy (discussed below) to sample points in parameter space in an
automated way with minimal input from users. The details of the sampling strategy can substan-
tially impact the performance, particularly as the number of parameters increases, but this impact
cannot be fully assessed unless performance of the overall inference method (e.g., coverage of
confidence intervals in the present case) is itself assessed.

To obtain a first estimate of the likelihood surface, one has to sample evenly in parameter
space. In several dimensions, Latin square designs have been recommended (e.g., Welch et al.,
1992). However, to estimate smoothing parameters, clusters of close parameters points are also
useful (Zimmerman, 2006). Consistently with the latter work, our early attempts using Latin
square designs were not convincing. The current implementation performs an empirical com-
promise between these distinct needs. From any estimate of the likelihood surface, further pa-
rameter points can then be sampled. The general resampling strategy, as detailed below, is to
define a space of parameters with putatively high likelihood according to the current likelihood
surface estimate, then to sample at random within this space, and to select among the sampled
points those that are appropriate or best according to some additional criteria. MIGRAINE al-
lows extrapolation beyond the parameter regions sampled in previous iterations, subject to ad
hoc constraints in parameter space (such as positive mutation rates, but sometimes more com-
plex constraints for composite parameters such as the so-called neighborhood size in models of
localized dispersal).

Part of the new points are sampled uniformly in a parameter region with high predicted like-
lihood. But parameter regions that have yet been little sampled typically have high prediction
variance, and may thus be worth sampling even if the predicted likelihood is relatively low in
such regions. Expected improvement (EI) methods allow sampling of points in such regions by
taking in account both point prediction and high variance in prediction (e.g., Bingham et al.,
2014). The latest versions of MIGRAINE use EI to generate part of the new points, by first sam-
pling a larger number of points (typically 100 times the target number) uniformly in a given
parameter region, then retaining the ones with best EI. This approach is used to more accurately
identify the ML estimates, but also the confidence limits. In the latter case, confidence limits
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(λ−,λ+) for any parameter λ are deduced from the profile log-likelihood ratio (LR) defined by
maximization over other parameters ψ . Then EI is used to select new values of ψ given λ = λ−
or λ = λ+. Additional points with high EI are also selected specifically outside the parameter
regions with highest predicted likelihood.

A nice feature of this iterative approach is that it is not very important to have accurate esti-
mation of likelihood in each parameter point, because the accumulation of likelihood estimates
nearby the maximum (or any other target point) over successive iterations will provide, by the
infill asymptotic properties of Kriging (Stein, 1999), an accurate estimation of likelihood at the
maximum. For example, under models of localized dispersal (so-called “isolation by distance” in
population genetics), simulating 20 genealogies per parameter point is sufficient to obtain almost
perfect coverage properties of the confidence intervals (Rousset and Leblois, 2012).

3. Examples

3.1. Inference of a founder event in Soay sheep

We will illustrate the whole inference procedure (i.e. likelihood computation at different points
of the parameter space and likelihood surface smoothing) by analyzing available data from an
isolated sheep population from the island of Hirta, previously published in Overall et al. (2005).
The Hirta island was evacuated of humans and their modern domestic sheep in 1930, and 107
sheep were reintroduced in 1932 from the neighboring island of Soay. The population has since
remained unmanaged and the total island population has been recently observed to reach up 2000
individuals. The data set consists in 198 individual genotypes, thus 396 gene copies, screened at
17 microsatellite markers. All genotyped individuals were born in 2007.

For this application, we first considered the model of a single population with a single past
change in population (i.e. the model presented in Fig. 1), which has been thoroughly tested by
simulation in Leblois et al. (2014) and applied on different data sets (e.g. Vignaud et al., 2014a;
Lalis et al., 2016; Zenboudji et al., 2016). Microsatellite alleles are repeats of a very short DNA
motif, and mutation models generally describe the distribution of change in number of repeats
when a mutation occurs. The model assumed here is the generalized stepwise mutation model
(GSM, Pritchard et al., 1999) characterized by a geometric distribution of mutation steps, with
parameter pGSM. Four (scaled) parameters are thus inferred under this model: pGSM, θ = 2Nµ ,
D = T/2N, and θanc = 2Nancµ (see legend of Fig. 1 for explanation of the model parameters).
An additional composite parameter, Nact/anc = N/Nanc, describes past changes in population size
(i.e. past contraction or expansion). The present analysis consisted in 8 iterations, each with 200
parameter points. For each point the likelihood is estimated using 2,000 genealogies. Initial pa-
rameter ranges as well as point estimates and associated confidence intervals (CI) are presented
in Table 1 (lines ‘Single change‘) and examples of one- and two-dimensional profile likelihood
ratio (LR) plots are shown in Fig. 2. In all such plots, the likelihood profile are inferred only
from the likelihood of parameters restricted within the convex hull of sampled parameter points,
i.e. ignoring values inferred by the Kriging prediction outside this region. There is enough in-
formation on all parameters in the data set for the analysis to yield peaked likelihood profiles
and relatively narrow CIs for all parameters, in particular supporting a sharp and significant past
contraction signal with Nact/anc < 0.1.
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Figure 2: One- and two-dimensional profile LR plots for the sheep data set analyzed under the
model with a single ancestral change in population size.

See main text and Fig. 1 for details about the model parameters and the control parameters of the
iterative analysis.

In a second step, we reanalyzed the sheep data under a more complex demographic model
called “Founder-Flush” (FF), illustrated in Fig. 3. The FF model is designed for the analysis of
samples from an isolated population that was founded some time in the past by an unknown
number of individuals coming from a stable ancestral population of unknown size, and has then
grown (or declined) exponentially until present (i.e., sampling time). Such a model is well suited
to study invasive, reintroduced or epidemic populations and thus seems adapted to the sheep data
set from Hirta.

As for the previous analysis, we considered a GSM model for mutations but we fixed its pGSM
value at 0.5 (i.e. the value inferred in the previous analysis) because preliminary analyses shows
flatter profile likelihood surfaces when pGSM is also estimated, thus complicating the whole anal-
ysis. This is probably due to the small number of loci (i.e. 17) of the data set, resulting in a lack of
information about all parameters of the model. Four (scaled) parameters are thus inferred in this
analysis: θ = 2Nµ , D = T/2N, θfounder = 2Nfounderµ , and θanc = 2Nancµ (see legend of Fig. 3
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Figure 3: Representation of the Founder-Flush demographic model used for the analysis of the
Soay sheep data set.
N is the current population size, Nfounder the size of the population during the founder event, and Nanc is

the ancestral population size (before the demographic change), T is the time measured in generation
since present and µ the mutation rate of the marker used. Those four parameters are the canonical

parameters of the model. θ , D, θfounder and θanc are the inferred scaled parameters of the coalescent
approximation.

for explanations of the model parameters). Three additional composite parameters are consid-
ered: (i) the Nact/anc = N/Nanc characterizing the ratio of the current population size vs the size
of the source population; (ii) Nf/anc = Nfounder/Nanc characterizing the founder event; and (iii)
Nact/f = N/Nfounder characterizing the growth or decline of the newly founded population. The
sheep data analysis under the Founder-Flush model was conducted by considering 8 iterations,
with 300 points for which the likelihood is estimated using 2,000 genealogies. Initial parameter
ranges as well as point estimates and associated CIs inferred after the 8 iterations are presented
in Table. 1.

This second analysis under the FF model is coherent with the first analysis conducted under a
simpler model: ancestral population size estimates are highly similar between the two analyses,
with however narrower CI for the FF model. The FF analysis additionally detects the founding
event (Nf/anc = 0.00047, CI: [3.4 · 10−5− 0.0010]). An expansion occurring after the founding
event is also detected. Its estimate (Nact/f = 490, CI: [268− 380,000]) is higher than expected
from census sizes, which may be due to difficulties in estimating population increases that are
both large and recent, but other factors, such as variance in reproductive success, may also have
strongly decreased the effective size of the founder population below its census size of 107 indi-
viduals. Finally, the inferred timing of the founder event is very recent (D = T/2N < 0.006), but
coherent with the known time of introduction (i.e. 1932, corresponding to 19 sheep generations,
given a generation time of four years as reported by Coulson et al., 2010, Table 3) and the in-
ferred current population size. This is the first time to our knowledge that a founder-flush model,
characterized by two ancestral changes in population size, is fitted using microsatellite loci. This
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analysis shows that small genetic data sets, as considered here, still contain relevant information
about parameters of this model.

TABLE 1. Initial parameter ranges, point estimates and 95% CIs obtained from the three analyses of the sheep data
set.

pGSM θ D θfounder θanc Nact/anc

Si
ng

le
C

ha
ng

e Initial range [0.01−0.8] [0.01−0.6] [0.05−2.0] NA [1.0−80] NA

Final 8 iterations 0.52 0.12 0.55 NA 7.36 0.016
[0.077−0.69] [0.0052−0.32] [0.23−1.1] NA [2.6−50] [0.0014−0.068]

Si
ng

le
C

ha
ng

e
ite

ra
tiv

e
pr

oc
ed

ur
e

ill
us

tr
at

io
n

Initial range [0.4−0.9] [0.5−10.0] [0.05−2.0] NA [1.0−100] NA

iteration 2 0.48 0.42 0.71 NA 12.4 0.034
[0.42−0.60] [NA−0.54] [0.38−0.99] NA [5.6−20] [0.019−0.080]

iteration 4 0.34 0.19 0.73 NA 19 0.010
[0.25−0.62] [0.17−0.38] [0.38−1.0] NA [4.4−43] [0.0040−0.074]

iteration 10 0.54 0.13 0.52 NA 6.8 0.018
[0.16−0.69] [0.008−0.32] [0.24−0.98] NA [2.7−38] [0.0016−0.075]

Fo
un

de
r

Fl
us

h

Initial range fixed 0.5 [0.03−300] [10−6−0.5] [10−5−0.1] [0.1−100] NA

Final 8 iterations NA 1.7 0.0013 0.0034 7.3 0.23
NA [1.1−130] [3.7 ·10−6−0.0021] [0.00024−0.0059] [5.1−13] [0.10−16]

See main text and Fig. 1 and 3 for details about the model parameters and the control parameters of those
analyses.

3.2. Adaptive exploration of likelihood surfaces

Inference of the likelihood surface uses an iterative procedure, as described in the previous sec-
tion 2.3. Here, we illustrate this iterative procedure using the sheep data and the model with a
single past change in population size as before, but considering bad initial ranges for two of the
four parameters (pGSM and θ ). This shows the capacity of MIGRAINE to automatically adjust the
sampled parameter space to regions of high likelihood that were not explored in the first itera-
tions, and to gradually increase the density of points in those regions. For that purpose, the lower
bounds of initial ranges for pGSM and θ were both set at higher values than the corresponding CI
lower bounds obtained in the previous analysis (see Table. 1).

Expectedly, the analysis with bad initial parameter ranges required more computation than
the previous analysis to get satisfactory results. We doubled the number of points (i.e. 400) for
which the likelihood is estimated at each iteration compared to the previous analysis and ran 10
iterations instead of 8. All other settings are identical. Table 1 presents point estimates and asso-
ciated CIs for all inferred parameters at iterations 2, 4 and 10, and Fig. 5 represents the evolution
of one-dimensional LR profiles through these iterations. Those results first show that, despite
the bad initial parameter ranges, MIGRAINE succeeds in generating after 10 iterations point es-
timates and CIs similar to those obtained in the previous analysis with better initial parameter
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ranges. Additional iterations in both analyses only marginally change the results. Second, results
from intermediate iterations show how MIGRAINE progressively extend the region of high like-
lihood. This automatic extension of explored parameter range is apparent in Fig. 6, which shows
parameter points generated at iteration 2, whose likelihoods are to be estimated in the next it-
eration. Therein, different points generated according to different criteria are shown in different
colors, and points generated by extrapolation in a previously unexplored parameter region are
shown in black. The black points are mostly located at low pGSM and θ values. The same points
also have high D and θanc due to correlations between pGSM and these two parameters near the
likelihood maximum. This parameter correlation is apparent in Fig.6 and even more visible in
the two-dimensional LR profiles for (pGSM,D) and (pGSM,θanc) from the final iteration (results
not shown). This diagnostic figure also shows that MIGRAINE samples points according to other
criteria, aiming to ascertain the current likelihood maximum (orange points) and the CI bounds
(red points), or to fill the region of high likelihood (roughly above the LR threshold of the con-
fidence interval, but defined in two slightly different ways; green and dark blue points), or with
high expected improvement outside this region (cyan points).
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Figure 4: Examples of one- and two-dimensional profile LR plots for the sheep data set analyzed
under the Founder-Flush model.

See main text and Fig. 3 for details about the model parameters and the control parameters of the
analysis.
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Figure 5: Illustration of the iterative procedure implemented in MIGRAINE for the sheep data set
analyzed under the model with a single ancestral change in population size.
Examples of one-dimensional profile LR plots for the parameters pGSM, θ , and Nact/anc for iterations 2, 4
and 10. See main text and Fig. 1 for details about the model parameters and the control parameters of the

analysis.
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Figure 6: Diagnostic output graph illustrating the computation of new points during the iterative
procedure implemented in MIGRAINE.
This graph shows the points defined at the end of iteration 2, for which the likelihood is to be estimated

at iteration 3, for the sheep data set analyzed under the model with a single ancestral change in
population size. See Main Text for the meaning of the different point colors. See main text and Fig. 1 for

details about the model parameters and the control parameters of the analysis.
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4. Discussion

4.1. Validation

The methods reviewed in this paper have been extensively assessed, in particular in terms of
coverage of confidence intervals (e.g. Fig.7 and 8, and see Rousset and Leblois, 2012; Leblois
et al., 2014). Assessment of coverage is not only suitable for interval estimation, but also more
useful than assessment of bias and variance to detect problems in the inference of the likelihood
surface by smoothing. Such assessment would hardly deserve mention, were it not for the fact
that it is not the prevalent practice in broad segments of the literature related to this work either
in its objectives (inference from genetic variation) or through its methods (various stochastic
methods to infer likelihoods or posterior distributions). Consequently, poorly assessed methods
or software are readily available and endorsed by practitioners eager to make a story out of their
data. In fact, very few publications testing methods for population genetic inference even mention
confidence intervals coverage properties. Moreover, the few papers that report such information
often find strong inaccuracies of the CIs (e.g. Abdo et al., 2004; Beerli, 2006; Hey, 2010; Hey
et al., 2015; Appendix S3 of Peter et al., 2010).

The method defined by de Iorio and Griffiths (2004a,b) provides an approximation for the
probability that a newly sampled gene is of a given type. As noted above, this approximation re-
duces, under a model of a single stationary population with parent-independent mutations (PIM,
i.e. when the forward mutation rate from genetic type i to j is independent of i), to the true
probability, and thus leads to the optimal importance sampling distribution, allowing “perfect
simulation” under such a model. Under stationary models of structured populations, this approx-
imation does not allow perfect but still very efficient importance sampling simulation.

Imperfect performance of the inferences can still result from approximations inherent in the
methods. In our own work, examples include biased estimation of parameters when the analytical
approximations inherent to coalescent and diffusion approximations (e.g., large population size)
do not hold (Rousset and Leblois, 2012), poor robustness of some inferences with respect to
details of the spatial organization of the population (Rousset and Leblois, 2007, 2012), and large
variance of the importance sampling algorithm in non-equilibrium models (Leblois et al., 2014).

Poor performance could also be expected because the traditional assumptions of asymptotic
likelihood theory do not hold. A first reason is the discrete nature of the data, which occasionally
impacts the distribution of the likelihood ratio even in large samples. To understand how this can
occur, first consider the infinite allele model (IAM), according to which each mutation generates
an allele not preexisting in the population. In this model, the observed number of alleles k in a
sample is a sufficient statistic for θ (Ewens, 1972), and as it is a discrete variable, the distribution
of the LR is also discrete. The IAM may be seen as a limit case of the K-allele model (KAM),
a model with K possible allele types and identical mutation rates between any pair of alleles.
For the KAM with large K (thus approaching the IAM), but with a small mutation rate (thus
with few likely values of k), steps in the distribution of the likelihood may thus become visible.
This is illustrated in Fig. 7, which shows the analysis of samples of 100 gene copies generated
under a 20-allele KAM. Steps are visible when these data are analyzed under a KAM with large
K (400; Fig. 7a), while they disappear for small K (20; Fig. 7b). A second and more general
deviation from traditional assumptions is that a sample of n genes is typically not considered as
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Figure 7: Empirical cumulative distribution functions (ECDF) of P values of LR tests under a
model of a single stable population

θ = 2Nµ = 16.0 for a KAM with (a) K = 400 and (b) K = 20 possible alleles. Mean relative bias (rel.
bias, computed as ∑(θ̂ −θ)/θ ) and relative root mean square error (rel. RMSE, computed as

∑[(θ̂ −θ)/θ ]2 are reported. KS indicate the P value of the Kolmogorov-Smirnov test for departure of
LRT P values distributions from uniformity.

resulting from n iid draws. Instead, the n genes are related through their common ancestry, and
the realized ancestral genealogy can be viewed as a single draw of a latent variable. The impact
of this dependence is clear for example on the inference of the mutation rate under the infinite
allele model (IAM), where the variance of the ML estimator is asymptotically O[1/ log(n)] rather
than O(1/n) (Tavaré, 1984, p. 41). Yet, in the KAM model with small K, we can achieve prac-
tically perfect coverage from small samples (n = 30 genes from a single locus, Fig. 7b). This
observation, coupled with the fact that it is recommended to apply such methods to samples of
several unlinked loci, suggests that the genealogical dependence has little impact on likelihood
approximations.

4.2. Drivers of robustness under imperfectly specified models

None of the mutation models implemented can be considered as exact representations of the
actual mutation processes at the markers assayed. Thus, one typically considers a simple model
such as the PIM in order to make inferences about other parameters such as dispersal rates.
Robustness has been checked in this case (Rousset and Leblois, 2012). Isolation by distance
analyses under a PIM model of microsatellite data simulated under a strict stepwise mutation
model (SMM, Ohta and Kimura, 1973), according to which mutation results in the gain or loss of
only one repeat of the DNA motif, showed that mis-specification of the mutation model has little
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impact on dispersal estimator performance, but a 50 to 75% bias in scaled mutation rate estimates
is observed (Rousset and Leblois, 2007, 2012). This bias is expected because the variation in
local diversity in KAM versus SMM is approximately that resulting from a 2-fold variation in
mutation rate (Rousset, 1996). Similarly, inference of scaled migration rates between pairs of
populations, but not of scaled mutation rate, is expected to be robust to mutational processes.

On the other hand, inferences in demographic models with time-varying parameters are much
more sensitive to mutational processes. Leblois et al. (2014) showed that mis-specification of
microsatellite mutational processes can induce false detection of past contraction in population
sizes from samples taken from stationary populations. It can also induce biases in inferred timing
and strength of a past change in population size from samples taken from a population that
has indeed undergone past demographic changes. We have thus implemented variants of the
importance sampling algorithms for different mutation models. Such work is illustrated for an
unbounded SMM and models with one or two populations, in de Iorio et al. (2005), in Leblois
et al. (2014) for a generalized stepwise mutation model (GSM) in a single population, and in
Fig. 8 for the Infinitely many Site model (ISM; Kimura, 1969), a model adapted to DNA sequence
markers (see next section).
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Figure 8: ECDF of P values of LR tests for a scenario with a single past change in population
size as illustrated in Fig. 1

(a) for 30 SMM loci with θ = 2Nµ = 4.0 and and θanc = 2Nancµ = 40.0; (b) for 30 ISM loci with
θ = 2Nµ = 0.1 and and θanc = 2Nancµ = 1.0; D = T/2N = 2.5 for both analyses. Mean relative bias
(rel. bias, computed as ∑(observed value−parameter value)/parameter value) and relative root mean
square error (rel. RMSE, computed as ∑[(observed value−parameter value)/parameter value]2 are
reported as well as the contraction detection rate (DR) and false expansion detection rate (FEDR) in

parentheses after DR. KS indicate the P value of the Kolmogorov-Smirnov test for departure of LRT P
values distributions from uniformity.
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4.3. Expected developments

All the mutation models discussed above describe allelic data, typically microsatellites, and not
DNA sequences, which are also widely used genetic markers. Even if non-recombining DNA
sequences can be analyzed as allelic data by considering haplotype identity only, it implies a
great loss of genetic information carried by the mutations present in the different haplotypes.
One mutation model adapted to DNA sequences, the infinitely-many-site model (ISM, Kimura,
1969), has been considered since the earliest developments of coalescent-based importance sam-
pling algorithms, e.g. in the software GeneTree developed by Bahlo and Griffiths (2000) and in
the approximations defined in de Iorio and Griffiths (2004b). Hobolth et al. (2008) also devel-
oped a specific proposal distribution based on an exact sampling formula from a single DNA
site. Simulations showed however that the latter proposal is not more efficient than de Iorio &
Griffiths’ ISM specific solution derived from their general approximation (unpublished results).
Nevertheless, both proposals for the ISM model have been implemented in MIGRAINE and have
already allowed analysis of real data sets with sequence data (e.g., Vignaud et al., 2014b, Lalis
et al., 2016). Extensive simulation tests of the ISM implementation in MIGRAINE are not yet
published, but we show in Fig. 8b good performances, in terms of relative bias, relative RMSE
and coverage properties of the CIs, of such analyses of DNA sequence markers evolving under
the ISM compared to microsatellite markers evolving under the SMM (Fig. 8a) under a scenario
with a single past change in population size (i.e., the model presented in Fig. 1).

Finally, given the explosion of single nucleotide polymorphism (SNP) data, it would be inter-
esting to develop IS algorithms specifically adapted to SNPs, but except for de Iorio and Griffiths’
suggestion to use the ISM algorithm with a single site and let θ parameters tends to 0, we are
not aware of any development, application or test of IS algorithms for SNP data. SNP data may
also be analyzed under a KAM with two possible alleles for the inference of dispersal between
subpopulations because such inference is robust to mis-specifications of the mutation processes.
On the contrary, inferences under time-inhomogeneous models may be strongly biased by such
model mis-specification, especially for the timing of the different ancestral events (e.g. changes
in population or divergence events).

But all algorithms dedicated to the alternative mutation models increase computation time of
each replicate in comparison to the PIM, and for a given number of replicates, none has exhib-
ited a variance as low as algorithms defined for the PIM. The current approaches for designing
importance sampling algorithms are less and less efficient when mutation is more dependent on
the parental type: as reviewed above, they work best for the PIM, then the GSM and the SMM,
and the ISM comes last here.

4.4. Conclusion

The works reviewed here have shown the feasibility of likelihood-based inference for an increas-
ing range of models of data types and demographic processes. A broader range of inferences
(e.g., in demographic models with large rates of coalescence or migration) may be currently pre-
vented by the limitations inherent to the approximations of coalescent and diffusion approaches.
Analyzing a large number of loci (e.g. few thousands for typical NGS data on non-model or-
ganism) may also be challenging because of (i) the additive effect of the variance observed at

Journal de la Société Française de Statistique, Vol. 159 No. 3 142-166
http://www.sfds.asso.fr/journal

© Société Française de Statistique et Société Mathématique de France (2018) ISSN: 2102-6238



162 Rousset, Beeravolu et Leblois

each locus; and (ii) potentially large computation times. Such limitations underlie the persistent
scope for alternative methodologies. Even within the current framework, there is still scope for
substantial improvements, in particular of importance sampling algorithms for specific mutation
models and time-inhomogeneous demographic models.
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5. Appendix

An efficient importance sampling algorithm has been formulated using concepts from diffusion
theory. We first recall how diffusion models are used in population genetics (see Ewens, 2004
for an extensive introduction).

A process of allele frequency change in a finite population of size N with (say) mutation rate µ
is approximated by the limiting process as N→∞, of a series of processes XN with the same Nµ ,
each measured in time scaled by N. For example, consider a locus with only two possible alleles,
with mutation probability µ to the other allele per gene copy per generation. The expected allele
frequency in the next generation is E(x′) = x(1− µ)+ (1− x)µ . in the classical Wright-Fisher
model for a population of N haploid individuals, the allele frequency in the next generation
is a binomial sample of size N with binomial frequency E(x′) as given above. The change in
allele frequency has then expectation E(x′)− x = (1− 2x)µ and variance E(x′)(1−E(x′))/N.
The limiting process in scaled time is then described by the infinitesimal moments in scaled time
in units of N generations, M(x) = Nµ(1− 2x) and V (x) = x(1− x). In particular, the transition
density φ(Xt |X0) of allele frequency in the limiting process satisfies the backward Kolmogorov
equation

∂φ(Xt |X0 = x)
∂ t

=

(
1
2

V (x)
∂ 2

∂x2 +M(x)
∂
∂x

)
φ(Xt |x)≡L φ(Xt |x). (18)

A backward equation holds also for the expectation of any function f (x) with bounded second
derivatives (“generator equation”; Karlin and Taylor, 1981, p. 215),

lim
t→0

E( f (Xt)|x)− f (x)
t

=

(
1
2

V (x)
∂ 2

∂x2 +M(x)
∂
∂x

)
f (x) = L f (x). (19)

These results are extended to models with multiple alleles and subpopulations, with the fol-
lowing notations. We consider deme sizes, Nd for deme d, which sum to NT; a matrix of scaled
forward mutation rates NTµi j ≡ NTµPi j from i to j (which is row-stochastic, i.e., ∑ j Pi j = 1); and
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a matrix of scaled forward migration rates NTmdd′ from deme d′ to d. the diffusion process is
now the limit, as N→∞, of a series of processes XN with the constant Nµi j, constant Nmdd′ , and
constant relative deme sizes. Then the generator can be written

L =
1
2 ∑

demes d
∑

allele pairs i, j

NT

Nd
xdi(δi j− xd j)

∂ 2

∂xdi∂xd j
+∑

d
∑

i
Mdi

∂
∂xdi

(20)

where Md j = NTµ ∑ j(Pi j−δi j)xdi +NT ∑d′(xd′ j− xd j)mdd′ .
At stationary equilibrium, E[L f (x)] = 0 where x ≡ (xid) is the vector of frequencies of al-

lele i in deme d, and expectation is taken over the joint stationary density ψ(x) of these al-
lele frequencies. Applying this result for f taken as the sample probability given x, i.e. f (x) =

∏d

(
nd
(ndi)

)
∏i xndi

di where xdi is the frequency of allele i in deme j, leads to a relation between

probabilities of samples that differ by one coalescence/mutation/migration event:

NT

(
∑
d

nd

(
nd−1

Nd
+md +µ

))
q(S) =

NT ∑
d, j

nd
nd j−1

Nd
q(S− ed j)

+NTµ ∑
d, j

∑
i

Pi j(ndi +1−δi j)q(S− ed j + edi)

+NT ∑
d, j

nd ∑
d′ 6=d

mdd′
nd′ j +1
nd′+1

q(S− ed j + ed′ j). (21)

We use eq. 13 to express eq. 21 as a recursion involving ancestral samples differing by the
subtraction of one gene copy relative to the descendant sample, by expressing all q(.) in terms of
q(S− ed j)s for distinct d, j:

NT ∑
d, j

(
nd−1

Nd
+md +µ

)
π( j|d,S− ed j)ndq(S− ed j) =

NT ∑
d, j

nd
nd j−1

Nd
q(S− ed j)

+NTµ ∑
d, j

∑
i

Pi jndπ(i|d,S− ed j)q(S− ed j)

+NT ∑
d, j

nd ∑
d′ 6=d

mdd′π( j|d′,S− ed j)q(S− ed j) (22)

This provides no solution for the π’s, as the closed system of equations for sample probabilities
implied by this one is not simplified in any way, and remains too large. But de Iorio and Griffiths
(2004b) instead considers the equations defined for each d, j by extracting the left-hand and
right-hand side coefficients of q(S− ed j). The system of such equations for different samples
of same size as S over all d and j is generally inconsistent. However, the system of equations
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for identical q(S− ed j) over different d, j leads to a linear system of equations of dimension the
number of demes times the number of alleles. Each such equation reduces to

NT

(
nd−1

Nd
+md +µ

)
π̂( j|d,S− ed j) =

nd j−1
Nd

+NTµ ∑
i

Pi jπ̂(i|d,S− ed j)+NT ∑
d′ 6=d

mdd′ π̂( j|d′,S− ed j) (23)

where e.g. ∑i Pi jπ̂(. . .) represents a sum over different possible ancestral sample configurations
with an additional i gene, cf eq. (21). The π̂s solving this system are not the true πs, but they
provides approximations for the πs from which importance sampling weights and a proposal
distribution can be defined.
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Abstract

Motivation: Simulation-based inference can bypass the limitations of statistical methods based on analytical
approximations, but software allowing simulation of structured population genetic data without the classical
n-coalescent approximations (such as those following from assuming large population size) are scarce or slow.

Results: We present GSpace, a simulator for genomic data, based on a generation-by-generation coalescence
algorithm taking into account small population size, recombination and isolation by distance.

Availability and implementation: Freely available at site web INRAe (http://www1.montpellier.inra.fr/CBGP/soft
ware/gspace/download.html).

Contact: thimothee.virgoulay@umontpellier.fr

1 Introduction

GSpace is a program that can simulate neutral genomic data with re-
combination under a wide range of demographic models. It is based
on a backward in time generation-by-generation (gen-by-gen) ap-
proach, coupled with an efficient recombination algorithm and flex-
ible models for dispersal and subpopulation sizes. It simulates the
ancestry of a sample of haploid or diploid individuals (in both cases
following a standard haplo-diploid sexual life cycle), carrying one or
more chromosomes.

Individual dispersal is generally restricted in space in natural
populations (isolation by distance: Endler, 1979; Rousset, 1997;
Wright, 1943). To represent this fact, GSpace considers a lattice of
subpopulations of any size (down to single individuals) connected
by limited dispersal, according to different possible dispersal distri-
butions, including in particular fat-tailed distributions, such as the
Zeta (discretized Pareto, Patil and Joshi, 1968) and the Sichel
(Chesson and Lee, 2005).

The case where each subpopulation on the lattice hosts a single
individual or a mating pair and dispersal is mostly restricted to a
few steps apart is suitable to represent a range of territorial species
inhabiting a continuous habitat (e.g. Rousset, 2000), but cannot be
simulated when considering extensions of Kingman’s (1982) n-co-
alescent which assume large sub-population sizes and small migra-
tion rates. To simulate small population sizes and high dispersal
rates without biases (Nelson et al., 2020), coalescence probabilities
exact for small population size (Fu, 2006) must be used in a gen-by-
gen simulation until the common ancestors of the whole simulated
sample have been found. Such simulations are required to assess any

inference framework which might for example allow separate esti-
mation of sub-population size, mutation and migration probabil-
ities, something that is not possible under n-coalescent
approximations. In all these respects, GSpace retains and extends
for genomic data some of the previous features of the IBDsim soft-
ware (Leblois et al., 2009). The current version considers only time-
homogeneous models but time-heterogeneous models will be imple-
mented in future versions similarly to IBDsim.

As gen-by-gen algorithms are expected to be slower than those
involving n-coalescent approximations, we performed simulations
to check the feasibility of simulating genomic data by such algo-
rithms, and compared computation times with those of alternative
software based on n-coalescent approximations, such as msprime
(Kelleher et al., 2016), FastSimcoal2 (Excoffier et al., 2013), exact
coalescence algorithms implemented as DTWF in msprime python
package [back-in-time Wright-Fisher simulator, Nelson et al.
(2020)], IBDSim (Leblois et al., 2009) and forward algorithms, such
as SimBit (Matthey-Doret, 2020).

The gen-by-gen algorithm in GSpace is slower than those involv-
ing n-coalescent approximations but much faster than IBDSim or
forward simulators like SimBit in most cases (see Section 4).

2 Implementation

GSpace combines some parts of the modified Hudson’s algorithm
(Hudson, 1983) for recombination and coalescence implemented in
msprime with previous features from IBDSim, in a new implementation
in modern Cþþ, as follows. At each generation going backward in time,
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the program considers all possible migration, recombination and coales-
cence events, until all common ancestors have been found. Because neu-
tral genetic data are simulated, genetic states do not affect genealogical
trees and mutations can then be added downwards to the gene tree of
each chromosome segment that did not recombine. Implementation
details of such algorithm can be found in Kelleher et al. (2016) and
Nelson et al. (2020) for the approximated and gen-by-gen algorithms for
coalescence with recombination, respectively; and in Leblois et al. (2009)
for gen-by-gen algorithms under isolation by distance. We only highlight
below what can make GSpace different from other software.

At each generation t, the coordinates of the parent of each individual
carrying ancestral lineages are randomly drawn in a 2D backward dis-
persal distribution of the position of a parent given the position of the
lineage. The backward distributions are deduced by assuming that dis-
persal occurs independently in each dimension forward in time, and can
automatically handle spatial heterogeneity (i.e. different forward migra-
tion rates and size of sub-populations on the lattice) as well as various
edge effects. The program can consider (i) uniform, geometric and dis-
cretized Gaussian, Zeta and Sichel forward dispersal distributions,
including the stepping stone and island models as special cases, as well
as (ii) a custom forward migration rate matrix. Each chromosome har-
bors multiple discrete potentially recombining sites and the program
handles multiple recombination events per chromosome, even in a sin-
gle generation. When a recombination event occurs in a diploid genome
in the backward simulation, the segments on each side of the recombin-
ation point originate from each of the two parental chromosomes and
have a distinct coalescence history further backward in time. When a
coalescence event occurs, ancestral segments of all descendant chromo-
somes have a unique parental segment and share a common coalescence
and migration history until a recombination event occurs. The combin-
ation of such gen-by-gen diploid coalescence, migration and recombin-
ation algorithms simulates the exact patterns of linkage disequilibrium
expected under a haplo-diploid life cycle.

Mutations are then added independently on each gene tree, going
forward in time on each branch, from the common ancestor to the
leaves. As the underlying algorithm assumes a finite number of mut-
able sites GSpace can handle numerous nucleotidic and allelic muta-
tion models (e.g. IAM, KAM, JC69, see user manual for more
models) but not the infinite site model.

3 Compilation, automated checks, inputs and
outputs

The program is written in modern Cþþ (17) and can be compiled
on any operating system with a modern compiler (gþþ � 7.5, clang
� 6.0) with simple command line arguments, or using the CMake
build system (both the command line arguments and the CMake
commands are provided in the manual). The CMake build includes
unit tests for each part of the program and functional tests compar-
ing simulation outcomes in terms of probability of identity of pairs
of genes at one and two loci to theoretical results (see Rousset, 2004
and Vitalis and Couvet, 2001).

GSpace’s runs can be controlled both by a settings file and by com-
mand-line arguments, which together allow the easy specification of
many parameters, and quick changes of selected parameters between
simulations. The settings file is exacxtread first, and allows the user to
control all options of GSpace (detailed in the user manual). These
options can then be altered by the command line arguments. Results
can be saved in three different file formats for individual genetic data:
Genepop for allelic data, Fasta and VCF (v4.3) for sequence data; as
well as in the new binary treeSequence format (see tskit documentation)
for efficient storage of trees with mutations.

4 Comparison

Gspace is, at the time of writing, the only gen-by-gen coalescence
simulator specifically designed to handle recombination and

allowing easy specification of various forward dispersal distribu-
tions. Thus, it cannot be compared in terms of computation time to
other simulators not sharing such features, but it has been compared
to algorithms from five other simulators in simpler cases: the n-co-
alescent approximations implemented in msprime v1.0.0a5
(‘msprime’) and FastSimcoal2 v2.6.0.3 (‘fsc2’); the gen-by-gen algo-
rithms implemented in msprime v1.0.0a5 (‘DTWF’) and IBDSim
v2.0; and the forward simulator SimBit v3.9.13. Results for IBDSim
are not detailed here because it cannot consider recombination and
is not designed to handle long DNA sequences (e.g. > 105 bp).
However, without recombination and for many allelic loci, GSpace
is two to fifty time faster. Other simulations are detailed in Table 1
and show that although GSpace is not the fastest simulator, its speed
approaches that of the approximate simulators rather than that of
other generation-by generation ones.
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